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Εξετάζουµε τεχνικές που χρησιµοποιούνται για ανάκτηση εικόνας, µε βάση το 
περιεχόµενο της. ∆ηλαδή την αναζήτηση σε βάση εικόνων όχι µε λέξεις-κλειδιά στην 
–ενδεχόµενη- γραπτή περιγραφή της εικόνας, αλλά αξιοποιώντας το αυτό καθαυτό 
περιεχόµενο της εικόνας. Θα εξετάσουµε µεθόδους από αυτή του χρωµατικού 
ιστογράµµατος (1991) µέχρι πιο σύγχρονες µεθόδους (2003) που κάνουν χρήση 
µοντέλου µίξης κανονικών κατανοµών (Gaussian Mixture Models) για δεδοµένα 
χρώµατος, υφής και τοπολογίας και κατάτµηση της εικόνας. Επίσης θα 
παρουσιασθούν και αξιολογηθούν καινοτοµίες και επεκτάσεις πάνω σε υπάρχοντα 
συστήµατα ανάκτησης εικόνας. 
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EXTENDED ABSTRACT IN ENGLISH 

 
 

Sfikas, Giorgos A.F.. MSc, Computer Science Department, University of Ioannina, 
Greece. December 2006. “Statistical methods for content-based image retrieval”.  
Thesis Supervisor:  Nikolaos P. Galatsanos. 
 
 
 
Content-based image retrieval (“CBIR”) is the subject of the thesis. Interest in this 
field has been fuelled by the increasing size of image - and multimedia in general - 
databases in the past few years, which leads to the problem of effectively querying 
them. Since careful indexing of a large image database can be very hard, alternatively 
querying must rely straight to the image data itself; hence the term “Content-based”. 
There is a rich bibliography concerning CBIR. We present methods as simple as the 
color histogram [1] (1991) and make our way towards more up-to-date techniques, 
such as the Blobworld framework [4] (2003).  
In chapter 2 we examine some image features that are typically used to describe the 
image: color, texture, x-y coordinates. For color, the choices range from the well-
known RGB and HSV models to uniform space models, like the L*u*v* space. In 
order to describe texture, the polarity – anisotropy – contrast features are presented, 
used in [4].  
In chapter 3 we present a small introduction in the Bayesian framework and 
Maximum likelihood estimation, used later in chapter 4. These machine learning 
techniques will allow us to build a more reliable form of the histogram, the Gaussian 
mixture model. While no closed-form formula exists to train such models, the EM is 
an elegant method to solve this problem. 
Finally in chapter 4 we are ready to construct image descriptors, using the features 
examined in chapter 2, and both the histogram and mixture model methods examined 
in chapter 3. An outline of this procedure is presented here. 
Remaining still is the last piece of the CBIR framework, which is how to query the 
images using the image descriptors constructed. That is shown in chapter 5. Simple 
and compound queries are presented, along with various descriptor distance metrics. 
One of them has been presented lately by us in [21]. The metrics and descriptors used 
in Blobworld are examined. Also, we consider modifications in the Blobworld 
framework. 
The most important techniques described in this Thesis are used in experiments, the 
results of which are presented in chapter 6. It can be seen that our novel approaches 
fare rather well, compared to existing CBIR systems.
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ΚΕΦΑΛΑΙΟ 1. ΕΙΣΑΓΩΓΗ 

1.1 Τι είναι ανάκτηση εικόνας; 

1.2 Ανάκτηση πληροφορίας γενικά 

1.3 Ανάκτηση εικόνας 

1.4 Προσεγγίσεις στην ανάκτηση εικόνας 

1.5 Γενικό πλαίσιο εργασίας για ένα σύστηµα CBIR 

 

1.1. Τι είναι ανάκτηση εικόνας; 

 

Ανάκτηση
1 εικόνας (Image Retrieval) λέµε την αναζήτηση για κάποια εικόνα ή 

εικόνες, µεταξύ κάποιου συνόλου εικόνων.  

Η χρησιµότητα ενός συστήµατος ανάκτησης εικόνας είναι ευρεία. Μπορεί να 

θέλουµε να βρούµε εικόνες που περιέχουν κάποιο αντικείµενο, ή είναι να ζητάµε 

σχέδια µε κάποια συγκεκριµένη τεχνοτροπία. Σε πιο ειδικό πλαίσιο, ανάκτηση 

εικόνας θέλουµε να κάνουµε για παράδειγµα στην ιατρική, όταν ζητάµε να βρούµε 

ακτινογραφίες συγκεκριµένων οστών, ή ακόµα να ελέγξουµε φωτογραφίες σε ένα 

οικογενειακό άλµπουµ για ένα συγκεκριµένο πρόσωπο. Μπορούµε να σκεφτούµε 

εύκολα πολλά παραδείγµατα από την καθηµερινότητα και όχι µόνο, που η 

αυτοµατοποιηµένη ανάκτηση εικόνας θα βοηθούσε. 

Ας πάρουµε τα πράγµατα από την αρχή.  

                                                 
1 Τυγχαίνει να συγχέεται µε την ανακατασκευή εικόνας (image restoration) , µε την 

οποία δεν έχει σχέση. 
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1.2. Ανάκτηση πληροφορίας γενικά 

 

Ανάκτηση πληροφορίας λέγεται η άντληση µιας πληροφορίας, από µια βάση 

δεδοµένων. Λέγοντας πληροφορία, µπορεί να είναι οτιδήποτε από αλφαριθµητικά 

όπως είναι ένα όνοµα ή αριθµός τηλεφώνου, µέχρι εικόνες και βίντεο. 

Στις δοµηµένες βάσεις δεδοµένων η ανάκτηση πληροφορίας γίνεται µε γλώσσες 

ερωτήσεων (query languages). Ερωτήσεις είναι µικρά κοµµάτια κώδικα, που 

περιγράφουν τι θέλει να µάθει ο χρήστης από την βάση δεδοµένων. Ο κώδικας αυτός 

γράφεται σε ειδική γλώσσα για αυτό το σκοπό, η δηµοφιλέστερη εκ των οποίων είναι 

η SQL. Για να δώσουµε ένα παράδειγµα, έστω ότι έχουµε ένα πελατολόγιο και 

θέλουµε να µάθουµε το τηλέφωνο του πελάτη John Smith. Τότε η ερώτηση SQL θα 

είναι: 

 

SELECT phone_number 

FROM clients 

WHERE full_name = ‘John Smith’ 

 

Σε περίπτωση τώρα που έχουµε ένα σύνολο δεδοµένων, τα οποίο για τον ένα ή τον 

άλλο λόγο δεν τα έχουµε σε δοµηµένη µορφή, τα πράγµατα αλλάζουν για την 

ανάκτηση πληροφορίας. Ένα διάσηµο µη-δοµηµένο σύνολο δεδοµένων είναι ο 

παγκόσµιος ιστός (World Wide Web) και γενικότερα το Internet. Παρά τον τεράστιο 

όγκο πληροφορίας που περιέχει, η άναρχη δόµηση του κάνει την ανάκτηση 

πληροφορίας δύσκολη υπόθεση. Η γιγάντωση του παγκόσµιου ιστού – ειδικά τα 

τελευταία χρόνια – τόνισε την ανάγκη για συστήµατα ανάκτησης πληροφορίας σε µη-

δοµηµένα σύνολα.  

1.3. Ανάκτηση εικόνας 

 

Η ανάκτηση εικόνας είναι ένα πεδίο που επιστρατεύει γνώσεις από αρκετούς 

διαφορετικούς επιστηµονικούς τοµείς. Η ανάκτηση πληροφορίας, η µοντελοποίηση 

δεδοµένων, ανάλυση και επεξεργασία εικόνας, αναγνώριση προτύπων και 
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επικοινωνία ανθρώπου-µηχανής, είναι οι σηµαντικότεροι, αλλά µόνο µερικοί από 

αυτούς τους τοµείς.  

Όπως και η ανάκτηση πληροφορίας γενικά, η ανάκτηση εικόνας γίνεται όλο και πιο 

σηµαντική όσο αυξάνεται ο όγκος των αποθηκευµένων ψηφιοποιηµένων εικόνων, 

κάτι που ενθαρρύνουν τα φθηνότερα και γρηγορότερα µέσα αποθήκευσης (CD-ROM, 

σκληροί δίσκοι). Προς αυτή την κατεύθυνση βοηθάνε και οι γρηγορότερες ταχύτητες 

στα δίκτυα (Internet) και η έντονη αύξηση της ανταλλαγής αρχείων, µε την έλευση 

των peer-to-peer δικτύων.  

Το ζητούµενο στην ανάκτηση εικόνας, παρόµοια µε την ανάκτηση πληροφορίας 

γενικά, είναι να ανακτηθούν εικόνες σχετικές µε µια  ερώτηση (query) που θέλουµε. 

Τα δεδοµένα που µπορούµε να πάρουµε µε τις ερωτήσεις µας, µπορούµε να τα 

χωρίσουµε σε 2 κατηγορίες, ανάλογα µε το είδος τους [18]. 

• ∆εδοµένα µε έµµεση σχέση µε το περιεχόµενο της εικόνας. Τέτοια δεδοµένα 

ονοµάζονται µεταδεδοµένα ανεξάρτητα από το περιεχόµενο (content-

independent metadata). Τέτοια δεδοµένα µπορεί να είναι το όνοµα του 

δηµιουργού της εικόνας, ηµεροµηνία, τόπος κλπ. 

• ∆εδοµένα µε άµεση σχέση µε το περιεχόµενο της εικόνας. Αυτά µπορούµε να 

τα διακρίνουµε σε δύο γενικές υποκατηγορίες. 

� Χαµηλού-µέσου επιπέδου χαρακτηριστικά της εικόνας, όπως χρώµα, 

υφή, σχήµα, κλπ. Αυτά ονοµάζονται µεταδεδοµένα εξαρτηµένα  από 

το περιεχόµενο.(content-dependent metadata) Αυτά τα δεδοµένα είναι 

άµεσα και συνειδητά αντιληπτά από τις ανθρώπινες αισθήσεις. 

Ακριβώς λόγω της σχετικής αµεσότητας τους τα λέµε χαµηλού 

επιπέδου. 

� Υψηλού επιπέδου χαρακτηριστικά της εικόνας, όπως για ποιο 

πραγµατικά βουνό απεικονίζει µια εικόνα, από ποια πόλη είναι µια 

φωτογραφία, ή ακόµη τι συναισθήµατα προκαλεί. Αυτά τα δεδοµένα 

ονοµάζονται µεταδεδοµένα περιγράφοντα το περιεχόµενο. (content-

descriptive metadata). 

O τύπος των δεδοµένων τα οποία ζητάµε µε την ερώτηση µας, επηρεάζει και το 

τρόπο λειτουργίας του συστήµατος ανάκτησης εικόνας. Για τον κάθε τύπο 

δεδοµένων, πρέπει να χρησιµοποιηθεί εποµένως και διαφορετικό σύστηµα και 

τεχνικές για την ανάκτηση. 
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Τέλος να πούµε ότι για το υπόλοιπο αυτής της εργασίας, εικόνες για εµάς θα είναι 

συγκεκριµένα ορθογώνιες ψηφιοποιηµένες ακίνητες εικόνες (2D stills). Η βολικότητα 

µιας τέτοιας σύµβασης είναι προφανής, εάν σκεφτούµε ότι θα ασχοληθούµε µε 

υπολογιστική ανάλυση και επεξεργασία. 

 

1.4. Προσεγγίσεις στην ανάκτηση εικόνας 

1.4.1. Χρησιµοποιώντας τα δεδοµένα  έµµεσης σχέσης µε το περιεχόµενο της εικόνας 

 

Οι πρώτες απόπειρες στην λύση του προβλήµατος της ανάκτησης εικόνας είχαν να 

κάνουν µε ερωτήσεις για τα δεδοµένα που ονοµάσαµε προηγουµένως µεταδεδοµένα 

ανεξάρτητα από το περιεχόµενο. Η ανάκτηση εικόνας γίνεται µε την προϋπόθεση ότι 

οι εικόνες µας έχουν κάποια λεκτική περιγραφή του περιεχοµένου τους, όπως το τι 

απεικονίζει η εικόνα, ποιος την έφτιαξε, πότε και που, ή οτιδήποτε άλλο θα µπορούσε 

να είναι σχετικό µε την εικόνα. 

Αφού έχουµε να επεξεργαστούµε κείµενο πλέον, η ανάκτηση εικόνας ουσιαστικά 

ανάγεται σε ανάκτηση κειµένου. Εάν έχουµε για παράδειγµα µια ερώτηση του τύπου 

«Σε ποιες εικόνες απεικονίζεται ένα βουνό», φτάνει να αναζητηθεί η λέξη-κλειδί 

«βουνό» (ή έστω «όρος»). Ερωτήσεις τέτοιου τύπου, δηλαδή για λεκτική 

πληροφορία,  θα µπορούσαν να γίνουν µε µηχανές αναζήτησης κειµένου όπως αυτές 

που χρησιµοποιούνται για τον WWW, ή/ και µε γλώσσα ερωτήσεων SQL. 

Υπάρχουν όµως κάποια σηµαντικά µειονεκτήµατα, όταν βασιζόµαστε στις λεκτικές 

περιγραφές. Κατ’ αρχάς είναι πολύ πιθανό να υπάρχει κάποια λεπτοµέρεια εύκολα 

ορατή στην εικόνα  που να µην υπάρχει όµως µέσα στην λεκτική περιγραφή της. Αν 

ισχύει αυτό, τότε η ανάκτηση εικόνας έχει αποτύχει.  

Θα µπορούσε κανείς να πει ότι θα ήτανε µια λύση να κρατάµε αναλυτική περιγραφή 

της κάθε εικόνας. Αλλά εδώ εµφανίζονται πάλι  δυσκολίες: ∆εν είναι πάντα εύκολο 

να έχουµε καλές περιγραφές, και ειδικά όταν έχουµε να επεξεργαστούµε µεγάλο 

αριθµό εικόνων, είναι χρονοβόρο και κουραστικό να γράψουµε καλές περιγραφές για 

όλες µας τις εικόνες. Ακόµα χειρότερα, σε πολλές περιπτώσεις οι εικόνες που 
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θέλουµε να περιεργαστούµε µπορεί να παράγονται αυτόµατα, όπως για παράδειγµα 

εικόνες από κάµερες ασφάλειας. 

Μια άλλη, βασική, αδυναµία του κειµένου, είναι ότι δεν µπορεί να µας βοηθήσει όταν 

θέλουµε να εξετάσουµε οµοιότητες (similarities) µεταξύ εικόνων. ∆υο εικόνες που 

είναι φερ’ ειπείν αγιογραφίες µπορεί να µοιάζουν µεταξύ τους, αλλά το αν θα 

φαίνεται αυτό από την λεκτική περιγραφή είναι απίθανο. 

Τέλος, οι λεκτικές περιγραφές είναι καταδικασµένες στην υποκειµενικότητα του 

συγγραφέα τους, που σηµαίνει ότι δεν µπορούν να είναι πάντα αξιόπιστες. 

∆εν µπορούµε εποµένως να βασιστούµε σε λεκτικές περιγραφές των εικόνων, για 

σωστή ανάκτηση εικόνας. Ενώ είναι µια εύκολη λύση για ορισµένες περιπτώσεις, θα 

προτιµήσουµε πιο προχωρηµένες και πετυχηµένες µεθόδους και δεν θα ασχοληθούµε 

µε λεκτικές περιγραφές στη συνέχεια της εργασίας. 

 

1.4.2. Χρησιµοποιώντας τα δεδοµένα  άµεσης σχέσης µε το περιεχόµενο της εικόνας 

(CBIR) 

 

Με την µέθοδο που θα αναφέρουµε δεν χρησιµοποιούµε λεκτικές περιγραφές, αλλά 

τώρα υποθέτουµε ότι έχει γίνει κάποια προεπεξεργασία στις εικόνες µας έτσι ώστε να 

καθοριστούν τα ‘χαµηλού επιπέδου’ χαρακτηριστικά τους, όπως είναι δηλαδή το 

χρώµα, το σχήµα και η υφή. Ο ακριβής τρόπος, ή καλύτερα κάποιοι από τους τρόπους 

που µπορεί να γίνει αυτή η προεπεξεργασία, θα εξηγηθούν καλύτερα σε επόµενο 

κεφάλαιο. 

Το επόµενο βήµα είναι να γίνει η σύγκριση µεταξύ της ερώτησης µας, και των 

χαρακτηριστικών που υπολογίσαµε για κάθε εικόνα. Η ερώτηση τώρα πρέπει να γίνει 

δίνοντας στον χρήστη µια επιλογή από οπτικά παραδείγµατα, και αυτός καλείται να 

επιλέξει αυτό που έχει περισσότερο στο νου του. Αυτά τα οπτικά παραδείγµατα 

µπορούν να είναι είτε δείγµατα από πραγµατικές εικόνες και φωτογραφίες, ή να 

έχουν δηµιουργηθεί επίτηδες για να καλύψουν τον σκοπό της ανάκτησης εικόνας. Για 

να φέρουµε ένα παράδειγµα, θα µπορούσε ο χρήστης να θέλει να ζητήσει εικόνες που 

απεικονίζουν µια φουρτουνιασµένη θάλασσα. Οπότε επιλέγει µια εικόνα από το 

δείγµα, όσο το δυνατόν πιο κοντά στην εικόνα που έχει στο µυαλό του. Αν 
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υποθέσουµε επίσης ότι το σύστηµα ανάκτησης εικόνας δουλεύει συγκρίνοντας 

χρώµατα και υφές (colour, texture), αυτό που θα πρέπει να γίνει είναι να υπολογιστεί 

το χρώµα της εικόνας του δείγµατος, και να συγκριθεί µε τους υπολογισµούς που 

έχουµε για όλες τις εικόνες της βάσης µας. Όσες εικόνες βρίσκονται πιο κοντά στο 

δείγµα, επιλέγονται και δίνονται σαν απάντηση. 

Βεβαίως, είναι πιθανό να µην έχουµε τέλεια επιτυχία στην ανάκτηση. Από τις πέντε 

φερ’ ειπείν φωτογραφίες που θα δοθούν σαν αποτέλεσµα της ανάκτησης, οι τέσσερις 

µεν µπορεί να απεικονίζουν µια φουρτουνιασµένη θάλασσα, αλλά η µία να 

απεικονίζει ένα συννεφιασµένο ουρανό – που όντως σαν χρώµα και υφή παρουσιάζει 

αρκετή οµοιότητα µε την φουρτουνιασµένη θάλασσα. Για να εκµεταλλευθούµε το 

λάθος του συστήµατος ανάκτησης εικόνας προς όφελος µας, υπάρχει µια τεχνική που 

ονοµάζεται relevance feedback. Αυτό σηµαίνει ότι αν κάποιο αποτέλεσµα της 

ανάκτησης εικόνας ήταν λάθος, ο χρήστης το δηλώνει στο σύστηµα, δίνοντας την 

ευκαιρία σε αυτό να βελτιώσει το σύστηµα σύγκρισης του. 

Πάλι θα µπορούσαµε να πούµε ότι ενώ οι ερωτήσεις χρησιµοποιώντας εικόνες-

παραδείγµατα να έχουν µια σχετικά ικανοποιητική ευελιξία όσον αφορά τα χαµηλού 

επιπέδου χαρακτηριστικά της εικόνας, ίσως να µην µπορούµε να πούµε το ίδιο όταν 

έχουµε να κάνουµε µε πιο υψηλού επιπέδου χαρακτηριστικά, όπως το συναίσθηµα 

που γεννάει µια εικόνα, ή από ποια χώρα είναι η εικόνα που βλέπουµε. Σε αυτή την 

περίπτωση οι ερωτήσεις γίνονται µέσω πάλι λεκτικής περιγραφής, όπως «Βρες 

εικόνες από τοπία στην Υεµένη». Σε αυτές τις περιπτώσεις χρειάζεται κάτι παραπάνω 

από την πληροφορία που παίρνουµε από το περιεχόµενο της εικόνας αυτό καθ’ αυτό 

– αυτό που χρειάζεται είναι εµπειρία του «πραγµατικού» κόσµου. Με υψηλού 

επιπέδου χαρακτηριστικά δεν θα ασχοληθούµε περαιτέρω σε αυτή την εργασία. 

1.5. Γενικό πλαίσιο εργασίας για ένα σύστηµα CBIR 

 

Η γενική διαδικασία που ακολουθείται σε ένα σύστηµα ανάκτησης εικόνας είναι: 

1. «∆ιάβασε» την ερώτηση από τον χρήστη. Η ερώτηση είναι µια εικόνα ή 

τµήµα εικόνας. 

2. Φτιάξε κατάλληλο περιγραφέα για την εικόνα-ερώτηση. Θα εξηγήσουµε τι 

εννοούµε «περιγραφέα» αργότερα 
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3. Σύγκρινε τον περιγραφέα της εικόνας-ερώτηση µε τους περιγραφείς κάθε 

εικόνας στην βάση δεδοµένων µας. Οι περιγραφείς των εικόνων στην βάση 

µπορεί να υπολογίζονται κατά τη διάρκεια της ερώτησης (on-line) ή µπορεί να 

έχουν υπολογιστεί εκ των προτέρων (off-line). 

4. Αντιστοίχισε µια απόσταση (πραγµατικό αριθµό) για κάθε ζεύγος 

περιγραφέων <εικόνα ερώτηση – εικόνα στη βάση>. 

5. Όσες εικόνες η απόσταση από την εικόνα-ερώτηση είναι µικρότερη από 

κάποιο προκαθορισµένο κατώφλι, τις επιστρέφουµε σαν απάντηση στην 

ερώτηση του χρήστη. 

6. Επιστροφή στο βήµα 1 για επόµενη ανάκτηση ή τέλος. 

Μάλλον χρειάζονται κάποιες εξηγήσεις για τα παραπάνω. 

Με τον όρο περιγραφέα λέµε µία δοµή αντιπροσωπευτική του περιεχόµενου της 

εικόνας. Ένα τυπικό παράδειγµα περιγραφέα είναι το χρωµατικό ιστόγραµµα [1].  

Σύγκριση περιγραφέων λέµε την χρήση µιας συνάρτησης απόστασης µεταξύ δύο 

περιγραφέων εικόνας – η συνάρτηση αυτή θα πρέπει να δίνει σαν αποτέλεσµα έναν 

βαθµωτό πραγµατικό, µη-αρνητικό αριθµό. Πιο αναλυτικά θα δούµε αυτές τις έννοιες  

παρακάτω στην εργασία. 
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Σχήµα 1.1 Η διαδικασία για σύγκριση δύο εικόνων. Τυπικά αυτές θα είναι η εικόνα- 
ερώτηση µε µία-µία εικόνα στη βάση. Ανάλογα γίνεται και η σύγκριση µεταξύ 

τµηµάτων εικόνων. 

Συγκεκριµένα, η διάρθρωση της παρούσης εργασίας είναι ως εξής: 

Στο κεφάλαιο 2 βλέπουµε τι χαρακτηριστικά µπορούµε να χρησιµοποιήσουµε για να 

κατασκευάσουµε ένα περιγραφέα για την εικόνα. (feature selection & extraction). Θα 

δούµε περιγραφείς βασισµένους στο χρώµα, σε υφή και σε τοπολογικά 

χαρακτηριστικά. 

Στο κεφάλαιο 3 κάνουµε µια εισαγωγή σε έννοιες και τεχνικές που θα είναι χρήσιµες 

για κάνουµε ανάκτηση µε στατιστικές – στοχαστικές µεθόδους. Μεταξύ άλλων θα 

δούµε την έννοια της λύσης µέγιστης πιθανοφάνειας, και τον αλγόριθµο ΕΜ. 

Στο κεφάλαιο 4 θα δούµε µεθόδους κατασκευής περιγραφέων εικόνας. Γενικά 

παρουσιάζουµε δύο κατηγορίες περιγραφέων, τους µεν βασισµένους σε ιστόγραµµα 
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χαρακτηριστικών της εικόνας, τους δε βασισµένους σε κατασκευή στοχαστικού 

µοντέλου. Στο τελευταίο βρίσκουν εφαρµογή όσα βλέπουµε στο κεφάλαιο 3. 

Στο κεφάλαιο 5 βλέπουµε διάφορες συναρτήσεις απόστασης που έχουν προταθεί, και 

τρεις γενικούς τρόπους για να κάνουµε ερώτηση για εικόνα. Ο πρώτος είναι να 

ρωτήσουµε για εικόνες παρόµοιες µε ολόκληρο το περιεχόµενο της εικόνας. Ο 

δεύτερος, είναι να ρωτήσουµε για εικόνες που περιέχουν κάποιο ή κάποια τµήµατα 

της εικόνας ερώτησης. Για παράδειγµα, σε µια εικόνα που απεικονίζει ένα 

ηλιοβασίλεµα σε θάλασσα, ένα τµήµα θα ήταν ο βυθισµένος ήλιος, ένα ο ουρανός, 

και ένα η ίδια η θάλασσα. Για να παράγουµε τµήµατα εικόνας υπάρχουν διάφορες 

τεχνικές κατάτµησης (segmentation), µία εκ των οποίων θα δούµε στο ίδιο κεφάλαιο. 

Τέλος, θα δούµε πως µπορούµε να ρωτήσουµε για τµήµα εικόνας καθορισµένο από 

τον χρήστη. Αυτό είναι χρήσιµο σε περίπτωση που η αυτόµατη κατάτµηση δεν είναι 

ικανοποιητική. 

Στο κεφάλαιο 6 θα δούµε κάποια πειραµατικά αποτελέσµατα σχετικά µε την 

αποτελεσµατικότητα των µεθόδων που παρουσιάζονται στην εργασία, καθώς και 

σύγκριση µεταξύ των. 
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ΚΕΦΑΛΑΙΟ 2. ΧΑΡΑΚΤΗΡΙΣΤΙΚΑ ΕΙΚΟΝΑΣ 

2.1 Εισαγωγικά 

2.2 Χρώµα 

2.3 Υφή 

2.4 Τοπολογικά χαρακτηριστικά 

 

2.1. Εισαγωγικά 

 

Έχουµε πει ότι θα χρησιµοποιήσουµε το περιεχόµενο της εικόνας για να κάνουµε 

ανάκτηση εικόνας. Πρώτα όµως πρέπει να βρούµε τρόπους να πάρουµε ωφέλιµη 

πληροφορία από το περιεχόµενο’ αυτό ακριβώς θα δούµε σε αυτό το κεφάλαιο. 

Το χρώµα στην εικόνα είναι η πληροφορία που έχουµε πιο άµεσα, από την σκοπιά 

της υπολογιστικής επεξεργασίας. Πράγµατι, τυπικά όταν λέµε ότι έχουµε 

αποθηκεύσει µια εικόνα σε ψηφιακό µέσο, αυτό που έχουµε στα χέρια µας είναι το 

χρώµα για κάθε pixel της εικόνας.  

Εικόνα όµως δεν σηµαίνει µόνο χρώµα για τον άνθρωπο. Ο ανθρώπινος εγκέφαλος 

διακρίνει σε µια εικόνα σχήµατα και δοµές που µε τη σειρά τους οδηγούν την σκέψη 

πιθανώς σε συναισθήµατα ή αναµνήσεις. Πέρα από το χρώµα δηλαδή, µπορούµε και 

πρέπει να εξάγουµε και χαρακτηριστικά όπως υφή, σχήµα, τοπολογία. 

Αλλά ας τα δούµε αυτά πιο συγκεκριµένα. 
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2.2. Χρώµα 

2.2.1 Γενικά 

 

Ο απλούστερος τρόπος να αναπαρασταθεί το χρώµα ενός pixel στην ψηφιακή 

επεξεργασία είναι µε έναν φυσικό αριθµό, από 0 ως Ν όπου Ν ο αριθµός χρωµάτων 

που χρησιµοποιείται στην παλέτα της εκάστοτε εικόνας. Υπάρχουν πάντως 

εναλλακτικά µοντέλα που µπορούν να δώσουν µια πιο ακριβή περιγραφή του 

χρωµατικού ερεθίσµατος (color stimulae) [18]: 

Χρωµατοµετρικά µοντέλα. Μετράνε τον βαθµό της απορρόφησης / αντανάκλασης 

της προσπίπτουσας φωτεινής ακτινοβολίας. Σ’ αυτή την κατηγορία υπάγονται 

διαγράµµατα που παρουσιάζουν φάσµα µε βαθµούς αντανάκλασης, όπως το CIE 

chromaticity diagram. 

Νευροφυσιολογικά µοντέλα. Βασίζονται σε έρευνες πάνω σε νευροφυσιολογία, 

συγκεκριµένα µε τον τρόπο που λειτουργεί το ανθρώπινο µάτι. Σε αυτό υπάρχουν οι 

λεγόµενοι ‘κώνοι’, κύτταρα που ερεθίζονται από ακτινοβολία διαφορετικής 

φασµατικής ο καθένας. Κατά προσέγγιση µπορούµε να τους χωρίσουµε σε τρεις 

κατηγορίες ανάλογα µε το χρώµα στο οποίο αντιδρούν. Ένα παράδειγµα τέτοιου 

µοντέλου είναι το RGB (Red-Green-Blue) µοντέλο.  

Ψυχολογικά µοντέλα. Βασίζονται στις αντιδράσεις που προκαλούν τα χρώµατα 

ψυχολογικά στον άνθρωπο. Ένα τέτοιο µοντέλο είναι το µοντέλο hue-saturation-

brightness/value (τόνος – ζωντάνια - φωτεινότητα) 

 

 

 

2.2.2 RGB χρωµατικός χώρος 

 

Η RGB απεικόνιση είναι ο πιο συνηθισµένος τρόπος να εκφραστεί ένα χρώµα σε 

ψηφιακές εικόνες. ∆ιατηρείται µε αυτό συµβατότητα µε άλλες συσκευές που κάνουν 

απεικόνιση εικόνας πέραν του υπολογιστή όπως η τηλεόραση, και είναι ένα µοντέλο 
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που έχει την βάση του στην φυσιολογία του αµφιβληστροειδούς χιτώνα του 

ανθρώπου. Στο RGB βλέπουµε το κάθε χρώµα σαν σύνθεση των τριών βασικών του 

χρωµάτων. Αυτά τα βασικά χρώµατα αντιστοιχούν στις περιοχές που κορυφώνεται ο 

ερεθισµός του εκάστοτε ‘κώνου’ του µατιού. 

Μπορούµε να απεικονίσουµε την χρωµατική τιµή σε έναν χρωµατικό χώρο. Αυτός 

είναι ένας κύβος ακµής µίας µονάδας. Η κάθε διάσταση του κύβου αντιστοιχεί στην 

τιµή που έχει η κάθε χρωµατική συνιστώσα, δηλαδή µία διάσταση για το Κόκκινο, 

µία για το Πράσινο, µία για το Μπλε. Οι τιµές για την κάθε συνιστώσα κυµαίνονται 

από 0..1 αφού ο κύβος έχει ακµή µίας µονάδας. ∆ηλαδή η κάθε χρωµατική τιµή 

αναπαρίσταται σαν ένα διάνυσµα, 

[ Red value, Green value, Blue Value ]T  

Για παράδειγµα ένα χρώµα θα µπορούσε να είναι το [0.3 0.913 1]T . Στο σχήµα 2.1 

µπορούµε να δούµε µια οπτικοποίηση του χρωµατικού κύβου. 

Ο RGB κύβος έχει κάποιες ενδιαφέρουσες ιδιότητες. Οι κορυφές του κύβου 

αντιστοιχούν σε χρώµατα όπου µεγιστοποιείται η χρωµατική ζωντάνια (saturation), 

και αυτά είναι τα κύρια χρώµατα µαζί µε τους συνδυασµούς τους, που είναι τα 

Κυανό, Πορφυρό, Κίτρινο. Επίσης, στη διαγώνιο [0,0,0]-[1,1,1] βρίσκονται τα 

χρώµατα απόχρωσης του γκρίζου (gray scale). 

 

Σχήµα 2.1 Ο Κύβος για τον RGB Χώρο. 
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Το µοντέλο CMY (Cyan, Magenta, Yellow) είναι εντελώς αντίστοιχο του RGB. Η 

διαφορά είναι ότι ενώ στο RGB το χρώµα (0,0,0) αντιπροσωπεύει το µαύρο, ή πλήρης 

απορρόφηση του φωτός και (1,1,1) αντιπροσωπεύει το λευκό ή πλήρης αντανάκλαση 

του φωτός, στο CMY µοντέλο ισχύει το αντίστροφο. Κατά µία έννοια δηλαδή αντί να 

προσθέτουµε φως στο Μαύρο (δηλ 0,0,0) τώρα µετράµε πόσο χρώµα αφαιρούµε από 

το Λευκό.(δηλ CMY 1,1,1 απορροφάται όλο το χρώµα άρα 1,1,1 είναι το µαύρο). Οι 

τρεις συνιστώσες αντιστοιχούν στα χρώµατα Κυανό (Cyan), Πορφυρό (Magenta) και 

Κίτρινο (Yellow). 

Για µια προσεγγιστική µετατροπή από το ένα µοντέλο στο άλλο υπάρχουν οι απλές 

εξισώσεις 

 

R = 1 – C 
G = 1 – M 
B = 1 – Y 

 

Το CMY µοντέλο χρησιµοποιείται περισσότερο στους εκτυπωτές, οι οποίοι 

κατασκευάζουν το κάθε χρώµα σαν µείξη των Κυανό, Πορφυρό, Κίτρινο. 

 

2.2.3 HSV χρωµατικός χώρος 

 

Ο HSV έρχεται σαν εναλλακτική αναπαράσταση του χρώµατος. Αντί να δούµε το 

χρώµα σαν συνδυασµό βασικών χρωµάτων, µετράµε κάποια χαρακτηριστικά του πιο 

‘γνώριµα’ στις αισθήσεις. Αυτά είναι το  Hue (Τόνος ή απόχρωση), Saturation 

(Ζωντάνια), Value (Τιµή φωτεινότητας). 
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Σχήµα 2.2 Ο HSV Χώρος. 

Το µοντέλο HSV ανήκει στην κατηγορία των µη-γραµµικών αναπαραστάσεων [14], 

σε αντιδιαστολή µε το RGB που ανήκει στις γραµµικές αναπαραστάσεις. Αν θέλουµε 

να δούµε τα χρώµατα του HSV σαν σηµεία σε γεωµετρικό χώρο, το Hue θα µετράει 

γωνία σε σχέση µε κάποιο χρώµα-σηµείο που χρησιµοποιείται σαν αναφορά, το 

Saturation απόσταση, και το Value ύψος. 

 

2.2.4 Οµοιόµορφοι χώροι 

 

Αυτοί οι χρωµατικοί χώροι έχουν µια πολύ ενδιαφέρουσα ιδιότητα: Η Ευκλείδεια 

απόσταση δύο χρωµάτων εκφρασµένα µε κάποιον τρόπο που υπάγεται σε αυτήν την 

κατηγορία, προσεγγίζει την χρωµατική απόσταση όπως την αντιλαµβάνεται ο 

ανθρώπινος εγκέφαλος [14, 18]. Τέτοιοι χώροι είναι ο L*u*v*, L*a*b*, L*ch. Και 

αυτοί ανήκουν στις µη-γραµµικές αναπαραστάσεις. 

Για παράδειγµα έχουµε τον L*u*v* χώρο. Η L* εκφράζει την φωτεινότητα, όχι µε 

αντικειµενικά µέτρα, αλλά βασιζόµενοι στην ανθρώπινη αντίληψη αυτής της 

ποιότητας. Τα u*, v* είναι χρωµατικές συντεταγµένες. Αντίστοιχα τα a*, b* στον 

L*a*b*. Μπορούµε να δούµε τον L*u*v* χώρο στο σχήµα 2.3. 
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Σχήµα 2.3 Ο L*u*v* οµοιόµορφος χώρος. 

Ωστόσο γενικά ο πιο δηµοφιλής [14] οµοιόµορφος χώρος είναι ο L*a*b* (CIE 1976 

L*a*b*). Το L* κυµαίνεται στο 0..100 και τα a*,b* στα –127..128. 

Ο L*a*b* και ο RGB είναι τρόποι αναπαράστασης που συνήθως χρησιµοποιούνται 

ειδικότερα στο πλαίσιο ανάκτησης εικόνας [1,4,6,8,9,12,14]. Θα τους 

χρησιµοποιήσουµε κι εµείς στην παρούσα εργασία. 

 

2.3. Υφή 

2.3.1 Γενικά 

 

Η υφή (texture) είναι µια έννοια που είναι δύσκολο να της δοθεί ένας καλός ορισµός. 

Το καλύτερο που µπορούµε να κάνουµε είναι να την περιγράψουµε µέσω ιδιοτήτων 

που έχει, και µέσω παραδειγµάτων υφής. Χαρακτηριστικά βλέπουµε στο σχήµα 2.4 

µερικές υφές, από τη συλλογή Brodatz [19]. 

Συλλογές πολλών όµοιων ή σχεδόν όµοιων αντικειµένων µπορούν να ιδωθούν σαν 

υφή. Για παράδειγµα το γρασίδι, τρίχες βούρτσας, βότσαλα, µαλλιά, τούβλα.  
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Σχήµα 2.4. Μερικά παραδείγµατα υφών. 

Επιπλέον, σαν υφή µπορούν να ιδωθούν επιφάνειες µε επαναλαµβανόµενα µοτίβα 

που µοιάζουν µε συλλογές όµοιων ή σχεδόν αντικειµένων. Για παράδειγµα η 

επιφάνεια ενός κορµού ξύλου, το δέρµα ενός ανθρώπου ή ζώου, οι ρίγες στο σώµα 

µιας ζέβρας, οι βούλες στο σώµα µιας λεοπάρδαλης, τα φτερά µιας πεταλούδας. 

Να παρατηρήσουµε ότι η υφή χαρακτηρίζει µια γειτονιά γύρω από ένα pixel, σε 

αντίθεση µε το χρώµα που χαρακτηρίζει ένα ακριβώς pixel. Φερ’ ειπείν για να 

επιβεβαιώσουµε ότι ένα pixel είναι µέρος µιας ρίγας µιας ζέβρας, πρέπει να 

‘κοιτάξουµε’ και γύρω από αυτό. 

Παρακάτω θα δούµε µια οµάδα τριών χαρακτηριστικών που µπορούν να 

χρησιµοποιηθούν για να περιγράψουν υφή. Αυτά είναι τα polarity, anisotropy και 

contrast, όπως περιγράφονται στο [4]. Βεβαίως δεν είναι οι µόνοι τρόποι για 

περιγραφή υφής, ούτε και κατηγορηµατικά οι καλύτεροι. Βλέπε [14, 18] για µια 

επισκόπηση στο πρόβληµα περιγραφής υφής. 

 

2.3.2 Polarity & επιλογή κλίµακας 

 

Έστω εικόνα mxnδιάστασης. Το *L  συστατικό της ως προς χώρο * * *L a b αποτελεί 

πραγµατικό πίνακα mxn, έστω το όνοµα του L. Κάθε στοιχείο είναι στο εύρος 0..100. 
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Έστω J, πίνακας mxn. Κάθε στοιχείο του ορίζεται σαν η Ιακωβιανή του L στο 

αντίστοιχο στοιχείο. Στην πράξη χρησιµοποιούµε προσέγγιση µε πρώτες διαφορές. 

∆ηλαδή 

 
, , 1 ,

,
1, ,

,

i j i j i j

i j
i j i j

i j

L

x L L
J

L LL

y

+

+

∂ 
 ∂ −   ≈    −∂   
∂  

≜  

Έστω Η, πίνακας mxn. Κάθε στοιχείο του ορίζεται σαν το εξωτερικό γινόµενο 

 , , ,
T

i j i j i jH J J≜  

∆ηλαδή κάθε στοιχείο του J είναι πραγµατικό διάνυσµα 2 1x  και κάθε στοιχείο του Η 

είναι συµµετρικός πραγµατικός πίνακας 2 2x . 

Ορίζουµε  

 *M G Hσ σ=  (2.1) 

όπου ο αστερίσκος σηµαίνει πράξη συνέλιξης. Gσ είναι προσέγγιση σε Gaussian 

smoothing πυρήνα 2D (κανονικός πυρήνας 2D), κανονικής απόκλισης σ κατά x και 

κατά y. Με άλλα λόγια ο Mσ είναι ένας εξοµαλυσµένος Η. Επιπλέον, το σ θα δούµε 

ότι στην πράξη είναι µεταβλητό από σηµείο σε σηµείο (οπότε η πράξη δεν είναι 

συνέλιξη µε την αυστηρή έννοια). 

Από τον πίνακα Mσ µπορούµε να περάσουµε σε υπολογισµό των χαρακτηριστικών 

υφής που ζητάµε (polarity, anisotropy, contrast). Πρώτα πρέπει να υπολογίσουµε την 

σωστή κλίµακα σ. Αυτή αντιστοιχεί στην γειτονιά γύρω από κάθε σηµείο της εικόνας, 

την οποία θα χρησιµοποιήσουµε για να εκτιµήσουµε χαρακτηριστικά υφής, όπως 

αναφέραµε και στην παράγραφο γενικά για τις υφές. 

Πρώτα πρέπει να εισάγουµε τον ορισµό του polarity. Για κάθε σηµείο ,i j της εικόνας 

έχουµε 

 
, , , ,

,
, , , ,

i j i j

i j
i j i j

p
+ −

+ −

Ε −Ε
=
Ε +Ε

 (2.2) 

όπου 

 ,
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i j i jE G J
φ

+
+

 =   (συνέλιξη 2-D) 
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φ

−
−

 =   (συνέλιξη 2-D) 
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,κάθε σηµείο (x,y) του ,i jJφ  ορίζεται  
,

, , ,
i j T

x y x y i jJ J
φ φ= ,   

,i jG είναι κανονικός πυρήνας 2D µε κανονική απόκλιση ,i jσ ,  [ ]A
+
µηδενίζει τα µη-

θετικά στοιχεία και  [ ]A
−
 µηδενίζει τα µη-αρνητικά στοιχεία πίνακα Α (θετική / 

αρνητική ανόρθωση). ,i jφ  ορίζουµε το κυρίαρχο ιδιοδιάνυσµα του στοιχείου i,j  του 

Mσ  (θυµηθείτε ότι τα στοιχεία του σΜ  είναι προϊόν συνέλιξης µε Gaussian 2D 

πυρήνα, εποµένως ζυγισµένο άθροισµα πινάκων 2 2x ). Κυρίαρχο ιδιοδιάνυσµα λέµε 
το ιδιοδιάνυσµα που αντιστοιχεί στην µεγαλύτερη ιδιοτιµή. 
Στο σχήµα 2.5 µπορούµε να δούµε ένα παράδειγµα για το πώς θα είναι η 

ιδιοδοµή ,i jH  για κάποιο pixel. Υποθέτουµε µόνο 10 γειτονικά pixel και αγνοούµε το 

βάρος που δίνεται στην καθεµία Ιακωβιανή, για απλότητα. 

 

Σχήµα 2.5. Κάθε γαλάζιος κύκλος παριστάνει µια από τις ιακωβιανές στο Gaussian 
παράθυρο. Οι ευθείες παριστάνουν τα ιδιοδιανύσµατα του ,i jH . Το µέτρο τους είναι 

ανάλογο των αντίστοιχων ιδιοτιµών. Η polarity εδώ είναι γύρω στο 0.4. 

Η polarity µεταβάλλεται συναρτήσει της κλίµακας σ, και παίρνει τιµές στο [0..1]. Ο 

τρόπος της µεταβολής µπορεί να µας δώσει πληροφορία για την γειτονιά κάθε pixel: 

• Σε ακµή: H polarity παίρνει τιµές κοντά στη µονάδα για κάθε σ, όταν το pixel 

είναι πάνω σε ακµή. 

• Σε υφή: H polarity µειώνεται όσο αυξάνει η κλίµακα σ. Αυξάνοντας το σ, 

προσµετρώνται ιακωβιανές  (στοιχεία του πίνακα ιακωβιανών J) σε διάφορες 

κατευθύνσεις, και οι κυριαρχία της µιας µόνο κατεύθυνσης συνεπώς φθίνει. 
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• Σε οµοιόµορφη περιοχή: ∆εν υπάρχει κυρίαρχη κατεύθυνση. Οι ιδιοτιµές 

παίρνουν µικρές τιµές, αφού δεν υπάρχουν ακµές. 

Οι παραπάνω παρατηρήσεις οδηγούν σε ένα τρόπο επιλογής της σωστής κλίµακας. 

Συγκεκριµένα, υπολογίζουµε την polarity για κάθε pixel στην εικόνα, και για κάθε 

κλίµακα στο εύρος 

 
1 3 5 7

{0, ,1, ,2, ,3, }
2 2 2 2

 

Κάθε ένα από αυτούς τους πίνακες polarity τους εξοµαλύνουµε µε κανονικό πυρήνα 

κανονικής απόκλισης δυο φορές όσο η αντίστοιχη κλίµακα. 

 

Σχήµα 2.6. Χαρακτηριστικά δείγµατα περιοχών σε εικόνα µε υφή.  Οι κλίµακες υφής: 
(a) σ = 1.5 (b) σ = 2.5 (c) σ = 1.5 (d) Ακµή, σ = 0 (e) Οµοιόµορφη περιοχή, σ = 0. 

(Σχήµα παρµένο από [4]) 

Οπότε έχουµε τώρα για κάθε pixel µια ακολουθία 8 τιµών polarity, έστω 7
0{ }k kp = . 

Αρχίζοντας από 0k = , επαναληπτικά ως 7k =  

επιλέγουµε σαν σωστή κλίµακα 
2

k
σ =  και σταµατάµε, όταν 1 2%k k

k

p p

p
−−
<  

Το αυθαίρετο της επιλογής να αναζητήσουµε κλίµακες µέχρι 
7

2
pixels, σηµαίνει ότι 

αυτός ο αλγόριθµος θα αποτυχαίνει για εικόνες µεγάλες ανάλυσης, όπου η σωστή 
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κλίµακα µπορεί να είναι αρκετά pixels µεγάλη. Ωστόσο δεν µπορούµε από την άλλη 

µεριά να αναζητάµε οσοδήποτε µεγάλες κλίµακες, αφού η υφή χαρακτηρίζει εξ 

ορισµού µια γειτονιά pixels. 

Οπότε έχουµε επιλέξει κλίµακα για κάθε pixel, * ( , )x yσ αφού δεν είναι πλέον σταθερή 

για όλα τα pixel. Θα ονοµάσουµε *M τον πίνακα για τον υπολογισµό του οποίου 

χρησιµοποιήσαµε τον (2.1) και την µεταβλητή τώρα κλίµακα * ( , )x yσ . Αντίστοιχα 

ορίζουµε πίνακα ιακωβιανών *J  και πίνακα εξωτερικών γινοµένων *H . 

Χρησιµοποιώντας λοιπόν τον *J για τον τύπο (2.2), υπολογίζουµε πλέον και κρατάµε 

την polarity µε τη σωστή κλίµακα. 

 

2.3.3 Anisotropy και Contrast 

 

Αυτά τα χαρακτηριστικά παράγονται εύκολα από τον πίνακα *H . Έστω 

1 2,λ λ πίνακες που τα στοιχεία τους είναι αντίστοιχα το µεγαλύτερο και το µικρότερο 

ιδιοδιάνυσµα του αντίστοιχου στοιχείου του *H . 

Τότε η anisotropy για το pixel στο ,i j ορίζεται σαν 

 
2

1
1 ij

ij
ij

a = −
λ

λ
 (2.3) 

Το anisotropy θα παίρνει µεγάλες τιµές σε γειτονιές pixel όπου επαναλαµβάνονται 

ακµές προς µία κατεύθυνση – όπως συµβαίνει στη µέση της ζέβρας, [σχήµα 2.7(α)], 

όπου µία κατακόρυφη ρίγα διαδέχεται την άλλη. Στις περιοχές όπου αλλάζει η 

κατεύθυνση που προχωρούν οι ρίγες, η anisotropy µειώνεται, αφού εκεί θα υπάρχουν 

ακµές προς πολλαπλές κατευθύνσεις.  

 Το contrast ορίζεται σαν 

 1 22ij ij ijc = +λ λ  (2.4) 

Το contrast θα παίρνει µεγάλες τιµές σε µη-οµοιόµορφες περιοχές. Σε οµοιόµορφες 

περιοχές οι διαφορές προφανώς είναι µικρές, εποµένως και οι ιδιοτιµές 1 2,λ λ και το 

contrast θα είναι µικρά. Η τετραγωνική ρίζα και ο παράγοντας 2 στον τύπο 2.4 

υπάρχουν για λόγους κανονικοποίησης. 
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Η παραπάνω παρατηρήσεις για τα anisotropy και contrast µπορούν να επιβεβαιωθούν 

στο σχήµα 2.7. 

 

Σχήµα 2.7. Χαρακτηριστικά υφής. (α) Το κανάλι L* της εικόνας προς επεξεργασία. 
Υφή φαίνεται εύκολα στο δέρµα της ζέβρας και λιγότερο στο γρασίδι. (β) Εικόνα 
polarity (γ) Εικόνα anisotropy (δ) Εικόνα  contrast. Η φωτεινότητα σε κάθε pixel 

είναι αντιστρόφως ανάλογη του µέτρου κάθε χαρακτηριστικού (Σχήµατα παρµένα από 
[4]) 

2.4. Τοπολογικά χαρακτηριστικά 

 

Είναι κοινή πρακτική να συµπεριλαµβάνονται στα χαρακτηριστικά της εικόνας, και οι 

συντεταγµένες κάθε pixel [4, 9, 14]. Αυτός είναι ένας τρόπος να βάζουµε την 

απαίτηση ότι γειτονικά στον χώρο pixels πρέπει να είναι παρόµοια, ή όπως αλλιώς θα 

λέγαµε, είναι πολύ πιθανό να ανήκουν στο ίδιο segment-τµήµα της εικόνας. (βλέπε 

κεφάλαιο 5 για περισσότερα περί segmentation). Ωστόσο, είναι σύνηθες φαινόµενο 

να οδηγούµαστε σε υπέρ-κατακερµατισµό  της εικόνας όταν χρησιµοποιούνται οι 

συντεταγµένες pixel σαν χαρακτηριστικό, όπως για παράδειγµα στο σχήµα 2.8. 
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Σχήµα 2.8. Παράδειγµα υπερκατακερµατισµού, λόγω χρήσης χαρακτηριστικών 
τοπολογίας στην 
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ΚΕΦΑΛΑΙΟ 3. ΕΚΤΙΜΗΣΗ ΠΥΚΝΟΤΗΤΑΣ 

ΠΙΘΑΝΟΤΗΤΑΣ ΜΕ ΜΕΓΙΣΤΗ 

ΠΙΘΑΝΟΦΑΝΕΙΑ 

3.1 Εισαγωγικά 

3.2 Εκτίµηση µέγιστης πιθανοφάνειας 

3.3 Μέγιστη εκ των υστέρων εκτίµηση 

3.4 Εκπαίδευση του µοντέλου 

3.5 Επιλογή του µοντέλου 

3.6 Μίξεις κανονικών κατανοµών 

3.7 Μεγιστοποιώντας πιθανοφάνεια µε EM 

3.8 Εφαρµογή του ΕΜ για µοντέλο µίξης κανονικών κατανοµών 

 

 

 

3.1. Εισαγωγικά 

 

Αυτό το κεφάλαιο είναι εµβόλιµο ανάµεσα στο κεφάλαιο για την εξαγωγή 

χαρακτηριστικών, και τους τρόπους περιγραφής εικόνας’ αυτά τα δύο τελευταία είναι 

µεταξύ τους συνέχεια το ένα του άλλου. Όµως θα πρέπει να σταθούµε για λίγο πριν 

συνεχίσουµε, και να δούµε κάποιες σηµαντικές ιδέες, που θα φανούν χρήσιµες έως 

απαραίτητες για τα επόµενα κεφάλαια. 
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3.2. Εκτίµηση µέγιστης πιθανοφάνειας 

 

Έστω συνάρτηση πυκνότητας πιθανότητας 

 

 ( ; )p x Ψ  
 

µε x την τυχαία µεταβλητή και Ψ η παράµετρος που καθορίζει ποια µορφή έχει η p. 

Για παράδειγµα, p είναι η κατανοµή Poisson και Ψ η αναµενόµενη τιµή λ. 

Υπενθυµίζουµε ότι οι απαιτήσεις για είναι µια συνάρτηση p κατανοµή πιθανότητας, 

είναι όταν αυτή ορίζεται σε διακριτό δειγµατικό χώρο Ω: 

• 0 ( ) 1p x≤ ≤ , x∀ ∈Ω  

• ( ) 1
x

p x
∈Ω

=∑  

Και όταν ορίζεται σε συνεχή δειγµατικό χώρο Ω: 

• ( ) 0p x ≥ , x∀ ∈Ω  

• ( ) 1
x

p x dx
∈Ω

=∫  

Παρακάτω τα αποτελέσµατα που δίνουµε είναι γενικά, είτε για τη συνεχή είτε για τη 

διακριτή περίπτωση. Αν χρειαστεί να είµαστε πιο ειδικοί, θα το δηλώσουµε ρητά. 

Έστω τώρα ότι παράγονται n δείγµατα από την κατανοµή p. ∆ηλαδή η πιθανότητα 

εµφάνισης τους είναι 

 1 2( , ,..., ; )Np x x x Ψ  

ή για συντοµία γράφουµε 

 ( ; )p X Ψ  (3.1) 

µε 1 2[ , ,..., ]NX x x x= . 

Την ( ; )p X Ψ θα µπορούσαµε να την υπολογίσουµε αν ξέρουµε την ακριβή µορφή 

της κατανοµής της πηγής πληροφορίας’ µε άλλα λόγια αν ξέραµε την παράµετρο Ψ.  

Αυτό που µπορούµε να κάνουµε, είναι να µαντέψουµε ότι η πραγµατική τιµή του Ψ 

πρέπει να είναι αυτή για την οποία η πιθανότητα εµφάνισης των δεδοµένων µας είναι 

η καλύτερη, δηλαδή η µέγιστη. Πιο ακριβές µάλλον θα ήταν να πούµε ότι αυτή θα 

είναι η πιθανότερη να είναι η πραγµατική τιµή του Ψ. 

Αυτή η εκτίµηση λέγεται εκτίµηση Μέγιστης Πιθανοφάνειας, ή Maximum 

Likelihood Estimate (ML estimate, MLE), και ορίζεται σαν 
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^

arg max ( ; )MLE p
Ψ

Ψ Χ Ψ≜  

Για να τονίσουµε το γεγονός ότι η µεγιστοποιητέα µεταβλητή είναι η Ψ, ενώ το X 

είναι κάποια συγκεκριµένα δεδοµένα, γράφουµε ισοδύναµα 
^

arg max ( ; )MLE L X
Ψ

Ψ = Ψ  

µε ( ; ) ( ; )L X p XΨ Ψ≜ , ή ακόµα παραλείποντας τα δεδοµένα X από τον τύπο του L, 

τα οποία υπονοούνται. ∆ηλαδή ( ) ( ; )L p XΨ Ψ≜ . Πολλές φορές επίσης βολεύει να 

µεγιστοποιήσουµε την log ( ; )p X Ψ  ισοδύναµα (αφού η log είναι γνησίως αύξουσα). 

Οπότε γράφουµε ολοκληρωµένα  

 
^

arg max ( ; ) arg max log ( ; ) arg max ( )MLE p X p X L
Ψ Ψ Ψ

Ψ Ψ = Ψ = Ψ≜  (3.2) 

και τελικά κρατάµε για ην συνάρτηση L τον ορισµό 

 

 ( ) log ( ; )L p XΨ Ψ≜  (3.3) 
 

Η συνάρτηση L ονοµάζεται likelihood (πιθανοφάνεια) ή log-likelihood. Για τη 

συνέχεια αυτής της εργασίας θα χρησιµοποιούµε τον ορισµό (3.3), και σε αυτόν θα 

αναφερόµαστε είτε µε τον ένα είτε τον άλλο όρο, προς αποφυγή σύγχυσης. 

Όσο για την παράµετρο Ψ, είναι σαφές ότι δεν είναι ανάγκη να είναι πάντα ένα µόνο 

βαθµωτό µέγεθος. Γενικά θα θεωρούµε µε Ψ ένα πεπερασµένο σύνολο παραµέτρων 

1 2[ , ,..., ]mψ ψ ψ . 

 

 

 

3.3. Μέγιστη εκ των υστέρων εκτίµηση 

 

Το σύνολο παραµέτρων Ψ µπορεί εναλλακτικά να αντιµετωπιστεί σαν τυχαία 

µεταβλητή και αυτό, δηλαδή να υπάρχει κάποια έκφραση ( )p Ψ . Τότε εφαρµόζοντας 

το νόµο του Bayes, µπορούµε να υπολογίσουµε την µορφή ( | )p XΨ : 

 
( | ) ( )

( | )
( )

p X p
p X

p X

Ψ Ψ
Ψ =  (3.4) 
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Η έκφραση ( )p Ψ ονοµάζεται και prior  density ή πρότερη πυκνότητα της Ψ, 

εκφράζοντας έτσι την πληροφορία που έχουµε για την Ψ χωρίς (ή «πριν») να έχουµε 

γνώση των δεδοµένων Χ. Η έκφραση ( | )p XΨ  ονοµάζεται συµµετρικά, posterior 

density ή ύστερη πυκνότητα της Ψ, δηλαδή η πληροφορία που έχουµε για την Ψ µε (ή 

«ύστερα από») γνώση των X. 

Αυτό που µας λέει η ( | )p XψΨ = , είναι: «δεδοµένου του X, η ψ έχει τόση 

πιθανότητα να είναι η πραγµατική τιµή της παραµέτρου». Οπότε θα ήταν λογικό να 

εκτιµήσουµε την Ψ σαν 

 
^

arg max ( | )MAP p X
Ψ

Ψ Ψ≜  

Κάνοντας χρήση του τύπου (3.4), απορρίπτοντας τον ανεξάρτητο από το Ψ όρο 

( )p X  και λογαριθµίζοντας, έχουµε ισοδύναµα  

 
^

arg max{log ( | ) log ( )}MAP p X p
Ψ

Ψ Ψ + Ψ≜  (3.4) 

 

Αυτή η εκτίµηση ονοµάζεται εκτίµηση εκ των υστέρων ή Maximum A-Posteriori 

estimate (MAP estimate). 

Βλέπουµε ότι ο τύπος που παίρνουµε είναι ανάλογος του τύπου για την µέγιστη 

πιθανοφάνεια, (3.2). Στον (3.4) η Ψ είναι τυχαία µεταβλητή και υπάρχει και ο 

επιπλέον όρος log ( )p Ψ . Αυτός ο όρος λειτουργεί σαν όρος ποινής, αφού για εκ των 

προτέρων πιθανά Ψ ( ( )p Ψ → +∞ ) συνεισφέρει θετικά, ενώ για εκ των προτέρων 

απίθανα Ψ ( ( ) 0p Ψ → ) συνεισφέρει αρνητικά. Σε αναλογία µε την εκτίµηση 

µέγιστης πιθανοφάνειας, µπορούµε να ονοµάσουµε τον όρο log ( | )p X Ψ  

πιθανοφάνεια, επίσης [10]. 

Στην περίπτωση που δεν έχουµε καµµία πρότερη γνώση για το Ψ,  απορρίπτουµε και 

τον όρο log ( )p Ψ , αφού θα είναι σταθερός για όλες τις δυνατές τιµές του Ψ. Οπότε η 

εκτίµηση που παίρνουµε είναι arg max log ( | )p X
Ψ

Ψ , που συµπίπτει µε την εκτίµηση 

µέγιστης πιθανοφάνειας. 

Εποµένως, εάν έχουµε εκ των προτέρων γνώση για τις εκτιµητέες παραµέτρους, 

µπορούµε και καλύτερο είναι να χρησιµοποιήσουµε τον MAP εκτιµητή. Βεβαίως 

αυτό όταν η prior ( )p Ψ που διαθέτουµε είναι όντως σωστή και δεν κάνουµε λάθος 
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υποθέσεις για την µορφή της! Σε ένα τέτοιο ενδεχόµενο µιας κακής prior, τα 

αποτελέσµατα µπορεί να είναι καταστροφικά, δίνοντας εξίσου κακή εκτίµηση.  

 

 

 

3.4. Εκπαίδευση του µοντέλου 

 

Έστω λοιπόν έχουµε σύνολο δεδοµένων Χ. Κάνουµε την υπόθεση ότι αυτά 

παράγονται από πηγή οι οποία γεννάει δεδοµένα, των οποίων η εµφάνιση ακολουθεί 

κάποια πυκνότητα πιθανότητας ( ; )p X Ψ . Η διαδικασία ακριβώς της εκτίµησης των 

παραµέτρων µιας πυκνότητας πιθανότητας (στο εξής pdf), δοθέντος συνόλου 

δεδοµένων X, λέγεται εκπαίδευση του µοντέλου. Με τον όρο µοντέλο εννοούµε την 

γενική µορφή της pdf που έχουµε, χωρίς δηλαδή να συγκεκριµενοποιήσουµε τις 

παραµέτρους. Αν ας πούµε 

 ( ; )
!

x

p x e
x

λ λλ −= , x∈ℝ  

έχουµε να κάνουµε µοντέλο Poisson. Σε αυτή την περίπτωση δηλαδή έχουµε ένα 

µόνο δεδοµένο, την βαθµωτή τιµή x. 

Πριν προχωρήσουµε, να κάνουµε κάποιες διευκρινίσεις. Στις µεθόδους που θα 

παρουσιαστούν στα επόµενα κεφάλαια της εργασίας, δηλαδή τις εφαρµογές στην 

ανάκτηση εικόνας, δεν υποθέτουµε καµµία πρότερη γνώση (prior) για τις 

παραµέτρους προς εκτίµηση. Φυσικά αυτό δεν σηµαίνει ότι δεν µπορούµε στην 

πράξη να κάνουµε τέτοιες υποθέσεις, π.χ. [12]. Οπότε λέγοντας εκτίµηση 

παραµέτρων, θα υπονοούµε εκτίµηση µέγιστης πιθανοφάνειας, που είδαµε στην 

παράγραφο 3.2.  

Η δεύτερη διευκρίνιση αφορά σε µια υπόθεση που κάνουµε για τα δεδοµένα. Κατά 

κανόνα υποθέτουµε ότι τα δεδοµένα που έχουµε 

• είναι στοχαστικά ανεξάρτητα το ένα από το άλλο. (independent) ∆ηλαδή αν 

γνωρίζουµε την τιµή του ενός από τα δεδοµένα, δεν κερδίζουµε κάποια 

παραπάνω γνώση για το ποιες θα πρέπει να είναι οι τιµές των υπόλοιπων 

δεδοµένων (αυτό µπορεί να φανεί κάπως αντιφατικό µε τα προηγούµενα, 
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αφού πάντα υποθέταµε ότι είναι γνωστό από την ‘αρχή’ ένα ολόκληρο data 

set. Ας φανταστούµε εδώ την περίπτωση να έχουµε σειριακή άφιξη των 

δεδοµένων, δηλαδή να λαµβάνουµε γνώση των δεδοµένων το ένα µετά το 

άλλο.) 

• ακολουθούν όλα την ίδια πυκνότητα πιθανότητας. (identically distributed). 

Λέµε µε άλλα λόγια ότι είναι ανεξάρτητα, οµοίως κατανεµηµένα (independent, 

identically distributed) ή πιο σύντοµα iid . Άλλες φορές πράγµατι ισχύει µια τέτοια 

υπόθεση, όπως στην περίπτωση ρίψεων του ίδιου νοµίσµατος (δοκιµές Bernoulli). 

Άλλες φορές δεν ισχύει απόλυτα, ή δεν είµαστε σίγουροι αν ισχύει. Όπως και να έχει, 

κάνοντας iid υπόθεση διευκολύνεται η διαδικασία της εκτίµησης, και αυτός είναι ο 

λόγος που την κάνουµε. 

Ξαναγυρνάµε στο µοντέλο Poisson για ένα ακόµα παράδειγµα. Έστω τώρα data set 

1 2[ , ,..., ]nX x x x= , µε , [1, ]ix i n∈ ∀ ∈ℝ , και iid µε ~ ( )ix Poissonλ .Τότε 

 1 2
1

( ; ) ( , ,..., ; ) ( ; )
n

n i
i

p X p x x x p xλ λ λ
=

= =∏   (3.5) 

και πιο αναλυτικά 

 
1 1

( ; )
! !

i ix xn n
n

i ii i

p X e e
x x

λ λλ λ
λ − −

= =

= =∏ ∏  

Παίρνουµε τώρα λογαρίθµους, µεγιστοποιούµε ως προς λ µηδενίζοντας την πρώτη 

παράγωγο, και έχουµε την εκτίµηση µέγιστης πιθανοφάνειας 

 
^

1

1 n

MLE i
i

x
n

λ
=

= ∑  

 

 

 

3.5. Επιλογή του µοντέλου 

 

3.5.1 Επιλογή του µοντέλου, (α) 
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Μιλήσαµε για εκτίµηση παραµέτρων ενός µοντέλου, όµως αποσιωπήσαµε τον τρόπο 

µε τον οποίο επιλέγουµε να χρησιµοποιήσουµε το ένα ή το άλλο µοντέλο.  

Στην πράξη, όταν έχουµε ένα πρόβληµα εκτίµησης πυκνότητας, δεν µας είναι µόνο 

γνωστό ένα σύνολο δεδοµένων X, αλλά έχουµε και κάποια πληροφορία για το είδος 

της πηγής των δεδοµένων. Επιπλέον, στατιστικές παρατηρήσεις µας βοηθάνε να 

ξέρουµε ποιο µοντέλο ταιριάζει να χρησιµοποιηθεί για το εκάστοτε φαινόµενο. 

Μερικά παραδείγµατα ακολουθούν: 

• Ρίψεις νοµίσµατος. Ο αριθµός ρίψεων δύο ζαριών, µέχρι την πρώτη φορά που 

θα φέρουµε εξάρες, ακολουθεί Γεωµετρική κατανοµή. 

• Αποσύνθεση ραδιενεργούς υλικού. Ένα ραδιενεργό υλικό εκπέµπει σωµάτια 

άλφα. Ο αριθµός των σωµατίων άλφα που φθάνουν σε συγκεκριµένο σηµείο 

του χώρου µέσα σε χρόνο t, ακολουθεί κατανοµή Poisson. (Αυτό ισχύει για 

µικρά περιθώρια χρόνου, αφού µακροπρόθεσµα η πυκνότητα των άλφα 

σωµατίων θα φθίνει). [13, vol. I] 

• Αφίξεις δεδοµένων σε server. Ο αριθµός πακέτων που λαµβάνει ένας server σε 

σταθερά χρονικά διαστήµατα, ακολουθεί κατανοµή Poisson. 

• Βοµβαρδισµός του Λονδίνου. Τα τελευταία χρόνια του Β’ Παγκοσµίου 

πολέµου, το Λονδίνο δεχόταν βοµβαρδισµούς από γερµανικές ρουκέτες V-1. 

Ο αριθµός ρουκετών που έπεσαν σε µια τυχαία περιοχή σταθερού εµβαδού, αν 

χωρίσουµε την πόλη σε Ν ίσες περιοχές, ακολουθεί κατανοµή Poisson2. [13, 

vol. I] 

• Πυρηνική Φυσική. Ο τρόπος που κατανέµεται ο αριθµός ενός συνόλου 

σωµατιδίων σε ένα πλήθος ενεργειακών καταστάσεων, ακολουθούν 

κατανοµές Bose-Einstein ή Fermi-Dirac, αναλόγως το είδος των σωµατιδίων. 

Π.χ. τα φωτόνια ακολουθούν Bose-Einstein, τα ηλεκτρόνια ακολουθούν 

Fermi-Dirac. [13, vol. I]. 

• Ανακατασκευή τοµογραφίας. Ο αριθµός των σωµατιδίων που λαµβάνονται από 

ένα ανιχνευτή που σαρώνει το σώµα ασθενούς, κατά τοµογραφία PET 

(Positron Emission Tomography) ή SPECT (Single Photon Emission 

                                                 
2 Ειρήσθω εν παρόδω, αυτό είναι ένδειξη ότι δεν επλήγησαν συγκεκριµένες µόνο 

περιοχές ‘στρατηγικής σηµασίας’ στο Λονδίνο, αλλά ολόκληρη η πόλη οµοιογενώς. 
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Computerized Tomography), µοντελοποιείται σαν άθροισµα Poisson. [10] 

(λεγόµενη σύνθετη ή compound Poisson) 

• Θεωρία θορύβου. Ο θόρυβος σε ένα σήµα, συχνά µοντελοποιείται µε Gaussian 

(κανονική) κατανοµή. 

• Άθροισµα τυχαίων µεταβλητών. Σύµφωνα µε το κεντρικό οριακό θεώρηµα, το 

άθροισµα τυχαίων µεταβλητών θα τείνει να κατανέµεται (υπό συνθήκες) µε 

Gaussian κατανοµή, όσο αυξάνεται ο αριθµός των µεταβλητών που 

προστίθενται [13, vol. II]. Εποµένως στην πράξη ένα πεπερασµένο άθροισµα 

αρκετά µεγάλου αριθµού τυχαίων µεταβλητών, µπορεί να µοντελοποιείται 

σαν Gaussian. 

Αυτά τα παραδείγµατα θα πρέπει να είναι αρκετά.  

 

 

 

3.5.2 Επιλογή του µοντέλου, (β) 

 

Τι γίνεται όµως όταν δεν έχουµε τόσο στέρεα αντίληψη για την µορφή του µοντέλου; 

Το µόνο σίγουρο είναι ότι δεν υπάρχει κάποιο µοντέλο που να είναι η καλύτερη 

επιλογή – πανάκεια, εκ των προτέρων για κάθε data set. Ένας τρόπος σκέψης θα ήταν 

να βρούµε µοντέλο τέτοιο, ώστε η µέγιστη πιθανοφάνεια να είναι µεγαλύτερη από τη 

µέγιστη πιθανοφάνεια κάθε άλλου µοντέλου (µιλώντας πάντα για το ίδιο data set).  

Στην πραγµατικότητα υπάρχει πάντα µοντέλο για το οποίο να µπορεί να αυξάνεται η 

πιθανοφάνεια απεριόριστα. Ένα τέτοιο µοντέλο είναι το παρακάτω: 

 
1

( ; , , ) ( , )
N

i i
i

p X Normalπ µ
=

Σ = Σ∑π µ   (3.6) 

για 1 2[ , ,..., ]Nx x xΧ =  µε d
ix ∈ℝ , το οποίο είναι µια µορφή µίξης κανονικών 

κατανοµών [11]. Αυτές θα τις δούµε πιο αναλυτικά σε επόµενη παράγραφο, από όπου 

θα δανειστούµε και κάποια ορολογία.  

Παρατηρούµε στον (3.6) ότι έχουµε τόσους αθροιστέους όσους και δεδοµένα, 
και ότι οι µήτρες συµµεταβλητότητας Σ είναι όλες ίσες. Τώρα, αν θέσουµε  

 i ixµ =  , 1,i N iπ −= ∀  και ,Iε ε +Σ = ∈ℝ  

η πιθανοφάνεια θα είναι 
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1 1
2 2 2

1

1
log (2 ) log .

dN

i

L const
N

π
− − −

=

= Σ = Σ +∑  

οπότε απορρίπτοντας τους σταθερούς όρους, τελικά έχουµε να µεγιστοποιήσουµε 

 
1

log
2

L ε= −  

Εύκολα βλέπουµε ότι για 0ε → , θα έχουµε L →+∞ . 

Για µια οπτικοποίηση αυτού του αποτελέσµατος, θεωρήστε data set βαθµωτών 

πραγµατικών (d = 1), X = [0, 1, 2, 5, 5, 7.8, 7.9, 8, 8.1,  10, 10, 15, 30], και 0.2ε = . Η 

πυκνότητα πιθανότητας (3.6) µε εκτίµηση µέγιστης πιθανοφάνειας δίνεται στο σχήµα 

3.1. 

 

Σχήµα 3.1.  ‘Εκφυλισµένο’ ταίριασµα σε δεδοµένα. 

 

 

 

 



 

 

32 

3.5.3 Επιλογή του µοντέλου, (γ): Ικανότητα γενίκευσης 

 

Πράγµατι πετύχαµε µε το προηγούµενο µοντέλο ένα εξαιρετικό ταίριασµα στα 

δεδοµένα. Η πιθανοφάνεια είναι ένας δείκτης για την ποιότητα του ταιριάσµατος, την 

οποία µπορέσαµε να αυξήσουµε οσοδήποτε. 

∆υστυχώς όµως, το ταίριασµα του σχήµατος 3.1 είναι ένα ταίριασµα σε ένα 

συγκεκριµένο σύνολο δεδοµένων – είναι υπερβολικά καλό!(λεγόµενη περίπτωση 

“overfitting”) Στην πραγµατικότητα χρειαζόµαστε κάτι παραπάνω, το ταίριασµα να 

είναι καλό και για περαιτέρω άγνωστα δεδοµένα. Η πυκνότητα που εκτιµήσαµε και 

φαίνεται στο σχήµα 3.1,  ουσιαστικά µας λέει: «Κάθε datum που είναι ως τώρα 

γνωστό ότι παράχθηκε από την πηγή δεδοµένων, έχει πιθανότητα να παράγεται. Κάθε 

άλλο datum είναι αδύνατον (ή τουλάχιστον εξαιρετικά απίθανο) να παραχθεί.». 

Βέβαια αυτή είναι η ακραία περίπτωση µηδενικής γενίκευσης, αλλά το παράδειγµα 

είναι πιστεύουµε παραστατικό. 

Σε ένα πραγµατικό σενάριο όπου τα δεδοµένα αντιστοιχούν σε φυσικά µεγέθη, κατά 

κανόνα µια τέτοια εκτίµηση δεν είναι επιθυµητή. Χρειαζόµαστε αντίθετα ένα 

µοντέλο που να µας δίνει εκτίµηση πυκνότητας µε ικανότητα γενίκευσης όπως λέγεται 

[3]. Οπότε ικανότητα γενίκευσης, λέγεται η ικανότητα ενός µοντέλου να δίνει καλό 

ταίριασµα για τα άγνωστα δεδοµένα. Μπορούµε να πούµε ότι η γενίκευση θα ήταν 

ανάλογη µε την µέγιστη πιθανοφάνεια σε ένα σενάριο όπου µπορούµε να έχουµε 

αριθµό δεδοµένων οσοδήποτε µεγάλο, κάτι που βέβαια δεν ισχύει στην πράξη. 

 

 

 

3.5.4 Επιλογή του µοντέλου (δ): Κριτήρια επιλογής µοντέλου 

 

Μία παράµετρος που σχετίζεται µε την ικανότητα γενίκευσης είναι ο αριθµός των 

ελεύθερων µεταβλητών σε ένα µοντέλο. Αριθµό ελεύθερων µεταβλητών εννοούµε 

τον αριθµό των ανεξάρτητων βαθµωτών παραµέτρων σε ένα µοντέλο’ για 

παράδειγµα, το µοντέλο Poisson της (3.5) έχει µία ελεύθερη µεταβλητή, την λ. Το 

µοντέλο της (3.6) έχει N ελεύθερες µεταβλητές για τα iπ , Ν για τα iµ , και 
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( 1)

2

d d+
για την µήτρα Σ (είναι συµµετρική), σύνολο 

( 1)
2

2

d d
N

+
+ , κ.ο.κ. Κατά 

κανόνα, όσο αυξάνονται οι ελεύθερες µεταβλητές, τόσο πιο πολύ µειώνεται η 

ικανότητα γενίκευσης, αφού µοντέλα µε πολλές παραµέτρους τείνουν να 

υπερταιριάζουν (overfit) στα δεδοµένα. 

Θέλουµε λοιπόν ένα κριτήριο µε το οποίο να επιλέξουµε ένα βέλτιστο µοντέλο από 

ένα πλήθος µοντέλων, που να µας δίνει όσο το δυνατόν καλύτερο άνω όριο 

πιθανοφάνειας και όσο το δυνατόν καλύτερη ικανότητα γενίκευσης. Για να 

απλοποιήσουµε το πρόβληµα περιορίζουµε το πρόβληµα στην επιλογή από 

πεπερασµένο πλήθος µοντέλων (εκ των προτέρων γνωστών).  

Η πρώτη προσέγγιση είναι να επιλέξουµε το µοντέλο όχι που δίνει την µεγαλύτερη 

µέγιστη πιθανοφάνεια, αλλά που µεγιστοποιεί 

 Likelihood p−  
όπου p ο αριθµός των ελεύθερων µεταβλητών. Αυτό το κριτήριο ονοµάζεται “An 

Information Criterion” (AIC) [11, 14]. Ο αριθµός ελεύθερων µεταβλητών δηλαδή 

γίνεται άµεσα όρος ποινής. Ωστόσο, το AIC κριτήριο δεν περιέχει όρο ποινής σχετικό 

µε το πλήθος δεδοµένων. Αυτό είναι αρνητικό αφού οι τιµές που παίρνει η 

πιθανοφάνεια εξαρτώνται από το πλήθος των δεδοµένων (γενικά θα παίρνει 

µεγαλύτερες τιµές όσο αυξάνονται τα δεδοµένα), και ο όρος ποινής p όχι. 

Ένα κριτήριο που ικανοποιεί αυτή την απαίτηση είναι ο Minimum Descriptor Length 

Principle (MDL) [4, 9, 11, 14]. Με αυτό ζητάµε να µεγιστοποιήσουµε 

 log
2

p
Likelihood N−  

όπου Ν ο αριθµός των δεδοµένων. Αυτό το κριτήριο θα χρησιµοποιήσουµε και 

παρακάτω στην παρούσα εργασία, όταν θα χρειαστεί να επιλέξουµε το βέλτιστο από 

µια οικογένεια µοντέλων. 

Πιο φορµαλιστικά λοιπόν, έστω σύνολο γνωστών δεδοµένων X, σύνολο παραµέτρων, 

οικογένεια µοντέλων 1 2[ , ,..., ]k∆ = Μ Μ Μ , και iθ  η εκτίµηση µέγιστης 

πιθανοφάνειας για το µοντέλο iM . ip  ο αριθµός ελεύθερων µεταβλητών του 

µοντέλου iM , και iL  η συνάρτηση πιθανοφάνειας για το µοντέλο iM . Σύµφωνα µε το 

κριτήριο MDL, επιλέγουµε το µοντέλο Mξ µε ξ να δίνεται από 

 arg max{ ( ) log }
2

i
i i

i

p
L Nξ θ= −   (3.7) 
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Βεβαίως αυτά δεν είναι τα µοναδικά κριτήρια επιλογής που µπορούν να 

χρησιµοποιηθούν. Για µια ανασκόπηση, και εφαρµογή ειδικά σε οικογένειες µικτών 

µοντέλων (που θα δούµε παρακάτω), βλέπε [11]. 

 

 

 

3.6. Μίξεις κανονικών κατανοµών 

3.6.1 Γενικά. Μίξεις κατανοµών, µίξεις κανονικών κατανοµών. 

 

Μοντέλο µίξης κατανοµών (Finite mixture model) λέγεται η πυκνότητα πιθανότητας 

της µορφής 

 
1

( ; ) ( ; )
K

i i
i

p x f xπ θ
=

=∑Ψ   (3.8) 

όπου f πυκνότητα πιθανότητας µε παράµετρο iΨ , Κ σταθερός θετικός ακέραιος, Ψ 

σύνολο των παραµέτρων, [ ]1 2, ,..., KΨ = Ψ Ψ Ψ , µε κάθε [ , ]i i iπ θΨ = . Κάθε iπ  

παίρνει τιµές στο [0,1] , και ισχύει πάντα 
1

1
K

i
i

π
=

=∑ . Κάθε ( ; )if x Ψ την ονοµάζουµε 

πυρήνα ή συνιστώσα του µοντέλου. Το αντίστοιχο iπ  το ονοµάζουµε εκ των 

προτέρων πιθανότητα ή βάρος του πυρήνα. Εύκολα φαίνεται ότι η µορφή (3.8) πληροί 

τις προϋποθέσεις για να είναι πυκνότητα πιθανότητας. 
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Σχήµα 3.2: Νέφη (clusters) δεδοµένων στον 2
ℝ . Κάθε κύκλος παριστά ένα datum. 

Ένα τέτοιο µοντέλο χρησιµοποιείται περισσότερο σε περιπτώσεις όπου έχουµε να 

µοντελοποιήσουµε δεδοµένα που σχηµατίζουν µεταξύ τους ένα πλήθος ετερογενών 

οµάδων ή όπως αναφέρονται συνήθως στην βιβλιογραφία (π.χ. [3]), clusters. Στο 

σχήµα 3.2 µπορούµε να δούµε σαν παράδειγµα, δεδοµένα που σχηµατίζουν 3 clusters 

(ή ίσως 4 ή 5, θα µπορούσε να πει κάποιος τρίτος παρατηρητής. Αυτό είναι 

ενδεικτικό της ασάφειας σχετικά µε την έννοια του cluster). Η πηγή µιας τέτοιας 

ετερογένειας στην πράξη, ποικίλει, και εξαρτάται βέβαια από την φυσική ερµηνεία 

των δεδοµένων. Αν τα δεδοµένα που έχουµε µετρούσανε κάποιο βιολογικό-ιατρικό 

χαρακτηριστικό, ο λόγος της ετερογένειας θα µπορούσε να είναι το φύλο, το είδος, η 

ηλικία, κ.ο.κ. Αν είχαµε χρώµατα pixels µιας εικόνας, θα ήταν ο αριθµός των κυρίως 

εµφανιζόµενων χρωµάτων στην εικόνα (περισσότερα σχετικά µε αυτή την περίπτωση 

θα δούµε αργότερα).  

Η περίπτωση όπου οι πυρήνες f είναι κανονικές κατανοµές είναι µια από τις πιο 

σηµαντικές. Μίξη κανονικών κατανοµών (Gaussian Mixture model, GMM) λέγεται η 

πυκνότητα πιθανότητας της µορφής 
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1/ 2/ 2 1

1 1

1
( ; , , ) ( , ) (2 ) exp ( ) ( )

2

K K
d T

i i i i i i i i
i i

p x Normal x xπ µ π π µ µ
−− −

= =

 Σ = Σ − − Σ − 
 

∑ ∑π µ Σ ≜

 (3.9) 
 

όπου d η διάσταση της τυχαίας µεταβλητής x, K σταθερός θετικός ακέραιος. Κάθε iµ  

είναι πραγµατικό διάνυσµα dx1 και κάθε iΣ  πραγµατικός συµµετρικός πίνακας 

συµµεταβλητότητας, dxd. 

Εν γένει σε προβλήµατα εκτίµησης πυκνότητας βολεύει για διάφορους λόγους να 

χρησιµοποιούµε κανονικές κατανοµές στην θέση των πυρήνων. Μερικοί από αυτούς 

είναι: 

• Απλές αναλυτικές ιδιότητες, όπως ότι κάθε ροπή µπορεί να οριστεί 

συναρτήσει του µέσου της και της µήτρας συµµεταβλητότητας. 

• Σύµφωνα µε το κεντρικό οριακό θεώρηµα, το άθροισµα πλήθους τυχαίων 

µεταβλητών τείνει να κατανέµεται κανονικά, όσο το πλήθος αυξάνεται (υπό 

συγκεκριµένες συνθήκες, βλέπε π.χ. [13, vol. II]). 

• Μετά από γραµµικό µετασχηµατισµό, η κατανοµή παραµένει κανονική. 

• Οι πυκνότητες περιθωρίου και υπό συνθήκη, είναι πάλι κανονικές (µε 

διαφορετικές παραµέτρους).∆ηλαδή 

 ( , ) ~ ~ , ~x y Normal x Normal y Normal⇒  
  και 

 ( , ) ~ | ~ , | ~x y Normal x y Normal y x Normal⇒  
 όπου x,y τυχαίες µεταβλητές που παίρνουν τιµές στον ℝ . 

• Υπάρχει γραµµικός µετασχηµατισµός που διαγωνιοποιεί την µήτρα 

συµµεταβλητότητας (whitening transform). Έτσι οι µετασχηµατισµένες 

τυχαίες µεταβλητές είναι στοχαστικά ανεξάρτητες, απλοποιώντας τον τύπο 

της κανονικής κατανοµής, 

• Η κανονική κατανοµή είναι η κατανοµή µε την µέγιστη εντροπία, δοθέντων 

κάποιου µέσου και µήτρας συµµεταβλητότητας. 

Μπορούµε να δούµε στο σχήµα 3.3 µια διµεταβλητή κανονική κατανοµή, που 

περιγράφεται από [ ]( 10 10 , )
T

N I  (η µήτρα συµµεταβλητότητας είναι διαγώνια, και 

οι µεταβλητές είναι ανεξάρτητες), και µια µίξη µονοµεταβλητών κανονικών 

κατανοµών, που περιγράφεται από 
1 1 1

( 3,1) (0,1) (4,4)
4 2 4

N N N− + + .  
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Γενικά κάθε πυρήνας αντιστοιχεί σε ένα µέγιστο ή ‘καµπούρα’ στο γράφηµα 

της κατανοµής, χωρίς αυτό να είναι απόλυτο: π.χ. 
2 1

(0,2) (0,1)
3 3

N N+  ή 

3 1
(0,1) (1,1)

4 4
N N+ , που έχουν µόνο µία ‘καµπούρα’ 

Το µοντέλο µίξης κανονικών κατανοµών έχει χρησιµοποιηθεί ευρέως για εκτίµηση 

πυκνότητας. Μερικές από τις εφαρµογές του συµπεριλαµβάνουν δεδοµένα από 

γενετική και ιατρική µέχρι αστρονοµία και επεξεργασία εικόνας. Βλέπε [11] για µια 

εκτενή καταγραφή. 

Παρακάτω θα ξαναδούµε κάποια πράγµατα σχετικά µε την εκτίµηση µέγιστης 

πιθανοφάνειας, και πως µπορούµε να την βρούµε για ένα τόσο περίπλοκο µοντέλο 

όσο το µοντέλο µίξης κατανοµών. 

 

 

 

3.7. Μεγιστοποιώντας πιθανοφάνεια µε EM 

 

3.7.1 Ένα πρόβληµα βελτιστοποίησης. 

 

Είδαµε ότι η εκτίµηση µέγιστης πιθανοφάνειας απαιτεί να µεγιστοποιήσουµε µια 

έκφραση ( )L Ψ . Αυτό όµως µπορεί να είναι από τετριµµένο, έως εξαιρετικά 

δύσκολο. Η απλή περίπτωση είναι η πιθανοφάνεια L να εξαρτάται από µία βαθµωτή 

παράµετρο, να είναι παντού συνεχής και δις παραγωγίσιµη, και η πρώτη παράγωγος 

της να έχει ρίζες που µπορούν να βρεθούν µε κλειστό τύπο. Αυτό συνέβη µε το 

παράδειγµα µοντέλου Poisson, που είδαµε στην παράγραφο 3.4. Όταν τα πράγµατα 

δεν είναι τόσο απλά, πρέπει να καταφύγουµε σε πιο προχωρηµένες µεθόδους 

βελτιστοποίησης.  
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(α) 

(β) 

Σχήµα 3.3: (α) ∆ιµεταβλητή κανονική κατανοµή. (β) Μίξη µονοµεταβλητών 
κανονικών κατανοµών. 

Αναφορικά µόνο να πούµε ότι µερικές από τις πιο γενικές και πιο επιτυχηµένες είναι 

οι Nelder-Mead, Newton-Raphson (απαιτεί ύπαρξη δεύτερων παραγώγων), steepest 
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descent (απαιτεί ύπαρξη πρώτων παραγώγων), µέθοδοι Conjugate Gradients και 

Quasi-Newton όπως BFGS (απαιτεί ύπαρξη πρώτων παραγώγων) που είναι ίσως η 

πιο δηµοφιλής [15]. Αυτές οι αριθµητικές µέθοδοι λειτουργούν διορθώνοντας 

επαναληπτικά µια αρχική εκτίµηση της λύσης, µέχρι αυτή να φτάσει αρκετά κοντά 

στην πραγµατική λύση.  

Υπάρχουν ωστόσο άλλες πιο ειδικές µέθοδοι που µπορούν να εφαρµοστούν όταν 

πληρούνται κάποιες πιο εξεζητηµένες (εννοώντας σε σχέση µε φερ’ ειπείν την 

απαίτηση για ύπαρξη παραγώγων) προϋποθέσεις από την αντικειµενική συνάρτηση 

(όπως λέγεται σε ορολογία βελτιστοποίησης η συνάρτηση που θέλουµε να 

ελαχιστοποιήσουµε ή να µεγιστοποιήσουµε). Τέτοιος είναι ο αλγόριθµος MM [16]. 

Περισσότερο µας ενδιαφέρει η έκδοση του MM όταν θέλουµε να βελτιστοποιήσουµε 

συνάρτηση πιθανοφάνειας, που είναι ο αλγόριθµος EM [10, 11, 3, 14, 16]. Τον MM 

και τον EM ο οποίος µας ενδιαφέρει προφανώς περισσότερο, θα τους δούµε στη 

συνέχεια. 

3.7.2 Ο αλγόριθµος MM. 

3.7.2.1 Γενικά 

 

Ο ΜΜ, όπως και ο ΕΜ, δεν είναι τόσο αλγόριθµοι στην πραγµατικότητα, όσο γενικές 

µεθοδολογίες για βελτιστοποίηση συναρτήσεων. Πρώτα θα δούµε τον ΜΜ, που είναι 

πιο γενικός.  

Τα αρχικά ‘MM’ έχουν διπλή σηµασία. Σηµαίνουν είτε ‘Majorization-Minimization’, 

είτε ‘Minorization-Maximization’ αναλόγως αν θέλουµε να βρούµε ελάχιστα ή 

µέγιστα. Κεντρικό ρόλο στην µέθοδο έχει η έννοια της Majorant (ή Majorizing) και 

της Minorant (ή Minorizing) συνάρτησης.  

Μια συνάρτηση ( ; )kg x x  λέγεται majorant µιας συνάρτησης ( )f x όταν ισχύουν, για 

οποιαδήποτε τιµή της παραµέτρου kx  στο πεδίο ορισµού της f:: 

• ( ) ( ; )k k kf x g x x=  (3.10.1) 

• ( ) ( ; )kf x g x x≤ για kx x≠  (3.10.2) 
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Με άλλα λόγια δηλαδή η g εφάπτεται στην f στο σηµείο ( , ( ))kx f x , και παντού αλλού 

παίρνει µεγαλύτερες -ή ίσες, δηλαδή µπορεί πάλι να εφάπτεται- τιµές από την f. Αυτό 

συνεπάγεται την σηµαντική ιδιότητα 

 1 1( ; ) ( ; ) ( ) ( )k k k k k kg x x g x x f x f x+ +≤ ⇒ ≤  (3.11) 

για αυθαίρετα 1,k kx x + . Στην πράξη τελικά µια τιµή που ελαχιστοποιεί, ή τουλάχιστον 

µειώνει, την ( ; )kg x x , θα µειώνει αναγκαστικά και την f. Βελτιώνοντας συνεχώς τις 

εκτιµήσεις kx της λύσης µε αυτό τον τρόπο, γενικά θα συγκλίνουν σε τοπικό 

ελάχιστο. Η σύγκλιση µπορεί να αποδειχθεί [16] υπό προϋποθέσεις για την f. 

Υπάρχουν πάντως περιπτώσεις όπου υπάρχει µεν σύγκλιση, αλλά όχι σε ελάχιστο 

([10], στο πλαίσιο του ΕΜ). 

Τα βήµατα του αλγόριθµου ΜΜ για εύρεση ελάχιστου είναι λοιπόν: 
1. Έστω 0k = . Έστω kx αρχική εκτίµηση του ελάχιστου της f. Έστω g µια 

majorant της f. Η g εξαρτάται από παράµετρο όπως είδαµε.  

2. Majorization  : Υπολόγισε την g για παράµετρο kx . ∆ηλαδή την ( ; )kg x x . 

3. Minimization  : Βρες σηµείο 
~

kx , ολικό ελάχιστο της ( ; )kg x x . Στην πράξη 

αρκεί σηµείο που να µειώνει την τιµή της ( ; )kg x x , σε σχέση µε την τιµή της 

στο kx . 

4. Θέτω 
~

1k kx x+ = . Αν η διαφορά µε kx  είναι αρκετά µικρή, υπάρχει σύγκλιση 

και ο αλγόριθµος τερµατίζει µε λύση 1* kx x += .Αλλιώς αύξησε το k κατά 1 και 

επιστροφή στο βήµα 2. 

Η περίπτωση minorization είναι εντελώς ανάλογη και τα βήµα 2,3 θα είναι αντίστοιχα 

Minorization – Maximization. Η φορά της ανισότητας απλά αντιστρέφεται στην 

(3.10.2), και πλέον µιλάµε για εύρεση µεγίστου όπου µιλάγαµε στην majorization 

περίπτωση για ελάχιστο. 

Τα παραπάνω θα ξεκαθαρίσουν ελπίζουµε, αν δεν είναι ήδη σαφή, µε ένα 

παράδειγµα. 
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3.7.2.2 Ένα παράδειγµα MM 

 

Έστω αντικειµενική συνάρτηση 

 

sin cos( ) 2 x xf x e e= +  (3.12). 

 

Κατ’ αρχάς παρατηρούµε ότι είναι περιοδική µε 2T π= , οπότε θα την µελετήσουµε 

για [ , )x π π∈ − + . 

Ψάχνουµε το µέγιστο αυτής, οπότε χρειαζόµαστε µια minorant συνάρτηση g. Θα 

µπορούσαµε να µηδενίσουµε την πρώτη παράγωγο της f ώστε να βρούµε στάσιµα 

σηµεία, αλλά αυτό µας οδηγεί σε µορφή που δεν µπορούµε να λύσουµε, τουλάχιστον 

µε κλειστό τύπο. Οπότε θέλουµε να βρούµε µια συνάρτηση g που να είναι και 

minorant αλλά και να µεγιστοποιείται µε τρόπο πιο εύκολο απ’ ότι η f. Αν η 

τελευταία απαίτηση δεν ισχύει, µπορούµε να εφαρµόσουµε MM, αλλά δεν θα έχει 

καµµία πρακτική αξία! Αυτό είναι γενικά και το κίνητρο για την χρήση του MM. 

Στη συγκεκριµένη περίπτωση, υπάρχει τουλάχιστον µια τέτοια g. Εµείς θα 

διαλέξουµε  

( )
( )

( )
( )

1 2

1 2

ln{ 2exp{sin }} ln{ exp{cos }}
( ; ) exp{ }k k

k
k k

m x x m x x
g x x

m x m x
= +  

µε ( )1

2exp{sin } exp{cos }

2exp{sin }

x x
m x

x

+
=  

και ( )2

2exp{sin } exp{cos }

exp{cos }

x x
m x

x

+
=  

(Για λεπτοµέρειες σχετικά µε µεθόδους για να βρίσκουµε minorant συναρτήσεις όπως 

η g, βλέπε [16, σελ. 121]). Σε πρώτη µατιά η g φαίνεται πιο πολύπλοκη από την f, 

αλλά αρκεί να µηδενίσουµε την πρώτη παράγωγο και να µερικές πράξεις για να 

βρούµε τελικά το µέγιστο για την ( ; )kg x x . Αυτό3 θα χρησιµοποιούµε και σαν 

επόµενη εκτίµηση σε κάθε επανάληψη του MM, οπότε καταλήγουµε 

                                                 
3 Για την ακρίβεια η arctan θα δώσει στο [-π,π) δύο λύσεις, µε απόσταση π µεταξύ 

τους. Εµείς επιλέγουµε από αυτές τις δύο, την λύση που δίνει µεγαλύτερη τιµή στην 
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 ( )1 arctan 2exp{sin cos }k k kx x x+ = −  

 

Για αρχική εκτίµηση 0kx =  τα αποτελέσµατα φαίνονται στον πίνακα 3.1. Όπως 

βλέπουµε µέσα σε λίγες επαναλήψεις η σύγκλιση είναι ικανοποιητική. 

 

Αριθµός 

επανάληψης k 
kx  ( )kf x  

0 0 4.7183 

1 0.6343 5.8552 

2 1.0168 6.3736 

3 1.2239 6.5271 

4 1.3031 6.5491 

5 1.3274 6.5512 

6 1.3342 6.5513 

7 1.3361 6.5514 

8 1.3366 6.5514 

9 1.3368 6.5514 

10 1.3368 6.5514 

Πίνακας 3.1. Αποτελέσµατα MM για f(x)=2exp{sinx}+exp{cosx}. 

Την οπτικοποίηση του αποτελέσµατος µπορούµε να δούµε µε τα γραφήµατα στο 

σχήµα 3.4. Εκεί φαίνεται πιο ξεκάθαρα η λειτουργία του MM. 

Πριν συνεχίσουµε µε τον ΕM, να κάνουµε µερικές παρατηρήσεις. Πρώτον, είµαστε 

εντελώς ελεύθεροι στην επιλογή της majorant ή minorant g αρκεί βέβαια να ισχύουν 

οι προϋποθέσεις (3.10) που αναφέραµε. Αυτό σηµαίνει ότι το ίδιο πρόβληµα µπορεί 

να λυθεί µε ΜΜ, αλλά µε πολλούς διαφορετικούς τρόπους αναλόγως την επιλογή της 

g. ∆εύτερον, όπως και οι άλλες αριθµητικές µέθοδοι βελτιστοποίησης (βλέπε 3.7.1) η 

                                                                                                                                            

αντικειµενική συνάρτηση. Στο συγκεκριµένο παράδειγµα το ένα σηµείο αντιστοιχεί 

σε ολικό ελάχιστο και το άλλο σε ολικό µέγιστο. 



 

 

43 

λύση που θα βρούµε δεν υπάρχει εγγύηση ότι θα είναι ολική, παρά κατά κανόνα 

συγκλίνουµε σε τοπικό ακρότατο. Η αρχική εκτίµηση της λύσης είναι καθοριστική 

για τα αποτελέσµατα που θα πάρουµε. 

 

3.7.3 Ο αλγόριθµος EM 

 

Ο αλγόριθµος ΕΜ (Expectation – Maximization), είναι στην πραγµατικότητα ειδική 

περίπτωση του MM (για Minorization – Maximization)‘ έχει όλες τις ιδιότητες του 

ΜΜ που προαναφέραµε. Το ειδικό έγκειται στο ότι µπορεί να εφαρµοστεί µόνο όταν 

δουλεύουµε µε συναρτήσεις που εξαρτώνται από τυχαίες µεταβλητές, ουσιαστικά 

πιθανοφάνειες, και ότι ορίζει συγκεκριµένη συνάρτηση minorant. Ας δούµε όµως τον 

αλγόριθµο πιο συγκεκριµένα. 

Έστω σύνολο δεδοµένων Χ , και συνάρτηση πιθανοφάνειας  

( )L Ψ ή ln ( ; )p X Ψ  (3.13), 
 

δηλαδή εξαρτάται από κάποιο σύνολο παραµέτρων Ψ. Ζητάµε να βρούµε τη λύση 

µέγιστης πιθανοφάνειας’  ως εδώ δεν υπάρχει κάτι καινούριο. Εισάγουµε τώρα 

σύνολο δεδοµένων Y, ονόµατι πλήρες, και σε αντιδιαστολή µε αυτό ονοµάζουµε τώρα 

το σύνολο δεδοµένων X ελλιπές, και την πιθανοφάνεια ( )L Ψ επίσης ελλιπή. 

Αντίστοιχα ορίζεται συνάρτηση πιθανοφάνειας για τα Y, που αναφέρεται στην λύση 

του ίδιου προβλήµατος, και λέγεται πλήρης πιθανοφάνεια, η  

( )cL Ψ  ή ln ( ; )p Y Ψ  (3.14). 

Η ιδέα είναι ότι µπορούµε να ορίσουµε συνάρτηση από κάθε Υ σε µοναδικό Χ, όχι 

αντίστροφα όµως. Επιπλέον τα Υ εξαρτούνται στοχαστικά από τα Χ, και µάλιστα 

γνωρίζουµε και την πυκνότητα εξάρτησης 
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(α) Αρχικοποίηση, κ = 0. 

 

(β) Επανάληψη κ = 1 

 

(γ) Επανάληψη κ = 2 

 

(δ) Επανάληψη κ = 3 

 

(ε) Επανάληψη κ = 4 

 

(στ) Επανάληψη κ = 5 

Σχήµα 3.4. Μεγιστοποίηση µε MM. Η αντικειµενική συνάρτηση f (3.12) φαίνεται µε 
µπλε χρώµα. Με διακεκοµµένο κόκκινο φαίνεται η minorant g για διαφορετικές τιµές 
της παραµέτρου kx , που συµπίπτει µε σηµείο επαφής των f, g.  Αυτές είναι (α) 0x =  0 

(β) 1x  = 0.6343 (γ) 2x = 1.0168 (δ) 3x = 1.2239 (ε) 4x = 1.3031 (στ) 5x  = 1.3274.  

Μέγιστο στο *x = 1.3368, *( )f x = 6.5514. 
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( | ; )p Y X Ψ  (3.15). 

Αυτό εξηγεί και την φιλοσοφία της ονοµατοδοσίας στα Χ, Υ (ελλιπές, πλήρες) που 

υπονοεί ότι τα Χ είναι δεδοµένα παρατηρούµενα, ενώ τα Υ είναι τα «πραγµατικά» 

δεδοµένα που δεν µπορούµε να γνωρίζουµε. 

Θα µπορούσαµε να δοκιµάσουµε να βρούµε µέγιστη πιθανοφάνεια για ( )cL Ψ  και να 

λύσουµε το πρόβληµα. ∆υστυχώς, αυτή εξαρτάται από τα πλήρη δεδοµένα που είναι 

άγνωστα. Μπορούµε όµως να ξεπεράσουµε αυτό το εµπόδιο’ σε αυτό το σηµείο ένας 

ακόµα ορισµός είναι απαραίτητος. Έστω 

( )( ; ) | ;k c k Y
Q L XΨ Ψ Ψ Ψ≜  (3.16) 

δηλαδή η αναµενόµενη τιµή της πλήρους πιθανοφάνειας, µε kΨ αυθαίρετο σύνολο 

παραµέτρων. Αλλιώς γράφουµε 

 
( )

( ; ) ( ) ( | ; )k c k

Y X

Q L p Y X dYΨ Ψ = Ψ Ψ∫  

 
( )

ln{ ( ; )} ( | ; )k
Y X

p Y p Y X dY= Ψ Ψ∫  

 
( )

ln{ ( , ; )} ( | ; )k
Y X

p Y X p Y X dY= Ψ Ψ∫ αφού συγκεκριµένο Υ συνεπάγεται µοναδικό Χ, 

( ) ( )

ln{ ( | ; )} ( | ; ) ln{ ( ; )} ( | ; )k k

Y X Y X

p Y X p Y X dY p X p Y X dY= Ψ Ψ + Ψ Ψ∫ ∫  

 

Στον δεύτερο όρο, το ln ( ; )p X Ψ βγαίνει έξω από το ολοκλήρωµα αφού δεν 

εξαρτάται από τον όρο ολοκλήρωσης Y. Οπότε 

 

( ) ( )

ln{ ( ; )} ( | ; ) ln{ ( ; )} ( | ; ) ln ( ; ) ( )k k

Y X Y X

p X p Y X dY p X p Y X dY p X LΨ Ψ = Ψ Ψ = Ψ = Ψ∫ ∫
 
και ορίζοντας συνάρτηση  

 
( )

( ; ) ln{ ( | ; )} ( | ; )k k

Y X

H p Y X p Y X dYΨ Ψ Ψ Ψ∫≜ (3.17) 

 

έχουµε τελικά την πιο κοµψή σχέση 

 

 ( ; ) ( ) ( ; )k kQ LΨ Ψ = Ψ +Η Ψ Ψ  (3.18) 
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Ωστόσο εύκολα αποδεικνύεται ότι η H παίρνει µέγιστο για kΨ = Ψ . 

Πράγµατι, χρησιµοποιώντας την ανισότητα του Jensen: 
 

( )

( ; ) ( ; ) ln{ ( | ; ) / ( | ; )} ( | ; )k k k k k

Y X

H H p Y X p Y X p Y X dYΨ Ψ − Ψ Ψ = Ψ Ψ Ψ ≤∫  

 
( )

ln ( | ; ) ( | ; ) / ( | ; ) ln1 0k k

Y X

p Y X p Y X p Y X dY≤ Ψ Ψ Ψ = =∫  

 
Αυτό συνεπάγεται 

 

 ( ) ( ; ) ( ; )k k kL Q HΨ ≥ Ψ Ψ − Ψ Ψ  (3.19) 

 

Εύκολα επιβεβαιώνουµε ότι ισχύει ισότητα στην (3.19) όταν kΨ = Ψ . Εποµένως 

όπως είδαµε στην προηγούµενη ενότητα για MM, η συνάρτηση 

 

 ( ; ) ( ; )k k kQ HΨ Ψ − Ψ Ψ  (3.20) 

 

είναι minorant της L(Ψ)! Οπότε την χρησιµοποιούµε για να φτιάξουµε ένα 

επαναληπτικό αλγόριθµο που να µεγιστοποιεί την ( )L Ψ .Αυτό ακριβώς είναι ο EM. 

Άρα µε δυο λόγια, ο ΕΜ είναι εφαρµογή του ΜΜ για µεγιστοποίηση της (ελλιπούς) 

πιθανοφάνειας ( )L Ψ , χρησιµοποιώντας σαν minorant συνάρτηση την (3.20). 

Παρακάτω ακολουθούν συνοπτικά τα βήµατα του EM: 

1. Έστω 0k = . Έστω kΨ ή 0Ψ αρχική εκτίµηση του µέγιστου της πιθανοφάνειας 

( )L Ψ . 

2. Expectation: Υπολόγισε την ( ; )kQ Ψ Ψ . Αυτό είναι υπολογισµός της 

αναµενόµενης τιµής (3.16), εξ’ ου και το όνοµα expectation. 

3. Maximization : Υπολόγισε το ολικό µέγιστο της ( ; )kQ Ψ Ψ , έστω αυτό
~

kΨ . 

Αυτό είναι ισοδύναµο µε υπολογισµό του ολικού µεγίστου της minorant 

( ; ) ( ; )k k kQ HΨ Ψ − Ψ Ψ , αφού οι δύο εκφράσεις διαφέρουν κατά σταθερό όρο. 

Εποµένως δεν χρειάζεται να υπολογίζουµε το ( ; )k kH Ψ Ψ  στην πράξη. 

4. Θέσε 
~

1 kk+Ψ = Ψ . Αν η σύγκλιση της kΨ  είναι ικανοποιητική, τερµάτισε τον 

αλγόριθµο και δώσε 1k+Ψ  σαν τελική λύση (µέγιστο της ( )L Ψ ). Αλλιώς 

αύξησε το k κατά 1 και επέστρεψε στο βήµα 2. 
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Θα κλείσουµε την ενότητα µε µερικές παρατηρήσεις.  

Κατ’ αρχάς προκειµένου να εφαρµοστεί ο αλγόριθµος EM, απαραίτητη προϋπόθεση 

είναι γνώση των µορφών (3.13-3.15) δηλαδή της ελλιπούς, της πλήρους 

πιθανοφάνειας και της στοχαστικής εξάρτησης των πλήρων από τα ελλιπή δεδοµένα. 

Παρατηρούµε επίσης ότι οι (3.13-3.15) όλες εξαρτούνται από το ίδιες παραµέτρους 

Ψ.  

Το ποια δεδοµένα θα ονοµάσουµε ‘πλήρη’ δεν είναι κάτι µοναδικό για το ίδιο 

πρόβληµα. Η µορφή των πλήρων δεδοµένων µπορεί να είναι οποιαδήποτε, αρκεί 

βεβαίως να γνωρίζουµε και αντίστοιχη πυκνότητα εξάρτησης ( | ; )p Y X Ψ .  

Στην πράξη ο EM δεν δίνει ολικό, αλλά τοπικό µέγιστο της πιθανοφάνειας. Αυτό 

είναι κάτι που δεν µπορούµε να αποφύγουµε, όπως και µε τον MM, και τις 

αριθµητικές µεθόδους βελτιστοποίησης. Παροµοίως συµβαίνει και µε το πρόβληµα 

της εξάρτησης της λύσης στην οποία συγκλίνουµε, από την αρχική εκτίµηση 0Ψ . 

Ακόµα χειρότερα, είναι πιθανό η σύγκλιση να γίνει σε σαγµατικό ή τοπικά ελάχιστο 

σηµείο [10]. 

Τέλος ένα ενδιαφέρον σηµείο είναι ότι ο όρος ( ; )k kH− Ψ Ψ  στον minorant (3.20) 

είναι η εντροπία της πυκνότητας εξάρτησης για παράµετρο kΨ , ( | ; )kp Y X Ψ . 

 

 

 

3.8. Εφαρµογή του EM για µοντέλο µίξης κανονικών κατανοµών 

3.8.1 Εφαρµογή σε γενικό µικτό µοντέλο 

 

Έστω µοντέλο, θεωρώντας iid δεδοµένα, 

1

( ; ) ( ; , ) ( ; , )
N

i
i

p X p X p x
=

Ψ = =∏π θ π θ  (3.21) 

όπου, όπως είδαµε και στην 3.6, 
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1

( ; , ) ( ; )
K

i j i j
j

p x f xπ θ
=

=∑π θ  (3.22) 

µε σύνολο δεδοµένων 1 2{ , ,..., }NX x x x= , παραµέτρους { , }Ψ = π θ , 

1 2{ , ,..., }Kπ π π=π , 1 2{ , ,..., }Kθ θ θ=θ . Το π είναι σύνολο Κ θετικών βαθµωτών, µε 

1

1
K

i
j

π
=

=∑  (τα βάρη του µοντέλου). Η f είναι κάποια πυκνότητα πιθανότητας µε 

παράµετρο jθ  ‘ δηλαδή έχουµε µίξη Κ πυκνοτήτων f µε παράµετρο jθ  η καθεµία. 

Οπότε ορίζεται η (ελλιπής) πιθανοφάνεια του µοντέλου (3.21), ως 

 
1 1

( ) ln ( ; )
N K

j i j
i j

L f xπ θ
= =

Ψ =∑ ∑  (3.23) 

Έστω τώρα πλήρη δεδοµένα { , }Y X Z= , µε 1 2{ , ,..., }NZ z z z= . Το κάθε iz ορίζουµε 

σαν ετικέτα του δεδοµένου i,  δηλαδή ο αριθµός 1..Κ από την οποία παρήχθη το 

δεδοµένο. ∆εν χρειάζεται να µπούµε στη διαδικασία να σκεφτούµε αν έχει πάντα 

κάποια φυσική έννοια αυτός ο ορισµός, ή αν «πράγµατι» τα δεδοµένα µας 

παράγονται επιλέγοντας µια κατανοµή και µετά µε δειγµατοληψία από την αντίστοιχη 

συνιστώσα, ή αν κάθε δεδοµένο έχει από µια τέτοια ετικέτα. Αρκεί να το 

αντιµετωπίσουµε σαν ένα τέχνασµα για να µπορέσουµε να κάνουµε ΕΜ. 

Έχοντας γνώση πλήρων δεδοµένων Υ, µπορούµε να ορίσουµε την πλήρη 

πιθανοφάνεια: 

 
1

( ) ln ( ; )
i i

N

C z i z
i

L f xπ θ
=

Ψ =∑  (3.24) 

Και πυκνότητα εξάρτησης ελλιπών από πλήρη δεδοµένα: 

 
1 1 1

( | ; ) ( | ; ) ( , | ; ) ( | ; )
N N N

i i i i i i
i i i

p Y X p y X p z x x p z x
= = =

Ψ = Ψ = Ψ = Ψ∏ ∏ ∏  

όπου 

 

1

( ; )( | ; ) ( ; )
( | ; )

( ; ) ( ; )

i iz i zi i i
i i K

i
j i j

j

f xp x z p z
p z x

p x
f x

π θ

π θ
=

Ψ Ψ
Ψ = =

Ψ ∑
 (3.25) 

 

Τώρα µπορούµε να υπολογίσουµε την ( ; )kQ Ψ Ψ  που χρειάζεται στο Expectation 

βήµα. Είναι  

1

( ; ) ( ) ( | ; ) ln ( ; ) ( | ; )
i i

N

k C k z i z k
Y Y i

Q L p Y X f x p Y Xπ θ
=

Ψ Ψ = Ψ Ψ = Ψ =∑ ∑∑  



 

 

49 

1 21 1 1 1 1

... ln ( ; ) ( | ; )
i i

N

NM M M N

z i z j j k
z z z i j

f x p z xπ θ
= = = = =

= Ψ =∑∑ ∑∑ ∏  

1 21 1 1 1 1 1

... ( , ) ln ( ; ) ( | ; )
N

NM M M N M

i l i l j j k
z z z i l j

z l f x p z xδ π θ
= = = = = =

= Ψ =∑∑ ∑∑∑ ∏  

1 21 1 1 1 1 1

ln ( ; ) ... ( , ) ( | ; )
N

NN M M M M

l i l i j j k
i l z z z j

f x z l p z xπ θ δ
= = = = = =

= Ψ∑∑ ∑∑ ∑ ∏  

Όπου δ είναι η συνάρτηση Kronecker. Παρατηρούµε ότι 

1 21 1 1 1

... ( , ) ( | ; )
N

NM M M

i j j k
z z z j
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 
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11,

( | ; ) ( | ; ) ( | ; )
j

N M
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zj j i

p z x p l x p l x
== ≠

 
Ψ Ψ = Ψ  

 
∑∏  

Οπότε τελικά 

 
1 1

( ; ) ( | ; ) ln ( ; )
N M

k i k j i j
i j

Q p j x f xπ θ
= =

Ψ Ψ = Ψ∑∑  (3.26) 

Προσέχουµε στον (3.26) να µην γίνει παρανόηση: Οι µεταβλητές (το Ψ) είναι τα 

,j jπ θ . Τα υπόλοιπα είναι σταθερές ή παράµετροι. 

Σε αυτή τη µορφή µπορούµε να µεγιστοποιήσουµε το ( ; )kQ Ψ Ψ  ως προς τα βάρη 

jπ . Μηδενίζοντας την πρώτη παράγωγο και εισάγοντας τον περιορισµό τα βάρη να 

αθροίζονται σε µονάδα, παίρνουµε εύκολα τον κλειστό τύπο 

 
1

1
( | ; )

N

j i k
i

p j x
N

π
=

= Ψ∑  , [1, ]j M∀ ∈ (3.27) 

Ο τρόπος που θα γίνει η βελτιστοποίηση ως προς τα jθ , εξαρτάται από την µορφή 

των πυρήνων ( ; )jf x θ . Παρακάτω θα δούµε την περίπτωση κανονικών πυρήνων. 

 

3.8.2 Εφαρµογή σε µίξη κανονικών κατανοµών 

 

Όσον αφορά το Expectation βήµα, ισχύουν τα ίδια µε την γενική περίπτωση µικτού 

µοντέλου που είδαµε στην προηγούµενη ενότητα. Παροµοίως για τον υπολογισµό 
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των νέων βαρών στο Maximization βήµα. Μένει ο υπολογισµός των νέων θ, δηλαδή 

τα νέα µέσα και πίνακες συµµεταβλητότητας των πυρήνων. 

Θέτω λοιπόν 

 ( )
1/2/ 2 11

( ; , ) 2 exp{ ( ) ( )}
2

d T
j j j j j jf x x xµ π µ µ

−− −Σ = Σ − − Σ −  

και αντικαθιστώντας στον (3.26), 

 
1 1

( , ; ) ( | ; ) ln ( ; , ) .
M N

k i k i j j
j i

Q p j x p x constµ
= =

Ψ = Ψ Σ + =∑∑µ Σ  

 ( )1

1 1

1
ln ( ) ( ) ( | ; ) .

2

M N
T

j j j j i k
j i

x x p j x constµ µ−

= =

= − Σ + − Σ − Ψ +∑∑  (3.28) 

 

όπου αντιµετωπίσαµε τα βάρη jπ σαν σταθερές, αφού έχουµε ήδη υπολογίσει τις 

βέλτιστες τιµές για αυτά στον (3.27). 

Τώρα, µηδενίζοντας την πρώτη παράγωγο του (3.28) ως προς jµ , έχω 

 1

1

( ) ( ) ( | ; ) 0
N

T
i j i j i k

ij

x x p j xµ µ
µ

−

=

∂
− Σ − Ψ =

∂ ∑  

και χρησιµοποιώντας κάποια αποτελέσµατα από γραµµική άλγεβρα (βλέπε 

Παράρτηµα Α): 

 1

1

( ) ( | ; ) 0
N

j i j i k
i

x p j xµ−

=

Σ − Ψ = ⇒∑  

 1

1
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i k i
i

j N

i k
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Ψ
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Ψ

∑

∑
 (3.29) 

Μένει ο υπολογισµός των jΣ . Μηδενίζοντας πρώτη παράγωγο τώρα ως προς 1
j
−Σ , 

(είναι ισοδύναµο µε µηδενισµό παραγώγου ως προς jΣ , και βολεύει στους 

υπολογισµούς): 

 ( )1 1
1

1

( | ; ) [ ( )( ) ] log 0
N

T
i k j i j i j j

ij

p j x tr x xµ µ− −
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=

∂
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1
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N

T T
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i

p j x x x diag x xµ µ µ µ
=

Ψ − − −Σ − − − −Σ = ⇒∑  
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∑ ∑

(3.30) 
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(Βλέπε πάλι παράρτηµα Α για παραγώγους συναρτήσεων πίνακα). Αυτό που έχουµε 

εδώ είναι ουσιαστικά 2 ( )A diag A= όπου Α το άθροισµα που εµφανίζεται και στα δύο 

µέλη της (3.30), και είναι πίνακας. Αλλά αυτό µπορεί να ισχύει µόνο όταν 0A= . 

Εποµένως 

 ( )
1

( | ; ) ( )( ) 0
N

T
i k i j i j j

i

p j x x xµ µ
=
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 1

1

( | ; )( )( )

( | ; )

N
T

i k i j i j
i

j N

i k
i

p j x x x

p j x

µ µ
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Σ =

Ψ

∑

∑
 (3.31) 

Οπότε τακτοποιώντας τα αποτελέσµατα µας οι εξισώσεις για ΕΜ είναι, όπου 

( ) ( ) ( ), ,j k j k j kπ µ Σ  εκτιµήσεις στην k επανάληψη, και [1, ]j M∀ ∈ : 
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όπου ( ) ( ) ( )( | ; , , )i k k kp j x π µ Σ  υπολογίζεται µε κανόνα του Bayes, (3.25).  
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ΚΕΦΑΛΑΙΟ 4. ΜΕΘΟ∆ΟΙ ΠΕΡΙΓΡΑΦΗΣ 

ΕΙΚΟΝΑΣ 

 

4.1 Εισαγωγικά 

4.2 Ιστογράµµατα 

4.3 Στοχαστικές µέθοδοι 

 

 

 

 

4.1. Εισαγωγικά. 

 

Όπως είπαµε και στο εισαγωγικό κεφάλαιο, αντιµετωπίζουµε την εικόνα αρχικά σαν 

µια δισδιάστατη διάταξη χρωµατικών τιµών. ∆ηλαδή µπορούµε να την δούµε σαν ένα 

πίνακα mnP . Σε κάθε στοιχείο αντιστοιχεί η χρωµατική τιµή, ή πιο γενικά ένα 

διάνυσµα µε τιµές χρώµατος σε RGB ή οποιουδήποτε άλλου χρωµατικού χώρου. Για 

απλότητα και χωρίς να χάνουµε σε γενικότητα θα κρατήσουµε στο µυαλό µας ότι 

κάθε στοιχείο είναι RGB. Είδαµε στη συνέχεια ότι από εκεί µπορούµε να εξάγουµε 

διάφορα χαρακτηριστικά πέραν του χρώµατος. 

Οπότε φθάνουµε στο επόµενο στάδιο επεξεργασίας της εικόνας, που είναι να βρούµε 

ένα τρόπο να περιγράψουµε το περιεχόµενο της συνολικά, µε ένα τέτοιο τρόπο ώστε 

να µπορεί να συγκριθεί άµεσα µε το περιεχόµενο άλλων εικόνων. Αυτή είναι η 

ποιοτική διαφορά µε το προηγούµενο στάδιο, και ο λόγος που εξετάζουµε τα στάδια 

εξαγωγής χαρακτηριστικών και περιγραφής της εικόνας ξεχωριστά. Η διαφορά θα 

γίνει πιο εµφανής προχωρώντας. 
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Σχήµα 4.1. 

 

 

 

4.2. Ιστογράµµατα 

4.2.1 Εισαγωγικά. 

 

Οι Swain και Ballard πρότειναν στο [1] την χρήση ιστογραµµάτων χρώµατος σαν 

περιγραφείς εικόνας. Αυτή η µέθοδος δουλεύει ως εξής: 

Έστω εικόνα που περιγράφεται από πίνακα P. Σε κάθε στοιχείο του πίνακα 

αντιστοιχεί ένα pixel και το καθένα περιγράφεται σε έναν τρισδιάστατο χρωµατικό 

χώρο από ένα διάνυσµα [ ]TX Y Z , 3x1. Ένα τέτοιο διάνυσµα παίρνει τιµές 

 

 3
min max min max min max[ .. ] [ .. ] [ .. ]A X X x Y Y x Z Z ∈≜ ℤ  

 

µε κάτω και άνω άκρα παντού 0 και 255 αντίστοιχα, όταν µιλάµε για χρωµατικό χώρο 

RGB.  

Έστω τώρα συνάρτηση histogram, δηλαδή το ιστόγραµµα, και ορίζεται σε 

 

 :histogram A→ℕ  
 

Κάθε ένα από τα σηµεία του πεδίου ορισµού της histogram τα ονοµάζουµε κάδους. Ο 

κάθε κάδος ορίζει γύρω του έναν κύβο, ακµών παράλληλων στους άξονες και µήκους 

Εικόνα Περιγραφέας 

εικόνας 

 

Εξαγχθέντα 

χαρακτηριστικά 
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ίσου µε µονάδα. Όταν δύο κάδοι έχουν αντίστοιχους κύβους µε κοινή έδρα, τότε λέµε 

ότι αυτοί οι κάδοι είναι γειτονικοί.  

Βλέπουµε ότι κάθε πιθανή χρωµατική τιµή αντιστοιχεί σε ένα κάδο’ Ο κάθε κάδος 

ορίζεται τελικά να έχει τιµή όση και το πλήθος των αντίστοιχων χρωµατικών τιµών 

που εµφανίζονται στην εικόνα. Ο αλγόριθµος κατασκευής του ιστογράµµατος οπότε 

είναι απλά 

 

1. Αρχικοποίησε συνάρτηση histogram , µηδενίζοντας όλους τους κάδους. 

2. Σάρωσε pixel-pixel την εικόνα. Για κάθε pixel, βρες τον κάδο που αντιστοιχεί 

στην χρωµατική τιµή του pixel. Αύξησε την τιµή σε αυτόν τον κάδο κατά 1. 

3. Επανέλαβε για όλα τα pixels. 

4. Tέλος. 

Η όλη διαδικασία γενικεύεται εύκολα για οποιαδήποτε διάσταση έχουν οι χρωµατικές 

τιµές. Επίσης, µία άλλη στρατηγική είναι να χρησιµοποιήσουµε λιγότερους κάδους 

απ’ ότι οι επιτρεπτές χρωµατικές τιµές’ το γιατί θα θέλαµε να το κάνουµε αυτό θα το 

δούµε στην επόµενη ενότητα. 

Στο σχήµα 4.2 για παράδειγµα βλέπουµε µια gray-scale εικόνα. ∆ίπλα της είναι το 

ιστόγραµµα της µε 256 κάδους, και δεξιά το ιστόγραµµα της αυτή τη φορά µε 16 

κάδους. Το χρώµα περιγράφεται από βαθµωτό µέγεθος, την φωτεινότητα, εποµένως 

το ιστόγραµµα είναι δισδιάστατο γράφηµα. Στο σχήµα 4.3 βλέπουµε µία έγχρωµη 

εικόνα και το RGB ιστόγραµµα της. Κάθε τετράγωνο αντιστοιχεί σε ένα κάδο, και 

µεγάλο µέγεθος αντιστοιχεί σε υψηλή τιµή σε αυτόν τον κάδο. 



 

 

56 

 

Σχήµα 4.2. Grey-scale φωτογραφία κοπέλας, διαστάσεων 933x1329, και ιστόγραµµα 
φωτεινότητας. 

Για να κάνουµε πιο φυσική τη σύνδεση µε τους επόµενους παραγράφους που 

αφορούν στοχαστικές µεθόδους, κάνουµε την εξής παρατήρηση. Αν διαιρέσουµε 

κάθε στοιχείο της συνάρτησης histogram µε το πλήθος των pixels της εικόνας, η 

συνάρτηση που παίρνουµε σαν αποτέλεσµα, έστω αυτή histp, θα είναι µια διακριτή 

συνάρτηση πυκνότητας πιθανότητας. Όντως ισχύουν για όλους τους κάδους x 

0 ( ) 1histp x≤ ≤  

( ) 1histp x =∑        (4.1) 

Η τελευταία σχέση ισχύει, αφού θα αυξήσουµε την τιµή κάποιου κάδου στο 

ιστόγραµµα όσες φορές επαναλάβουµε το αντίστοιχο βήµα στον αλγόριθµο. Όµως θα 

επαναληφθεί τόσες φορές όσα είναι ακριβώς και τα pixels της εικόνας. Άρα  

 ( )histogram x pixels=∑  

που επιβεβαιώνει το (4.1). 

Επιπλέον, το κανονικοποιηµένο ιστόγραµµα histp έχει και µια φυσικά σηµασία: Αν 

επιλέξω τυχαία ένα pixel από την εικόνα, η πιθανότητα να έχει χρωµατική τιµή x 

δίνεται από την τιµή στο ( )histp x . 
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Σχήµα 4.3. Φωτογραφία κουτιού δηµητριακών και το αντίστοιχο RGB ιστόγραµµα. 

 

Να παρατηρήσουµε ότι δεν µας εµποδίζει τίποτα να γενικεύσουµε την ιδέα του 

ιστογράµµατος ακόµα περισσότερο και να χρησιµοποιήσουµε εκτός από χρώµα 

οποιαδήποτε χαρακτηριστικά. Μπορούµε δηλαδή να κατασκευάσουµε ιστόγραµµα 

χρησιµοποιώντας φέρ’ ειπείν σαν δεδοµένα, διανύσµατα µορφής 

 1 2 3 1 2 3

T
Col Col Col Tex Tex Tex    

όπου χρησιµοποιήσαµε τρεις περιγραφείς για χρώµα και τρεις περιγραφείς για υφή. 

 

 

 

4.2.2 Υπέρ και κατά του ιστογράµµατος. Binning και Curse of dimensionality. 

 

Τα σηµεία που αναφέρονται συνήθως στην βιβλιογραφία [π.χ. 1] σαν τα δυνατά των 

ιστογραµµάτων χρώµατος, είναι µη-µεταβλητότητα σε περιστροφή ή µετακίνηση της 

εικόνας. Πιο σωστό µάλλον θα ήταν πάντως να πούµε ότι αυτά είναι πλεονεκτήµατα 

στην χρήση του χαρακτηριστικού, του χρώµατος, σαν περιγραφέα µιας εικόνας, και 

όχι τόσο στην χρήση ιστογράµµατος. Οι στοχαστικές µέθοδοι που θα δούµε 
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παρακάτω, διατηρούν αυτά τα πλεονεκτήµατα όπως θα δούµε, όταν χρησιµοποιούµε 

χρώµα σαν χαρακτηριστικό.  

Η βασική αδυναµία του ιστογράµµατος είναι ότι δεν είναι ανθεκτικό σε θόρυβο. Μια 

µικρή προσθήκη θορύβου σε µια εικόνα, έχει σαν αποτέλεσµα να εξάγεται εντελώς 

διαφορετικό ιστόγραµµα’ µε άλλα λόγια εικόνες που για έναν άνθρωπο-παρατηρητή 

είναι ουσιαστικά ίδιες, θα έχουν ριζικά διαφορετική αναπαράσταση. Προφανώς αυτό 

δεν είναι επιθυµητό. 

Το πρόβληµα πάντως, γνωστό και ως binning, λύνεται µερικώς. Υποθέτοντας ότι 

επιδρά µικρός θόρυβος σε µια αρχική εικόνα χωρίς θόρυβο, η επίδραση στο 

ιστόγραµµα θα είναι να µετακινηθούν πληθυσµοί από κάθε κάδο σε γειτονικούς του. 

Οπότε η ‘καταστροφή’ του ιστογράµµατος από τον θόρυβο, αντισταθµίζεται µε 

κατάλληλη επιλογή συνάρτησης απόστασης [5, 6], που να µετράει και να συγκρίνει 

όχι µόνο πληθυσµούς στους ίδιους κάδους, αλλά και πληθυσµούς µεταξύ 

παραπλήσιων κάδων. Κινούµενη πάνω στην ίδια ιδέα, µια παραλλαγή στην έννοια 

του ιστογράµµατος προτείνεται στο [7] (“fuzzy color histograms”). 

Η εναλλακτική στρατηγική είναι να µειώσουµε τον αριθµό τον κάδων, ορίζοντας 

κάθε κάδο να αντιστοιχεί σε περισσότερες χρωµατικές (ή οτιδήποτε άλλο) τιµές. Έτσι 

κάτω από θόρυβο, οι πληθυσµοί των κάδων υπόκεινται σε µικρότερη µεταβολή. Αυτό 

όµως έχει και το τίµηµα, ότι όσο λιγοστεύουν οι κάδοι, τόσο λιγότερο περιγραφικό 

γίνεται το ιστόγραµµα, και αναπαριστά όλο και µεγαλύτερο εύρος-ποικιλία εικόνων, 

τόσο που τελικά ίσως να µην είναι το επιθυµητό. Σκεφτείτε για παράδειγµα την 

οριακή περίπτωση όπου έχουµε ένα χρωµατικό ιστόγραµµα µε µόνο 2 κάδους – θα 

µπορούσε να αντιστοιχεί στο ίδιο ιστόγραµµα κυριολεκτικά οτιδήποτε. Στο άλλο 

άκρο, βεβαίως βρίσκεται η χρήση υπερβολικού αριθµού κάδων που είναι ευπαθής σε 

θόρυβο. Η καλύτερη λύση βρίσκεται ανάµεσα στα δύο άκρα, αλλά πού; Η απάντηση 

δεν είναι προφανής, δεν µπορούµε να την ξέρουµε εκ των προτέρων, και εξαρτάται 

από τις εικόνες µε τις οποίες δουλεύουµε. 

Το binning πρόβληµα γίνεται πιο έντονο όταν έχουµε λίγα δεδοµένα σε σχέση µε την 

διάσταση των δεδοµένων µας. Είδαµε προηγουµένως το χρωµατικό ιστόγραµµα, 

όπου τα δεδοµένα είναι για έγχρωµες εικόνες 3-διάστατα. Όµως στην πράξη πλέον 

δεν χρησιµοποιείται µόνο το χρώµα [4, 8, 9], κινούµενος πάντως σε διαστάσεις 

µικρότερες του 10. Παρατηρούµε ότι αν αποφασίσουµε να χωρίσουµε κάθε διάσταση 

σε Μ µέρη, θα ορίζονται τελικά στο ιστόγραµµα dM κάδοι, όπου d ο αριθµός των 
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χρησιµοποιούµενων χαρακτηριστικών. ∆ηλαδή οι κάδοι θα αυξάνονται εκθετικά σε 

σχέση µε την διάσταση του προβλήµατος, µε αποτέλεσµα όταν τα δεδοµένα είναι 

σχετικά µε τους κάδους λίγα, να παράγονται αραιά ιστογράµµατα.  

Για παράδειγµα, έστω εικόνα µε 10,000 pixels, και ιστόγραµµα µε M = 20, d = 8. 

Οχτώ χαρακτηριστικά για κάθε pixel είναι αρκετά ρεαλιστικό σενάριο [4]. Τότε 

έχουµε 8 1020 10≅ κάδους, οπότε  θα καταλαµβάνονται το πολύ µόνο 0,0001% των 

κάδων! Ένα τέτοιο ιστόγραµµα όµως, µε τους περισσότερους κάδους ίσους µε µηδέν, 

δεν είναι χρήσιµο σαν αναπαράσταση, κάτι που φαίνεται όταν επιχειρήσουµε να 

συγκρίνουµε δύο τέτοια ιστογράµµατα. Με όποιον τρόπο και να το κάνουµε, οριακά 

αυτό θα είναι ανώφελο. Η εκθετική αύξηση σηµαίνει ότι ακόµα και για µικρό d θα 

εµφανίζεται αυτός ο εκφυλισµός, που λέγεται curse of dimensionality [3]. 

 

 

 

4.2.3 Ένα ακόµα παράδειγµα σχετικά µε την curse of dimensionality 

 

Έστω η εικόνα του σχήµατος 4.4(α). Φτιάχνουµε ιστογράµµατα (κανονικοποιηµένα 

ως προς τον αριθµό των δειγµάτων) χρησιµοποιώντας σαν χαρακτηριστικά τις 

εντάσεις του κόκκινου και του πράσινου στον RGB χώρο. Στο ιστόγραµµα 4(β) 

χρησιµοποιήσαµε 2512  δείγµατα από την εικόνα, στο (γ) 2256 , στο (δ) 2128 , στο (ε) 

264 , στο (στ) 232 . Αυτά αντιστοιχούν σε subsampled εκδόσεις της ίδιας εικόνας. 

Έχουµε σύµφωνα µε τη σηµειολογία της προηγούµενης παραγράφου, Μ = 128, d = 2, 

δηλαδή σύνολο 2128  κάδους. 
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(α) 

 
(β) 

 
(γ) 

 
(δ) 

 
(ε) 

 
(στ) 

Σχήµα 4.4. (α)Φωτογραφία προς επεξεργασία (Lenna). Ακολουθούν τα 
ιστογράµµατα, µε ένταση Κόκκινου στον οριζόντιο άξονα, και ένταση Πράσινου 
στον κατακόρυφο. Στα ιστογράµµατα, κόκκινο παριστάνει υψηλή τιµή και µπλε 
χαµηλή. (β) 1,024 δείγµατα (γ) 4,096 δείγµατα (δ) 16,384 δείγµατα (ε) 65,536 

δείγµατα (στ) 262,144 δείγµατα. 

 

Παρατηρούµε προχωρώντας από το ιστόγραµµα µε τα λιγότερα δείγµατα προς αυτό 

µε τα περισσότερα, ότι το ιστόγραµµα τείνει σε µια σταθερή µορφή. Επιπλέον, όσο 
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περισσότερα δείγµατα χρησιµοποιούµε, θα πρέπει να εξαφανίζεται και η curse of 

dimensionality, αφού αυτή εξαρτάται από τον λόγο 

 cod d

N
R

M
≜  

όπου Ν ο αριθµός δειγµάτων. Το πρόβληµα είναι τόσο εµφανές όσο µικρότερος είναι 

αυτός ο λόγος. Πράγµατι, το ιστόγραµµα µε τα λιγότερα δείγµατα παρουσιάζει 

πολλές ασυνέχειες και άδειους κάδους σε σχέση µε τα περισσότερο ακριβή 

ιστογράµµατα ( codR = 0.0625 ). Στον αντίποδα, το ιστόγραµµα µε τα περισσότερα 

δείγµατα είναι καθαρά πιο συνεχές και οµαλό ( 16codR =  ). Επιπλέον, υπάρχουν 

εµφανείς συγκεντρώσεις γύρω από κάποιες χρωµατικές τιµές. Μπορούµε να βρούµε 

µε το µάτι τουλάχιστον 8-9 τέτοια κέντρα, γύρω από τα οποία η τιµή του 

ιστογράµµατος µειώνεται όσο αποµακρυνόµαστε. 

Η ερµηνεία αυτού του φαινοµένου είναι ότι τα κέντρα αυτά αντιστοιχούν σε 

κυρίαρχα χρώµατα στην εικόνα, χρώµατα που παρατηρούνται περισσότερο. Και 

επειδή η φωτογραφία που εξετάζουµε είναι πραγµατική (δηλ. όχι κάποιο ανθρώπινο 

κατασκεύασµα, όπως λογότυπο εταιρίας ή ένα γεωµετρικό σχήµα), είναι λογικό να 

εµφανίζονται πολύ και οι αποχρώσεις αυτών των κυρίαρχων χρωµάτων. Οι 

αποχρώσεις εκφράζονται µε τις µικρότερες τιµές γύρω από τα κέντρα στο 

ιστόγραµµα.  

 

 

 

4.3. Στοχαστικές µέθοδοι 

 

4.3.1 Κίνητρο για χρήση στοχαστικών µεθόδων. 

 

Είδαµε ότι όσο αυξάνεται ο αριθµός των δειγµάτων Ν και ο λόγος codR , τόσο 

καλύτερο ιστόγραµµα παίρνουµε, µε την έννοια ότι εξαφανίζεται η curse of 
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dimensionality. Μάλιστα, εικάζουµε ότι για N →+∞ , το ιστόγραµµα θα τείνει σε µια 

οριακή µορφή. 

Τώρα βάζουµε την απαίτηση M →+∞  (αριθµός κάδων), που συνεπάγεται ότι το 

µέγεθος του κάθε κάδου 0→ . Σε συνδυασµό µε την απαίτηση να αυξάνονται τα M 

και N µε τέτοιον τρόπο ώστε codR →+∞ , το αποτέλεσµα είναι να τείνει το 

ιστόγραµµα (κανονικοποιηµένο πάντα ως προς τον αριθµό των δειγµάτων), σε µια 

συνεχή µορφή, ταυτόχρονα απαλλαγµένη από την curse of dimensionality. 

Στην πράξη βεβαίως δεν µπορούµε να το κάνουµε αυτό. Οι εικόνες που έχουµε στην 

διάθεση µας είναι πάντα σε πεπερασµένη διάσταση, οπότε δεν γίνεται να αυξάνεται ο 

αριθµός των δειγµάτων απεριόριστα. Επίσης και η χρωµατική τιµή είναι ένα 

κβαντισµένο µέγεθος, (καθώς και άλλα πιθανά χρησιµοποιούµενα χαρακτηριστικά 

βεβαίως), οπότε και ο αριθµός των κάδων δεν γίνεται να αυξάνεται απεριόριστα. 

Το ερώτηµα είναι, γίνεται να υπολογίσουµε αυτήν την ιδανική οριακή και συνεχή 

µορφή του ιστογράµµατος, έχοντας στη διάθεση µας πεπερασµένο αριθµό  

δειγµάτων; Ή ακόµα, έχοντας λίγα δείγµατα σε σχέση µε την διάσταση του 

προβλήµατος; Η απάντηση είναι, ότι µπορούµε να την εκτιµήσουµε. 

 

 

 

4.3.2 Η προσέγγιση µε εκτίµηση µίξης κανονικών κατανοµών 

 

Είδαµε ότι κανονικοποιώντας το ιστόγραµµα ως προς τον αριθµό των pixels, το 

κάνουµε συνάρτηση πυκνότητας πιθανότητας. Αυτή η ιδιότητα θα ισχύει βεβαίως και 

για την οριακή συνεχή µορφή του ιστογράµµατος. 

Οπότε µε άλλα λόγια ζητάµε να εκτιµήσουµε µια συνεχή συνάρτηση πυκνότητας 

πιθανότητας (στο εξής pdf). Αυτό το γεγονός είναι βολικό, αφού για προβλήµατα 

εκτίµησης pdf έχουµε στη διάθεση µας ένα σηµαντικό οπλοστάσιο µεθόδων, µέρος 

των οποίων είδαµε στο κεφάλαιο 3 αυτής της εργασίας. 

Η διαδικασία είναι η εξής. 
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Έστω εικόνα µε xµ ν pixels. Κάθε ένα pixel αντιστοιχεί σε ένα δεδοµένο σε data set Χ. 

∆ηλαδή 1 2{ , ,..., }NX x x x= , όπου *N µ ν= . Κάθε δεδοµένο ix έχει την διανυσµατική 

δοµή 

 1 2[ , ,..., ]Ti i i idx feat feat feat=  

όπου ijfeat η τιµή του χαρακτηριστικού j, για το pixel i. Ως εδώ δεν έχουµε πει κάτι 

καινούριο. 

Τώρα, χρησιµοποιούµε το data set Χ για να εκπαιδεύσουµε µοντέλο pdf. Τυπικά 

κάνουµε iid υπόθεση για τα δεδοµένα µας, και διαλέγουµε µοντέλο µίξης κανονικών 

κατανοµών. Αυτή η συνταγή έχει χρησιµοποιηθεί εκτενώς στην βιβλιογραφία, όσον 

αφορά κατανόηση, περιγραφή και ανάκτηση εικόνας [4, 8, 9, 14]. Επιπλέον, ένα 

επιπλέον κίνητρο για χρήση µικτού µοντέλου δίνεται από την ίδια τη µορφή που 

τείνουν να έχουν τα δεδοµένα, όπως είδαµε στην παράγραφο 4.2.3.  

Φορµαλιστικά λοιπόν, έχουµε µοντέλο 

 
1 1

( ; ) ( ; , )
N K

j i j j
i j

p X Normal xπ µ
= =

Ψ = Σ∑∑  

όπου παράµετροι { , , }Ψ = π µ Σ , µε 1 2{ , ,..., }Kπ π π=π , 1 2{ , ,... }Kµ µ µ=µ , 

1 2{ , ,..., }K= Σ Σ ΣΣ . Ισχύουν 
1

0, 1
K

j j
j

π π
=

≥ =∑ .  

Ο αριθµός πυρήνων Κ, µπορεί να πάρει κάποια αυθαίρετη τιµή, φερ’ ειπείν 5 ή 6. 

Αυτό βέβαια εξαρτάται και από το τι εικόνα έχουµε να µεταχειριστούµε. Πάντως αντί 

να µπούµε σε µια τέτοια διαδικασία «εµπειρικής» επιλογής, καλύτερο είναι να 

χρησιµοποιήσουµε ένα κριτήριο, όπως AIC, MDL (βλ. κεφάλαιο 3), Laplace 

Empirical, κλπ.  

Εµείς θα χρησιµοποιήσουµε το MDL στα πειράµατα που θα δούµε στο κεφάλαιο 6. 

∆ίνει καλά αποτελέσµατα [11], είναι εύκολο στην υλοποίηση, και έχει 

χρησιµοποιηθεί στο πλαίσιο ανάκτησης εικόνας ευρέως, π.χ. [8, 9, 4]. 

Όσον αφορά την εκπαίδευση του µικτού µοντέλου, τη συζητήσαµε αρκετά στο 

κεφάλαιο 3, και ο ενδιαφερόµενος µπορεί να ανατρέξει εκεί.  

Αφού γίνει λοιπόν η εκπαίδευση, κρατάµε την λύση µέγιστης πιθανοφάνειας *Ψ ’  

αυτή αρκεί για να περιγράψει το µοντέλο. Συγκεκριµένα δηλαδή κρατάµε Κ βάρη 
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(βαθµωτούς), Κ µέσα διάστασης d, δηλαδή Kd βαθµωτούς, και Κ πίνακες 

συµµεταβλητότητας δηλαδή 
( 1)

2

Kd d+
βαθµωτούς.  
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ΚΕΦΑΛΑΙΟ 5. ΡΩΤΩΝΤΑΣ ΓΙΑ ΕΙΚΟΝΑ ΚΑΙ ΓΙΑ 

ΤΜΗΜΑΤΑ ΕΙΚΟΝΑΣ 

5.1 Εισαγωγικά 

5.2 Συναρτήσεις απόστασης 

5.3 Ρωτώντας για εικόνες (image querying) 

 

 

 

5.1. Εισαγωγικά 

 

Στο παρόν κεφάλαιο φτάνουµε στον αρχικό στόχο µας, που ήταν να κάνουµε 

ερώτηση για εικόνα, µε βάση το περιεχόµενο. Έχοντας στα χέρια µας κατάλληλη 

δοµή που περιγράφει το περιεχόµενο κάθε εικόνας στην βάση (βλ. Κεφάλαιο 4), τώρα 

µένει να πούµε πως θα αξιοποιήσουµε αυτή την πληροφορία. 

Κεντρικό ρόλο παίζει η έννοια της απόστασης περιγραφέων εικόνας. Πρώτα θα 

δούµε λοιπόν κάποιες συναρτήσεις απόστασης. Στη συνέχεια θα περάσουµε στις 

λεπτοµέρειες της διαδικασίας της ερώτησης καθεαυτής. 
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5.2. Συναρτήσεις απόστασης. 

5.2.1 Γενικά 

 

Έστω Χ µη κενό σύνολο. Συνάρτηση απόστασης (metric) στο Χ τυπικά ονοµάζεται 

µια πραγµατική συνάρτηση d, διατεταγµένων ζευγών στοιχείων του X, που 

ικανοποιεί τις παρακάτω τρεις απαιτήσεις [18]: 

1. ( , ) 0d x y ≥ , και ( , ) 0d x y x y= ⇔ = , 

2. ( , ) ( , )d x y d y x=  (συµµετρικότητα) 

3. ( , ) ( , ) ( , )d x y d x z d z y≤ +  (τριγωνική ανισότητα) (5.1) 

Όπου , ,x y z X∈ . Στο πλαίσιο της ανάκτησης εικόνας, αυτά θα είναι περιγραφείς 

εικόνων, και Χ το σύνολο όλων των δυνατών περιγραφέων. 

Προκειµένου να γίνει ερώτηση και ανάκτηση, πρέπει να έχουµε ένα τρόπο για να 

πούµε «αυτή η εικόνα µοιάζει περισσότερο µε αυτή περισσότερη από εκείνη». Την 

ποσοτικοποίηση του κατά πόσο µοιάζουν δυο εικόνες, έρχεται να πραγµατοποιήσει η 

συνάρτηση απόστασης µεταξύ περιγραφέων. Επιπλέον, ενώ οι απαιτήσεις (5.1) θα 

ήταν βολικές για µια συνάρτηση απόστασης, εν γένει δεν ισχύουν για τις συναρτήσεις 

που θα δούµε. Το κύριο ζητούµενο από µια συνάρτηση απόστασης στο πλαίσιο 

ανάκτησης εικόνας, είναι η απόσταση που δίνει για δύο οποιεσδήποτε εικόνες να 

συµπίπτει µε την αντιληπτική απόσταση τους. 

∆εν υπάρχει κάποια συνάρτηση απόστασης – «πανάκεια» γενικά. Έχουν προταθεί 

διάφορες επιλογές για συνάρτηση απόστασης. Εµείς θα δούµε µερικές από τις πιο 

ενδεικτικές και τις πιο πετυχηµένες, όσον αφορά την ποιότητα των αποτελεσµάτων 

τους σε πραγµατικά σενάρια ανάκτησης. 

Χωρίζουµε τις αποστάσεις σε δύο κατηγορίες σε αυτή την εργασία. Στη µία έχουµε 

αποστάσεις για ιστογράµµατα, στην άλλη αποστάσεις για πυκνότητες πιθανότητας. 

Αυτά τα δύο µοντέλα περιγραφέων εικόνας τα είδαµε στο προηγούµενο κεφάλαιο. 

Ειδικά στις αποστάσεις πυκνοτήτων µας ενδιαφέρουν αποστάσεις για µοντέλα µίξης 

κανονικών κατανοµών. 
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5.2.2 Αποστάσεις για ιστόγραµµα 

 

5.2.2.1 Τοµή ιστογραµµάτων 

 

Στο [1] προτείνεται η απόσταση “Histogram Intersection” (τοµή ιστογραµµάτων), 

που ορίζεται 

 ( )
( )

1

1

min ,
,

bins

i i
i

I bins

i
i

P Q
d P Q

P

=

=

∑

∑
≜  (5.2) 

όπου P, Q ιστογράµµατα µε bins αριθµό κάδων, και ,i iP Q  το πλήθος στον i-οστό 

κάδο. Η απόσταση παίρνει τιµές στο [0..1], και ισχύει η συµµετρική ιδιότητα. 

 

5.2.2.2 Ευκλείδεια και Τετραγωνικής µορφής απόσταση 

 

Ας δούµε το ιστόγραµµα σαν διάνυσµα διάστασης 1binsx , στον bins
ℝ χώρο. Τότε µια 

φυσική απόσταση είναι η ευκλείδεια, δηλαδή 

 ( ) 2
,Ed P Q P Q−≜  (5.3) 

Το πρόβληµα µε αυτή την απόσταση είναι ότι µετράει οµοιότητα µόνο για 

αντίστοιχους κάδους (βλέπε και κεφάλαιο 4, σχετικά µε το binning πρόβληµα). Αυτό 

µπορεί να διορθωθεί µε µια τετραγωνικής µορφής απόσταση [5], 

 ( ) ( ) ( ),
T

Qdd P Q P Q A P Q− −≜  (5.4) 

όπου Α πίνακας συσχέτισης, binsxbins. Για A I= η (5.4) γίνεται η (5.3)’ µε 

κατάλληλο Α µπορούµε να συµπεριλάβουµε και αποστάσεις γειτονικών κάδων. Στο 

[4] προτείνεται ένας Α που δίνει βάρος 1 για τον ίδιο κάδο, και 0.5 για γείτονες 

κάδους. Για 5bins= δηλαδή, υποθέτοντας ότι ικανή και αναγκαία συνθήκη για είναι 

οι κάδοι γειτονικοί είναι να έχουν διαδοχική αρίθµηση (π.χ. 4 και 5), ο Α θα είναι 
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1 0.5 0 0 0

0.5 1 0.5 0 0

0 0.5 1 0.5 0

0 0 0.5 1 0.5

0 0 0 0.5 1

A

 
 
 
 =
 
 
  

 

 

Πάνω στην ίδια συλλογιστική µπορούµε να διαλέξουµε να θεωρήσουµε βάρος για 

όλο και πιο µακρινούς κάδους’ αυτονόητο είναι βέβαια ότι θα πρέπει να φθίνει όσο 

πιο µακρινοί είναι οι κάδοι. Στο [20] προτείνεται Gaussian βάρος συναρτήσει της 

απόστασης των κάδων. Σε µοντέλο ισοδύναµο µε την τετραγωνικής µορφής 

απόσταση καταλήγουν και οι Han και Ma στο [7]. 

 

 

 

5.2.3. Αποστάσεις για συναρτήσεις πυκνότητας πιθανότητας 

 

5.2.3.1 Συµµετρική Kullback – Leibler 

 

Η προέλευση της απόκλισης Kullback-Leibler (KL divergence) είναι από θεωρία 

πληροφορίας [17]. Για πυκνότητες p, q, η απόκλιση ορίζεται 

 ( ) ( )
|| ( ) ln

( )KL

p x
d p q p x dx

q x
= ∫  (5.5) 

Όπου το ολοκλήρωµα είναι για ολόκληρο το πεδίο ορισµού των πυκνοτήτων. Μπορεί 

να αποδειχθεί ότι παίρνει πάντα µη-αρνητικές τιµές. ∆εν είναι συµµετρική, ούτε και 

ισχύει η τριγωνική ανισότητα. 

Μπορούµε να κάνουµε την απόκλιση KL συµµετρική πολύ απλά:  

( ) ( ) ( ) ( ) ( )
, || || ( ) ln ( ) ln

( ) ( )SKL KL KL

p x q x
d p q d p q d q p p x dx q x dx

q x p x
+ = +∫ ∫≜  (5.6) 

Την οποία µορφή και θα χρησιµοποιήσουµε στη συνέχεια (κεφ. 6). Στην πράξη 

χρησιµοποιούµε προσοµοίωση Monte-Carlo για να υπολογίσουµε τον 5.6, δηλαδή 
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 ( )
( )( )1

, ln ln
( ) ( )

i j

ji
SKL

x p x qi j

q xp x
d p q

N q x p x∈ ∈

 
≈ +  

 
∑ ∑  

όπου γίνεται δειγµατοληψία Ν φορές, στο πρώτο άθροισµα από πυκνότητα p, στο 

δεύτερο από πυκνότητα q. Η πραγµατική απόσταση προσεγγίζεται καλύτερα όσο 

N →+∞ . 

 

5.2.3.2 Bhattacharyya-based αποστάσεις 

 

Η γενική µορφή της απόστασης Bhattacharyya [2] είναι  

 
1/ 2~ ~

, ( ) ( )Bhd p p p x p x dx   = −      ∫  

όπου το ολοκλήρωµα είναι για όλο το πεδίο ορισµού του x. 

Για δύο κανονικές πυκνότητες 
~

,p pµε µέσα 
~

,µ µ  και µήτρες συµµεταβλητότητας 

~

,Σ Σ  αντίστοιχα, η Bhattacharyya απόσταση έχει µορφή 

 

~

1~
~ ~ ~

~

21 1
, ( ) ( ) ln

8 2 2
2

T
Bhd p p µ µ µ µ

−

 
Σ + Σ 

  Σ + Σ    = − − +     
  Σ Σ 

 
 

 (5.7) 

Για µίξεις κανονικών κατανοµών, µπορούµε να ορίσουµε την απόσταση 

 
~ ~ ~

1 1

, ,
N M

jBhGMM i Bh i j
i j

d p p d p pπ π
= =

   =   
   

∑∑  (5.8) 

όπου 
~

,p pµίξεις µε Ν και Μ πυρήνες αντίστοιχα, 
~

, iiπ π τα αντίστοιχα βάρη, και 

~

,i ip p οι αντίστοιχοι πυρήνες. Θα αναφερόµαστε σε αυτή την απόσταση σαν 

Bhattacharyya-GMM. Για αυτήν ισχύει η συµµετρική ιδιότητα. Επίσης προσέξτε ότι 

ενώ είναι πάντα µη αρνητική, δεν ισχύει η ανακλαστική ιδιότητα και δεν ισχύει 

απαραίτητα ( ), ( , )BhGMM BhGMMd p p d p q≤  για κάθε πυκνότητα q. 
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5.2.3.3 L2 απόσταση 

 

Στο [21] εισάγαµε πειραµατικά την απόσταση 

~

~

2 ~
2 2

2 ( ) ( )
, ln

( ) ( )
L

p x p x dx
d p p

p x p x dx

 
   = −      + 

∫
∫

 (5.9) 

η οποία έχει κλειστή µορφή για την περίπτωση που οι πυκνότητες είναι κανονικές 

µίξεις. Είναι 

1/2~ ~

~
1 1

2 1/ 2 1/2~ ~ ~ ~

1 1 1 1

2 ,

, ln

, ,

N M

ji i j
i j

L N N M M

i ji j i j i j
i j i j

p p

d p p

p p p p

π π ξ

π π ξ π π ξ

−

= =
− −

= = = =

  
  

    = −        +         

∑∑

∑∑ ∑∑
 (5.10) 

 

όπου 

 
~ ~~ ~ ~

1 1( , ) exp ( ) ( )g g m mξ µ µ µ µΤ − Τ − 
= Σ + Σ Σ − + Σ − 

 
 

µε 
1~ ~ ~

1 1 1 1Tm µ µ
−

Τ − Τ − − −  
= Σ + Σ Σ +Σ  
  

 

και 
~

,g gκανονικές κατανοµές µε µέσα και συµµεταβλητότητα ,µ Σ  και 
~ ~

,µ Σ  

αντίστοιχα. Βλέπε παράρτηµα Β για τις πράξεις που χρειάζονται για να φτάσουµε 

στον (5.10) από (5.9). 

 

5.2.3.4 EMD απόσταση (Earth Mover’s distance) 

 

H Earth mover’s distance [8] ορίζεται για 
~

,p pκανονικές µίξεις, ως 

 

~

~
1 1

1 1

,

,

N M

ij G i j
i j

EMD N M

ij
i j

f d p p

d p p
f

= =

= =

 
 
   = 

 

∑∑

∑∑
 (5.11) 
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όπου 
~

,G i jd p p 
 
 

 κάποια γνωστή απόσταση µεταξύ κανονικών πυρήνων (“ground 

distance”). Οι όροι ijf διαλέγονται έτσι ώστε η ποσότητα (5.11) να ελαχιστοποιείται 

ως προς τους περιορισµούς 

 
~

1 1

,
M N

jij i ij
j i

f i f jπ π
= =

≤ ∀ ≤ ∀∑ ∑  

 
~

1 1 1 1

min ,
N M N M

jij i
i j i j

f π π
= = = =

 
=  

 
∑∑ ∑ ∑  (5.12) 

Αυτό είναι ένα πρόβληµα γραµµικού προγραµµατισµού, που µπορεί να λυθεί φερ’ 

ειπείν µε µέθοδο Simplex ή Karmarkar κλπ. [15]. Όπως και στο [8] σαν ground 

distance θα χρησιµοποιήσουµε την απόσταση Frechet µεταξύ κανονικών κατανοµών 

~

,g g : 

 
2~ ~ ~ ~

2

, 2Frechetd g g trµ µ
   = − + Σ +Σ− ΣΣ   

   
 (5.13) 

η οποία είναι λύση σε κλειστή µορφή της (5.11) για κανονικές κατανοµές. 

Το όνοµα και η ιδέα πίσω από την απόσταση είναι ενδιαφέροντα, και µας δίνουν µια 

καλύτερη κατανόηση της έννοιας της EMD. 

Ας θεωρήσουµε την µάζα της µίας πυκνότητας σαν «χώµα» ( earth ) και της άλλης 

σαν «λάκκο» ή καλούπι. Στόχος είναι να µετακινήσουµε το χώµα της πρώτης 

κατανοµής ώστε να ταιριάξει µε το καλούπι της δεύτερης. Στην GMM περίπτωση 

µάλιστα, κάθε πυρήνας αντιστοιχεί αναλόγως σε ένα «λόφο» από χώµα ή «λόφο» στο 

καλούπι. Το έργο λοιπόν που θα απαιτηθεί για αυτή τη διαδικασία, αν γίνει µε τον 

βέλτιστο δυνατό τρόπο, µας το δίνει η (5.11). Αντίστοιχα το βάρος του πυρήνα 

αντιστοιχεί σε ποσοστό µάζας και οι όροι ijf αφορούν το ποσοστό χώµατος που 

µετακινείται από τον λόφο i στον λόφο j. Οι περιορισµοί (5.12) τέλος εκφράζουν τη 

λογική απαίτηση ότι από ένα λόφο από χώµα δεν µπορούµε να µετακινήσουµε 

περισσότερο από το χώµα που έχει, και σε ένα λόφο στο καλούπι δεν µπορούµε να 

βάλουµε περισσότερο χώµα από όσο µπορεί να δεχτεί. 
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Σχήµα 5.1. Earth mover’s distance: Η πυκνότητα αριστερά είναι το «χώµα» και η 
δεξιά το «καλούπι». 

Να πούµε ότι, όπως υπονοείται στον περιορισµό (5.12), η EMD µπορεί να 

χρησιµοποιηθεί και για θετικές συναρτήσεις που έχουν µάζα µικρότερη από µονάδα. 

Αυτό επιτρέπει µερικό ταίριασµα ανάµεσα σε τµήµατα εικόνων. 

 

 

 

5.3. Ρωτώντας για εικόνες (Image querying) 

 

5.3.1 Ρωτώντας για ολόκληρη εικόνα 

 

Φθάσαµε λοιπόν στο αρχικό ζητούµενο της ανάκτησης εικόνας, την ερώτηση για 

εικόνα. Τυπικά υποθέτουµε ότι έχουµε στην διάθεση µας σύνολο από Ν εικόνες, έστω 

αυτό Ε. ∆ηλαδή 

 1{ } N
i iE ==E  

όπου iE οι εικόνες στη βάση µας. Θέλουµε να αναζητήσουµε εικόνες µε παρόµοιο 

περιεχόµενο µε κάποια εικόνα-ερώτηση, έστω αυτή qE . ∆εν έχει σηµασία αν 

qE ∈E (αν και στα πειράµατα που θα δούµε στο κεφάλαιο 6, ισχύει qE ∈E ). 



 

 

73 

Έστω iD ο περιγραφέας για την εικόνα iE . Είναι αυτονόητο ότι όλες τις εικόνες τις 

αντιστοιχούµε µε ίδιου τύπου περιγραφέα, π.χ. για όλες φτιάχνουµε ιστόγραµµα για 

συγκεκριµένα χαρακτηριστικά, ή για όλες µικτό µοντέλα για ίδια χαρακτηριστικά. 

Παρόµοια και για την εικόνα-ερώτηση qE , κατασκευάζουµε qD . 

∆ιαλέγουµε κάποια συνάρτηση απόστασης d, και υπολογίζουµε τώρα ( , )i qd D D  , για 

κάθε [1, ]i N∈ . Το αποτέλεσµα της ερώτησης είναι οι εικόνες µε την µικρότερη 

απόσταση – ο αριθµός αυτός εξαρτάται από τον χρήστη, και στην πράξη βέβαια θα 

είναι µικρός, της τάξης του 10 ή 20 (θα δούµε ότι µετακινώντας το κατώφλι του 

αριθµού εικόνων που δίνουµε σαν αποτέλεσµα, µπορούµε να φτιάξουµε τις χρήσιµες 

Precision-Recall καµπύλες). 

 

     

Σχήµα 5.2. Παράδειγµα ανάκτησης εικόνας. Η εικόνα επάνω είναι η ερώτηση, και 
στην κάτω σειρά είναι τα 5 καλύτερα αποτελέσµατα, από αριστερά προς τα δεξιά. 
Τυπικά θα υπάρχουν και λανθασµένα αποτελέσµατα (αντίθετα προς την κοινή 

αντίληψη), όπως ο βράχος στην 4η από αριστερά εικόνα. 

 

5.3.2 Ρωτώντας για τµήµα εικόνας 

 

5.3.2.1 Γενικά 
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Συνήθως ρωτώντας για εικόνα, θέλουµε να ψάξουµε για κάποιο συγκεκριµένο 

χαρακτηριστικό ή αντικείµενο µέσα στην εικόνα. Ας πούµε στο 5.2 είναι πιθανό ο 

χρήστης να ζητούσε από την αρχή εικόνες που να περιέχουν µια κερασιά, και όχι 

απαραίτητα κερασιά µε φόντο ουρανό και δέντρα. 

   

   

   

   

   

Σχήµα 5.3. Κατάτµηση εικόνων µε µέθοδο Blobworld. Στην πρώτη στήλη είναι οι 
εικόνες προς κατάτµηση, στην δεύτερη οι κατατµήσεις, µε τα τµήµατα χρωµατισµένα 
ανάλογα µε το µέσο του πυρήνα που προέρχονται. Στην τρίτη στήλη βλέπουµε τις 

προβολές των κανονικών πυρήνων στις διαστάσεις x-y.  
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Για να κάνουµε αναζήτηση για τµήµα (“segment”) εικόνας, πρέπει να ξέρουµε µε 

κάποιο τρόπο τι τµήµατα απαρτίζουν τις εικόνες στη βάση µας. Για παράδειγµα, στην 

εικόνα ερώτηση του 5.2 ένα τµήµα είναι η κερασιά, ένα τµήµα είναι ο ουρανός και 

ένα τα δέντρα πίσω από την κερασιά. Βέβαια αυτός ο διαχωρισµός δεν είναι 

απόλυτος. Θα µπορούσε να πει κανείς ότι τα δέντρα στο φόντο κάνουν από ένα 

τµήµα το καθένα, κ.ο.κ.  

Εµείς για να κάνουµε αναζήτηση για τµήµα εικόνας, θα βασιστούµε σε πρώτο στάδιο 

στο πλαίσιο που εισάγεται στο [4]. Αυτό προβλέπει να γίνει κατάτµηση για όλες τις 

εικόνες στην βάση, πριν συνεχίσουµε. 

 

5.3.2.2 Κατάτµηση εικόνας (a la Blobworld) 

 

Στο Blobworld [4] προβλέπεται εκπαίδευση µικτού µοντέλου κανονικών κατανοµών, 

παίρνοντας χαρακτηριστικά (διάνυσµα χαρακτηριστικών) για κάθε pixel 

 * * * T
L a b p n c x y    

όπου τα πρώτα 3 χαρακτηριστικά είναι τα γνωστά κανάλια του CIELAB, αφού 

υποστούν smoothing µε 2D Gaussian κλίµακας που δίνεται µε τον τρόπο που 

περιγράφεται στην ενότητα, τα επόµενα 3 είναι περιγραφείς για υφή (polarity, 

anisotropy, contrast) και τέλος οι συντεταγµένες στην εικόνα του pixel (βλ. κεφάλαιο 

2 για τα παραπάνω). Ο αριθµός των πυρήνων του µοντέλου διαλέγεται σύµφωνα µε 

MDL4 (βλ. κεφάλαιο 3), έστω ο αριθµός τους Κ. 

Το πρώτο βήµα είναι, να αντιστοιχίσουµε κάθε pixel σε ένα πυρήνα. Αυτή η 

αντιστοίχιση γίνεται µε τον κανόνα 

                                                 
4 Στην πραγµατικότητα οι συγγραφείς του Blobworld δεν χρησιµοποιούν ακριβώς 

κριτήριο MDL, τουλάχιστον όπως φαίνεται στον κώδικα MATLAB που δηµοσιεύουν 

[22], και σε αντίθεση µε ό,τι λένε στο [4]. Πολλαπλασιάζουν τον όρο ποινής του 

MDL µε µια αυθαίρετη σταθερά της τάξης 30~50, οπότε ευνοούν την επιλογή 

µοντέλων µε λιγότερους  πυρήνες. 
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 ( )arg max |
j

p j x  

όπου x το αντίστοιχο διάνυσµα χαρακτηριστικών του pixel, και η πιθανότητα είναι η 

εκ των υστέρων πιθανότητα να «προήλθε» το datum x από τον πυρήνα j. Αυτή η 

διαδικασία παράγει µια Κ-level εικόνα, έστω αυτή R, µε K≥ πλήθος συνδεδεµένων 

περιοχών. 

Το επόµενο είναι βήµα προεπεξεργασίας στην R. 
1. Βρες το ιστόγραµµα κάθε περιοχής, σύµφωνα µε τα χρώµατα της αρχικής 

εικόνας. 

2. Για κάθε pixel (στο bin αριθµηµένο i) σε σύνορο µεταξύ δύο ή περισσότερων 

περιοχών, ανακατέταξε το στην περιοχή όπου η τιµή του ιστογράµµατος i 

είναι µεγαλύτερη5. Ανανέωσε την R. 

Επανέλαβε αυτά τα βήµατα 4 φορές. (εµπειρικό νούµερο). Αυτή η διαδικασία 

διορθώνει τα σύνορα της R ώστε να ταιριάζουν σύνορα αντιληπτικά πραγµατικών 

περιοχών στην πρωτότυπη εικόνα.  

Τέλος, στην R εφαρµόζουµε ένα maximum-vote φίλτρο 3x3. Αυτό σηµαίνει ότι για 

κάθε pixel κοιτάµε τους άµεσους γείτονες του, και το ανακατατάσσουµε στην 

περιοχή που ανήκουν οι περισσότεροι γείτονες. Για παράδειγµα οι γείτονες 

 

3 3 3

1 1 3

1 1 3

 

τότε το κεντρικό pixel θα πρέπει να ανακαταταχθεί στην περιοχή 3. Η R είναι τώρα η 

κατάτµηση που ζητάµε (βλ. σχήµα 5.3, δεύτερη στήλη). 

 

5.3.2.3 Ερώτηση για ένα µόνο τµήµα 

 

Στο Blobworld, γίνεται κατάτµηση σε κάθε εικόνα στην βάση εικόνων που 

διαθέτουµε. Αντιστοιχίζεται ένας περιγραφέας για κάθε ένα τµήµα, και από ‘κει και 

                                                 
5 Στον κώδικα που δηµοσιεύουν οι συγγραφείς [22], η απαίτηση για αυτό είναι η 

υποψήφια νέα περιοχή να έχει τουλάχιστον διπλάσια ιστογραµµατική τιµή για το bin 

ι, από αυτήν που έχει η τρέχουσα περιοχή που ανήκει το pixel. 
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πέρα η ερώτηση πραγµατοποιείται όπως είπαµε στην ενότητα 5.3.1(«Ρωτώντας για  

ολόκληρη εικόνα») συγκρίνοντας πλέον περιγραφείς τµηµάτων αντί για περιγραφείς 

εικόνων. 

Ο τρόπος περιγραφής κάθε τµήµατος, είναι ιστόγραµµα για το χρώµα (CIELAB) µε 5 

κάδους για κανάλι *L , 10 κάδους για κανάλι *a , 10 κάδους για κανάλι *b . Μαζί µε το 

ιστόγραµµα «επισυνάπτεται» και µια επιπλέον πληροφορία για υφή – ένας κάδος που 

κρατάει το µέσο contrast και το µέσο anisotropy x contrast της περιοχής (το 

anisotropy δεν έχει νόηµα σε περιοχές χαµηλού contrast). Το polarity δεν 

συµπεριλαµβάνεται γιατί παίρνει µεγάλες τιµές κυρίως µόνο επάνω σε ακµές, και 

εποµένως δεν χρησιµεύει σαν χαρακτηριστικό για σύγκριση τµήµατος µε άλλο 

τµήµα. Σαν συνάρτηση απόστασης χρησιµοποιείται η quadratic form, µε βάρος 0.5 

για γειτονικούς κάδους. 

Μπορούµε πάντως να ξεφύγουµε από αυτή τη συνταγή. Κάνουµε την υπόθεση, ότι 

χοντρικά θα πρέπει ένα τµήµα στην εικόνα να αντιστοιχεί σε ένα πυρήνα του 

µοντέλου GMM. (Στην πραγµατικότητα για κάθε πυρήνα αντιστοιχούν ένα ή 

περισσότερα από ένα τµήµατα).  

Υπολογίζουµε για κάθε τµήµα εικόνας, αντί ιστογράµµατος, το µέσο και τη 

συµµεταβλητότητα για το χαρακτηριστικό διάνυσµα 

 * * * *
T

L a b c n c    

όπου c - contrast, n – anisotropy. Αυτό είναι ανάλογο µε τα χαρακτηριστικά που 

χρησιµοποιούνται για περιγραφείς στο Blobworld. Το µέσο και η συµµεταβλητότητα 

θεωρούµε ότι χαρακτηρίζουν κάποιον κανονικό πυρήνα, όπως είπαµε, και ένας 

τέτοιος θα περιγράφει κάθε τµήµα.  

Οπότε τώρα µπορούµε να κάνουµε ερώτηση για τµήµα, χρησιµοποιώντας κάποια από 

τις συναρτήσεις απόστασης για µικτά µοντέλα κανονικών κατανοµών. Στην 

περίπτωση αυτή βεβαίως έχουµε να συγκρίνουµε µονήρεις κανονικούς πυρήνες - 

αυτό δεν µας εµποδίζει. Ονοµαστικά δηλαδή µπορούµε να χρησιµοποιήσουµε τις 

αποστάσεις Symmetric Kullback-Leibler, L2, Bhattacharyya, EMD. Τα 

αποτελέσµατα δεν είναι άσχηµα σε σχέση µε την µέθοδο του ιστογράµµατος του 

Blobworld (βλ. κεφάλαιο 6 για αποτελέσµατα). 
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5.3.2.4 Ρωτώντας για πολλαπλά τµήµατα (compound query) 

 

Μπορούµε να κάνουµε ερωτήσεις για πολλαπλά τµήµατα ταυτόχρονα, 

χρησιµοποιώντας λογικούς τελεστές στην ερώτηση. Για παράδειγµα, ψάχνω για το 

 τµήµα #1 και για το (τµήµα #2 ή το τµήµα #3) (5.14) 
Τέτοιου είδους ερώτηση την ονοµάζουµε σύνθετη ερώτηση. Αυτή αντιµετωπίζεται ως 

εξής. Έστω ερώτηση µορφής 

 ( )Sφ  (5.15) 

όπου S σύνολο n τµηµάτων-ερωτήσεων σε µια εικόνα, και φ λογική συνάρτηση 

µεταξύ των τµηµάτων-ερωτήσεων, όπως είδαµε δηλαδή στο παράδειγµα (5.14), µε 

τελεστές «και» και «ή». ∆εν είναι απαραίτητο βέβαια στην ερώτηση να συµµετέχουν 

όλα τα τµήµατα της εικόνας. 

Για κάθε εικόνα j στην βάση, υπολογίζουµε για κάθε is S∈ , την απόσταση 

του is µε κάθε τµήµα της j – από αυτές κρατάµε την µικρότερη σε κάθε εικόνα, έστω 

αυτή ijd .  

Τώρα, η απόσταση που θέτουµε για την εικόνα j, µας δίνεται από την 
συνάρτηση φ, αν αντικαταστήσουµε κάθε is  µε ijd  ,κάθε λογικό τελεστή «και» µε 

max και κάθε λογικό τελεστή «ή» µε min. ∆ηλαδή η αντίστοιχη απόσταση για το 
(5.14) είναι 

 1 2 3max{ ,min{ , }}j j jd d d  

Αφού αντιστοιχίσουµε λοιπόν µία απόσταση µε κάθε εικόνα στη βάση, επιστρέφουµε 

σαν απάντηση στην ερώτηση τις εικόνες µε ταξινοµηµένη σειρά ως προς την 

απόσταση, όπως ακριβώς δηλαδή κάναµε στην περίπτωση ερώτησης για ολόκληρη 

εικόνα. 

Να σηµειώσουµε ότι δεν υπάρχει κανένας περιορισµός στην συνάρτηση απόστασης 

και το είδος των περιγραφέων που πρέπει να χρησιµοποιήσουµε, και δεν είναι ανάγκη 

να µείνουµε στο πλαίσιο ιστόγραµµα/quadratic form distance , όπως είδαµε στην 

προηγούµενη παράγραφο (5.3.2.3). 

 

5.3.2.5. Ρωτώντας για region of interest 

 

Ένα άλλο είδος ερώτησης που µπορούµε να κάνουµε, και δεν συµπεριλαµβάνεται στο 

[4], είναι ερώτηση για µια περιοχή στην εικόνα οριοθετηµένη από τον χρήστη. 
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Βεβαίως περιγράψαµε έναν τρόπο να γίνεται αυτόµατα κατάτµηση κάθε εικόνας’ 

όµως συµβαίνει συχνά το αποτέλεσµα της κατάτµησης να µην είναι ακριβώς ή ακόµα 

να απέχει αρκετά από αυτό που ζητάµε. Για παράδειγµα, στο σχήµα 5.3 µπορεί να 

θέλουµε να κάνουµε αναζήτηση για όλη τη ζέβρα (τα πόδια της λανθασµένα δεν 

συµπεριλαµβάνονται στο ίδιο τµήµα), ή µπορεί ακόµη να θέλουµε να κάνουµε 

αναζήτηση για το κεφάλι µόνο του λύκου (όλος ο λύκος αποτελεί ένα τµήµα). 

Εναλλακτικά, αυτό που µπορούµε να κάνουµε είναι να ζητήσουµε από τον χρήστη να 

οριοθετήσει µια περιοχή πάνω στην αρχική εικόνα (region of interest). Στη συνέχεια 

κατασκευάζουµε περιγραφέα όπως ακριβώς θα κάναµε αν είχαµε να κάνουµε µε 

τµήµα που υπολογίσαµε αυτόµατα. Όµοια είναι και η συνέχεια (βλ.5.3.2.3).  

Το αρνητικό είναι ότι, ενώ ο χρήστης µπορεί να διαλέξει µόνος του την περιοχή που 

θέλει για ερώτηση, δεν µπορεί να γίνει το ίδιο µε τα τµήµατα εικόνων (λόγω µεγάλου 

πλήθους) µε τα οποία θα γίνει η σύγκριση. Αναγκαστικά βασιζόµαστε σε αυτόµατη 

κατάτµηση για αυτά. 
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ΚΕΦΑΛΑΙΟ 6. ΠΕΙΡΑΜΑΤΑ ΚΑΙ ΥΛΟΠΟΙΗΣΗ 

6.1 Γενικά 

6.2 Μέθοδοι αξιολόγησης 

6.3 Πειράµατα 

6.4 Interface για ανάκτηση εικόνας 

 

 

 

6.1. Γενικά 

 

Έχουµε υλοποιήσει µε κώδικα MATLAB την πλειονότητα των µεθοδολογιών που 

παρουσιάστηκαν σε αυτή την εργασία. Προκειµένου να εκτιµήσουµε την 

αποτελεσµατικότητα τους, και να τις συγκρίνουµε µεταξύ τους, τρέξαµε κάποια 

πειράµατα τα οποία και θα δούµε στη συνέχεια. 

Χρησιµοποιήσαµε για αυτά τα πειράµατα δύο ξεχωριστές βάσεις δεδοµένων. Η 

πρώτη περιέχει 200 εικόνες, χωρισµένες σε 5 θεµατικές κατηγορίες. Η δεύτερη 

περιέχει 4330 εικόνες, χωρισµένες σε 23 θεµατικές κατηγορίες. Θα αναφερόµαστε σε 

αυτές αντίστοιχα σαν βάση Α και βάση Β. Περισσότερα σχετικά µε τις βάσεις αυτές 

µπορούµε να δούµε στο παράρτηµα Γ. 

Πρώτα όµως ας περάσουµε στις µεθόδους που χρησιµοποιούµε για αξιολόγηση των 

αποτελεσµάτων µας. 
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6.2. Μέθοδοι αξιολόγησης 

 

6.2.1 Καµπύλη Precision – Recall 

 

Η πρώτη µέθοδος αξιολόγησης, είναι η καµπύλη Precision – Recall [18] (PR Curve). 

Περιγράφει την ορθότητα στα αποτελέσµατα για µία ακριβώς ερώτηση. Αυτή η 

καµπύλη είναι η συνάρτηση του Precision προς το Recall, τα οποία ορίζονται ως 

εξής: 

 

 

Σχετικές µε την ερώτηση ανεκτηθέντες εικόνες

Συνολικός αριθµός 
Recall

σχετικών µε την ερώτηση εικόνων στη βάση
≜  

 

 
Σχετικές µε την ερώτηση ανακτηθέντες εικόνες

Συνολικός αριθµός 
Precision

ανακτηθέντων εικόνων
≜  

 

Precision και Recall παίρνουν προφανώς πραγµατικές τιµές από 0 έως 1, και 

εξαρτώνται από τον συνολικό αριθµό ανακτηθέντων εικόνων τ. Σε ένα πραγµατικό 

σενάριο ανάκτησης εικόνας, αυτό το κατώφλι εξαρτάται από τον χρήστη. Αφού γίνει 

η ερώτηση, το σύστηµα ανάκτησης εικόνας πρέπει να ταξινοµήσει όλες τις εικόνες 

στην βάση ανάλογα µε τον βαθµό οµοιότητας (ή ισοδύναµα, ανοµοιότητας) µε την 

εικόνα ερώτηση. Από αυτές επιστρέφονται σαν απάντηση τα τ καλύτερα 

ταιριάσµατα. 

Παρατηρούµε ότι αυξάνοντας το κατώφλι από 1 µέχρι max εικόνες στην βάση, 

αναγκαστικά αυξάνεται (όχι γνησίως) το Recall. Κάθε τιµή του Recall αντιστοιχεί σε 

έναν αριθµό από τιµές κατωφλίου, και σε κάθε τιµή του κατωφλίου αντιστοιχεί µία 

τιµή του Precision. Συµβατικά θα κρατήσουµε την µικρότερη από τις τιµές 

κατωφλίου για το ίδιο Recall, ώστε να µπορέσουµε να αντιστοιχίσουµε εποµένως 

κάθε τιµή του Recall σε µια µοναδική τιµή Precision.  

Στο σχήµα 6.1 βλέπουµε µια τυπική καµπύλη Precision – Recall. Όσο πιο µεγάλες 

τιµές παίρνει η καµπύλη, σηµαίνει τόσο καλύτερα αποτελέσµατα ανάκτησης έχουµε. 

Επίσης για να συνοψίσουµε καλύτερα την πληροφορία που µας δίνει η καµπύλη, 



 

 

83 

µπορούµε να µετρήσουµε το εµβαδό κάτω από την καµπύλη, για διάφορα διαστήµατα 

Recall. Εµείς διαλέξαµε να διαµερίσουµε το πεδίο ορισµού του Recall σε 5 ίσα µέρη, 

δηλαδή 0-20%, 20%-40%, 40%-60%, 60%-80%, 80%-100%. 

 

Σχήµα 6.1. Τυπική καµπύλη Precision – Recall. 

Να πούµε βέβαια ότι από µία ερώτηση δεν µπορούµε να αξιολογήσουµε ένα σύστηµα 

ανάκτησης εικόνας’ µπορεί να έτυχε να έχει πολύ κακή, ή πολύ καλή απόκριση για τη 

συγκεκριµένη ερώτηση. Η λύση είναι να χρησιµοποιήσουµε πληροφορία για πολλές 

ερωτήσεις, και να φτιάξουµε την µέση καµπύλη για αυτές. Όσο περισσότερες 

καµπύλες χρησιµοποιούµε, τόσο καλύτερη αίσθηση έχουµε αν δουλεύει καλά το 

σύστηµα µας. 

 

6.2.2 Αποστάσεις µεταξύ κατηγοριών εικόνων 

 

Έστω ότι µπορούµε να χωρίσουµε τις εικόνες στην βάση µας σε Μ οµάδες. Οι οµάδες 

είναι τέτοιες ώστε κάθε εικόνα στην ίδια οµάδα είναι σχετική µε τις άλλες εικόνες 
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στην ίδια οµάδα, και µάλιστα µόνο µε αυτές. Ορίζουµε την απόσταση οµάδας µε 

οµάδα σαν 

 
1 1

( , ) ( , )class
x P y Q

P Q d x y
P Q ∀ ∈ ∀ ∈

∑ ∑d ≜  

  

όπου P, Q δύο οµάδες εικόνων, και d η συνάρτηση απόστασης που χρησιµοποιούµε 

για τους περιγραφείς των εικόνων. 

Τώρα, σύµφωνα µε την διαίσθηση µας, θα πρέπει η απόσταση µιας οµάδας µε τον 

εαυτό της να είναι µικρότερη από την απόσταση µε κάθε άλλη οµάδα εικόνων, αν 

βεβαίως το σύστηµα ανάκτησης δουλεύει σωστά. Μάλιστα, όσο µικρότερη είναι η 

απόσταση της οµάδας από τον εαυτό της, και όσο µεγαλύτερη είναι από τις άλλες 

οµάδες, τόσο το καλύτερο. 

Θα χρησιµοποιήσουµε και τις δύο παραπάνω µεθόδους αξιολόγησης στη συνέχεια. 

Να παρατηρήσουµε ότι και στις δύο υποθέσαµε σιωπηρά ότι έχουµε στα χέρια µας 

την λεγόµενη ground truth, δηλαδή ότι η βάση που χρησιµοποιούµε για να κάνουµε 

τις αξιολογήσεις είναι ήδη διαχωρισµένη σε ένα αριθµό από οµάδες εικόνων. Αυτό 

βέβαια δεν ισχύει σε πραγµατικό σενάριο ανάκτησης εικόνας (δεν θα είχε νόηµα η 

ανάκτηση!), αλλά γίνεται µόνο χάριν της αξιολόγησης του συστήµατος ανάκτησης. 

 

6.3. Πειράµατα 

 

6.3.1 Βάση Α 

 

Υπολογίσαµε τις αποστάσεις µεταξύ οµάδων εικόνων στην βάση Α, αφού 

εκπαιδεύσαµε µοντέλα GMM για όλες τις εικόνες, χρησιµοποιώντας εµπειρικά 5 

πυρήνες για το καθένα, διάνυσµα χαρακτηριστικών RGB (3x1, χρώµα), και τρεις 

διαφορετικές συναρτήσεις απόστασης, τις Bhattacharyya-GMM, L2, και Symmetric 

Kullback-Liebler. Τα αποτελέσµατα φαίνονται στον πίνακα 6.1. Οι χρόνοι για τους 

υπολογισµούς φαίνονται στον πίνακα 6.3. Ο µεγάλος χρόνος που χρειάζεται η  
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 Cherries Arborgreens Football Cannonbeach Campus 

Cherries 1 1,12 1,12 1,43 1,67 

Arborgreens 2,84 1 1,87 2,57 2,94 

Football 4,96 3,26 1 6,98 3,87 

Cannonbeach 1,88 1,32 2,07 1 2,35 

Campus 2,94 2,03 1,54 3,15 1 

(α) 

 Cherries Arborgreens Football Cannonbeach Campus 

Cherries 1 1,55 1,08 1,28 1,91 

Arborgreens 1,89 1,05 1 2,78 1,92 

Football 1,66 1,25 1 2,34 1,76 

Cannonbeach 1 1,77 1,19 1,02 1,87 

Campus 1,65 1,36 1 2,08 1,36 

(β) 

 

 Cherries Arborgreens Football Cannonbeach Campus 

Cherries 1 1,64 1,69 1,45 1,5 

Arborgreens 1,75 1 1,91 2,15 1,42 

Football 2,28 2,43 1 2,67 1,82 

Cannonbeach 1,12 1,56 1,52 1 1,5 

Campus 1,57 1,39 1,4 2,02 1 

(γ) 

Πίνακας 6.1. Αποστάσεις µεταξύ οµάδων για βάση Α, για διαφορετικές συναρτήσεις 
απόστασης: (α) Για SKL, (β) Για Bh-GMM, (γ) Για L2. 

Symmetric Kullback-Liebler, oφείλεται στο ότι χρησιµοποιούµε Monte-Carlo 

προσοµοίωση για να την υπολογίσουµε, «τραβώντας» τα δείγµατα µας από τα pixels 
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των πραγµατικών εικόνων. Παρά ότι χρησιµοποιούνται 4096 δείγµατα από κάθε 

εικόνα (1% των pixels µιας 700x500 εικόνας) είναι αρκετά αργή. Προσέξτε ότι οι 

αποστάσεις είναι κανονικοποιηµένες, ως εξής: ∆ιαιρέσαµε τα στοιχεία κάθε γραµµής 

µε την µικρότερη τιµή της ίδιας γραµµής (αυτός είναι και ο λόγος που οι πίνακες δεν 

είναι συµµετρικοί), εποµένως το στοιχείο µε την µικρότερη τιµή θα έχει 

κανονικοποιηθεί σε µονάδα. Εποµένως, όποτε οι µονάδες είναι στην κύρια διαγώνιο, 

το σύστηµα ανάκτησης µε αυτή τη σύνθεση και απόσταση δουλεύει ικανοποιητικά. 

Στη συνέχεια για να αξιολογήσουµε την ανθεκτικότητα του συστήµατος ανάκτησης, 

συγκρίνουµε κάθε οµάδα εικόνων µε τις ίδιες εικόνες σε µικρότερη ανάλυση  

 Cherries Arborgreens Football Cannonbeach Campus 

S-Cherries 3,6ε16 2,8ε19 1 1,21 5,7ε19 

S-Arborgr. 2,14 1,21 1 2,87 2,14 

S-Football 1,86 1,38 1 2,45 1,94 

S-Cannonb. 1 2,12 1,15 1 2,86 

S-Campus 1,8 1,56 1 2,12 1,7 

(α) 

 Cherries Arborgreens Football Cannonbeach Campus 

S-Cherries 1 1,56 1,66 1,39 1,52 

S-Arborgr. 1,5 1 1,62 1,68 1,27 

S-Football 2,17 2,41 1 2,22 1,82 

S-Cannonb. 1,23 1,74 1,67 1 1,69 

S-Campus 1,47 1,39 1,31 1,67 1 

(β) 

Πίνακας 6.2.  Αποστάσεις µεταξύ οµάδων εικόνων και οµάδων subsampled εικόνων 
για βάση Α, για διαφορετικές συναρτήσεις απόστασης:  (α) Για Bh-GMM, (β) Για L2. 

Το πρόθεµα S- δείχνει οµάδων subsampled εικόνων. 

(subsampled), συγκεκριµένα µε µισό πλάτος και µισό ύψος. Πάλι το ζητούµενο είναι 

η µικρότερη απόσταση να δίνεται όταν συγκρίνεται κάθε οµάδα µε την subsampled 
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εκδοχή της. Τα αποτελέσµατα φαίνονται στον πίνακα 6.2, και εδώ δεν έχουµε 

συµπεριλάβει την SKL απόσταση λόγω της κακής ταχύτητας της στους 

προηγούµενους υπολογισµούς. 

Οι υπολογισµοί έγιναν σε PC Pentium 2.4 GHz. Το συµπέρασµα που βγαίνει από 

αυτή την σειρά πειραµάτων, είναι ότι οι L2 και SKL αποστάσεις έχουν εξαιρετικά 

αποτελέσµατα, µε µέτρια αποτελέσµατα για την Bh-GMM. Η SKL έχει το 

µειονέκτηµα ότι είναι εξαιρετικά αργή, ειδικά µε όσο µεγαλύτερες εικόνες έχουµε να 

κάνουµε. 

 

6.3.2 Βάση Β. 

 

Η δεύτερη βάση είναι αρκετά µεγαλύτερη από την πρώτη, και ένας υπολογισµός 

όλων των αποστάσεων µεταξύ αποστάσεων θα ήταν εξαιρετικά χρονοβόρος. Γι’ αυτό 

εδώ διαλέξαµε να κατασκευάσουµε καµπύλες PR. 

 

 SKL Bh-GMM L2 

Χρόνος (sec) 33,161 154 674 

Πίνακας 6.3.  Χρόνοι υπολογισµών αποτελεσµάτων του πίνακα 6.1. 

 

Για όλες τις εικόνες εκπαιδεύσαµε µοντέλα GMM, επιλέγοντας αριθµό πυρήνων 

σύµφωνα µε το κριτήριο MDL (µε αυξηµένο βάρος στον όρο ποινής, βλέπε κεφάλαιο 

5, και [22, 4]), και µε διάνυσµα χαρακτηριστικών6 smoothed CIELAB + polarity, 

anisotropy, contrast + x, y (χρώµα, υφή, τοπολογία, 8x1). Χρησιµοποιήσαµε τέσσερις 

διαφορετικές συναρτήσεις απόστασης: Bh-GMM, EMD, L2, Quadratic form (όπως 

στο Blobworld, θεωρώντας όλη την εικόνα ένα τµήµα, και βάρη για γειτονικούς 

                                                 
6 Αυτά τα χαρακτηριστικά έχουν κανονικοποιηθεί ώστε το καθένα να έχει µηδενικό 

µέσο και µοναδιαία κανονική απόκλιση. Το µέσο και η απόκλιση υπολογίστηκαν ως 

προς όλες τις εικόνες της βάσης. 
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κάδους ίσα µε 0.5). Την Symmetric KL δεν τη συµπεριλαµβάνουµε επειδή είναι 

χρονοβόρα –ιδιαίτερα τώρα που θέλουµε να δουλέψουµε µε µεγαλύτερη βάση- όπως 

διαπιστώσαµε προηγουµένως (βλ. και πίνακα 6.4). 

Για κάθε επιλογή συνάρτησης απόστασης, κατασκευάσαµε µια καµπύλη PR. Καθεµία 

είναι στην πραγµατικότητα ο µέσος όρος 60 καµπύλων για ισάριθµες τυχαίες 

ερώτησεις στη βάση.  

Η καµπύλες, µαζί µε συγκριτικά στοιχεία για το εµβαδό υπό των καµπυλών, 

φαίνονται αντίστοιχα στο σχήµα 6.2 και στον πίνακα 6.4. Η Quadratic form 

απόσταση βέβαια δεν χρησιµοποιείται ποτέ για όλη την εικόνα στο Blobworld’ όµως 

µπορούµε να βγάλουµε κάποια συµπεράσµατα από τις καµπύλες. Παρά την 

απλοϊκότητα της, η Quadratic form δίνει γενικά καλά αποτελέσµατα, και οι 

αποστάσεις για GMM (πέραν της Bh-GMM) φαίνεται ότι είναι ελαφρώς καλύτερες 

µόνο στα µικρότερα επίπεδα Recall, 0-20%. H απόσταση Bh-GMM φαίνεται να είναι 

µάλλον αποτυχία. 

 

Σχήµα 6.2. Σύγκριση καµπύλων PR για διάφορες συναρτήσεις απόστασης. 

Προκειµένου να αξιολογήσουµε την αποτελεσµατικότητα ερώτησης για τµήµα ή 

τµήµατα της εικόνας, ετοιµάσαµε και ένα δεύτερο σετ πειραµάτων. Για τρεις 

κατηγορίες εικόνων, ονοµαστικά τις birds, cars και cows, κάνουµε ερώτηση µε τις 
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ίδιες αποστάσεις πάλι. Ρωτάµε για το τµήµα, ή αν έχει υπερκατατµηθεί, τα τµήµατα 

που απαρτίζουν το αντικείµενο στο προσκήνιο (foreground). Αντίστοιχα για τις 

οµάδες εικόνων, αυτά είναι ένα πουλί, ένα αυτοκίνητο, και µια αγελάδα. Από κάθε 

οµάδα εικόνων διαλέγουµε 15 εικόνες για ερώτηση, και από αυτές φτιάχνουµε 

αντίστοιχα µέσες καµπύλες PR. Τις καµπύλες µπορούµε να δούµε στο σχήµα 6.3.  

 0%-20% 20%-40% 40%-60% 60%-80% 80%-100% Σύνολο 

Bh-GMM 0.048 0.038 0.039 0.029 0.021 0.170 

EMD 0.126 0.087 0.064 0.047 0.031 0.355 

L2 0.117 0.081 0.062 0.046 0.029 0.337 

Quadratic form 0.111 0.084 0.069 0.056 0.042 0.362 

Πίνακας 6.4. Εµβαδά καµπύλων Precision – Recall, για CIELAB (smoothed) + 
polarity-anisotropy-contrast + x-y χαρακτηριστικά. 

 

(α) 
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(β) 

 

(γ) 
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Σχήµα 6.3. Σύγκριση καµπύλων PR, για ερώτηση ολόκληρης εικόνας και εικόνας 
κατά τµήµατα.  Οι ερωτήσεις έγιναν για εικόνες από (α) Πουλιά (β) Αυτοκίνητα (γ) 

Αγελάδες. 

Να πούµε ότι αφού έχουµε να κάνουµε µε αποστάσεις κανονικών κατανοµών εδώ 

(όχι µίξεων), η Bh-GMM είναι ουσιαστικά η απόσταση Bhattacharryya, και η EMD 

είναι η απόσταση Frechet. Γενικά αυτό που βλέπουµε και στα τρία σετ καµπύλων 

είναι ότι η Bhattacharryya, και λιγότερο η L2, αποδίδουν καλύτερα της Quadratic 

form. 

 

6.4. Interface για ανάκτηση εικόνας 

 

Στα πλαίσια της εργασίας αναπτύχθηκε interface σε MATLAB για ανάκτηση εικόνας. 

Μπορούµε να χρησιµοποιήσουµε τις περισσότερες από τις τεχνικές που 

παρουσιάστηκαν στα προηγούµενα κεφάλαια. 

Συγκεκριµένα, µπορούµε να κάνουµε ερώτηση για όλη την εικόνα, για ένα ή 

περισσότερα τµήµατα, ή περιοχή ενδιαφέροντος (Region of Interest). Σε συνδυασµό 

µε αυτά µπορούµε να χρησιµοποιήσουµε οποιαδήποτε από τις εξής συναρτήσεις 

απόστασης: Bhattacharyya-GMM, L2, Earth mover’s distance, Symmetric Kullback-

Liebler, Quadratic form (εµφανίζεται σαν «Mahalanobis») distance.  

Ο µηχανισµός είναι πιστεύουµε πολύ απλός. Κάνοντας κλικ στο όνοµα µιας εικόνας 

στον browser πάνω αριστερά, το πρώτο που εµφανίζεται είναι η ίδια η εικόνα, οι 

προβολές των γκαουσιανών πυρήνων σε x-y στο µικρότερο παράθυρο επάνω, και 

κάτω η κατάτµηση της εικόνας. ∆εξιά φαίνονται ποια τµήµατα επιλέγουµε σε 

περίπτωση που θέλουµε να ρωτήσουµε για τµήµα ή τµήµατα της εικόνας. Αφού 

επιλεχθούν η µέθοδος, η συνάρτηση απόστασης που θέλουµε και τα τµήµατα για τα 

οποία ρωτάµε (αν ρωτάµε για τµήµατα), κάνουµε κλικ στο κουµπί ‘Query’ και 

εµφανίζονται τα αποτελέσµατα. 
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Σχήµα 6.4. Φωτογραφία του interface που αναπτύχθηκε για την παρούσα εργασία.  
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ΠΑΡΑΡΤΗΜΑ Α – ΜΕΡΙΚΑ ΑΠΟΤΕΛΕΣΜΑΤΑ 

ΑΠΟ ΛΟΓΙΣΜΟ ΠΙΝΑΚΩΝ 

Έστω Α πραγµατικός τετραγωνικός πίνακας, dxd. Τότε ορίζονται,  

 

( )tr A  : Ίχνος του πίνακα, ήτοι άθροισµα των στοιχείων της διαγωνίου. Είναι ίσο µε 

το άθροισµα των ιδιοτιµών του Α. 

( )diag A : Πίνακας µε όλα τα στοιχεία ίσα µε 0, εκτός από αυτά της διαγωνίου. Αυτά 

συµπίπτουν µε τα στοιχεία της διαγωνίου του Α. 

 

Και ισχύουν, για αυθαίρετο διάνυσµα , 1x dx , και για πίνακες Β, C επίσης 

πραγµατικούς τετραγωνικούς dxd: 

 

 ( )T Tx Ax tr Axx=  (A.1) 

 
A A B

C B C

∂ ∂ ∂
=

∂ ∂ ∂
 όταν A συνάρτηση του B, B συνάρτηση του C. (A.2) 

 
AB A B

B A
C C C

∂ ∂ ∂
= +

∂ ∂ ∂
 (A.3) 

 

 
Ax

A
x

∂
=

∂
 (A.4) 

 ( )
T

Tx Ax
A A x

x

∂
= +

∂
 (Α.5) 

 
( )tr AB

B
A

∂
=

∂
 (Α.6) 

 
log TA

A
A

−∂
=

∂
 (Α.7) 

( )
( )Ttr AB

B B diag B
A

∂
= + −

∂
, όταν ο Α περιορίζεται συµµετρικός. (Α.8) 
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 1 1log
2 ( )

A
A diag A

A
− −∂

= −
∂

, όταν ο Α περιορίζεται συµµετρικός. (Α.9) 

Σηµειώστε ότι οι (Α.8),(Α.9) δεν είναι ειδικές περιπτώσεις των (Α.6),(Α.7). 
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ΠΑΡΑΡΤΗΜΑ Β – ΥΠΟΛΟΓΙΣΜΟΣ ΤΗΣ 

ΣΥΝΑΡΤΗΣΗΣ ΑΠΟΣΤΑΣΗΣ L2 

 

Θέλουµε να υπολογίσουµε την ποσότητα (τα όρια της ολοκλήρωσης είναι όλο το 

πεδίο ορισµού του x): 

~

~

2 ~
2 2

2 ( ) ( )
, ln

( ) ( )
L

p x p x dx
d p p

p x p x dx

 
   = −      + 

∫
∫

 (B.1) 

όταν οι πυκνότητες 
~

,p pείναι µίξεις κανονικών κατανοµών. ∆ηλαδή 

( )
1/ 2/ 2 1

1

1
( ) 2 exp ( ) ( )

2

K d

i i i i ii
p x x xπ π µ µ

−− Τ −

=

 = Σ − − Σ − 
 

∑  

( )
1/2 ~~ ~ ~ ~ ~/ 2 1

1

1
( ) 2 exp ( ) ( )

2

K d
ii i i ii

p x x xπ π µ µ
−

− Τ −

=

 
= Σ − − Σ − 

 
∑  

όπου 
~

,K K σταθεροί θετικοί ακέραιοι, x τυχαία µεταβλητή στο d
ℝ  (διάνυσµα), iπ µη-

αρνητικά και αθροίζονται στη µονάδα, iµ  πραγµατικά διανύσµατα dx1 (µέσα), iΣ  

πραγµατικοί συµµετρικοί πίνακες dxd(µήτρες συµµεταβλητότητας). Παροµοίως για 

τα , ,i i iπ µ Σ . 

Πρώτα πρέπει να υπολογίσουµε την ποσότητα 

 
~

( ) ( )p x p x dx∫  (B.2) 

που περιλαµβάνει τον όρο (παραλείψαµε τους δείκτες για απλότητα) 

 
~~ ~

1 11 1
exp ( ) ( ) ( ) ( )

2 2
x x x xµ µ µ µΤ − Τ − 

− − Σ − − − Σ − 
 

 (Β.3) 

Αν εξισώσουµε τον εκθέτη του (Β.3) µε κάποια ποσότητα 

11 1
( ) ( )

2 2
Tx m S x m k−− − − − , παίρνουµε: 

 
~

1 1 1T T Tx S x x x x x− − −= Σ + Σ ⇒   
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~

1 1 1S− − −= Σ +Σ  (B.4)  
(εξισώνοντας τους παράγοντες του 2x ) 

 

 
~ ~

1 1 12 2 2T T Tx x x S mµ µ− − −Σ + Σ = ⇒  

 
~ ~

1 1( )m S µ µ− −= Σ +Σ ⇒  (χρησιµοποιούµε Β.4) 
~ ~ ~

1 1 1 1 1( ) ( )m µ µ− − − − −= Σ +Σ Σ +Σ (B.5)  
(εξισώνοντας τους παράγοντες του x) 

 

 
~ ~ ~

1 1 1Tm S m kµ µ µ µΤ − Τ − −Σ + Σ = + ⇒  (χρησιµοποιούµε Β.4,Β.5) 

 
~ ~ ~

1 1( ) ( )k m mµ µ µ µΤ − Τ −= Σ − + Σ −  (Β.6) 
(εξισώνοντας τους σταθερούς παράγοντες) 

 

Οπότε η (Β.2) γίνεται  

 ( )
1/ 2~ ~ ~

1 1

( ) ( ) 2 ( , )
N M

d
ji i j

i j

p x p x dx p pπ π π ξ
−

−

= =

 =   
∑∑∫  (Β.7) 

όπου 
~

,i jp p κανονικοί πυρήνες των µίξεων, και  

( )
1/ 2~ ~ /21/ 2 11 1

( , ) exp{ } 2 exp{ ( ) ( )}
2 2

d Tg g k x m S x mξ π
−

− −ΣΣ − − − − ⇒∫≜  

 
1/ 2~ ~ 1/21/2 1

( , ) exp{ }
2

g g S kξ
−

− = ΣΣ − ⇒  

 
1/ 2 1/2~~ ~

1/ 2 1 1 1
( , ) exp{ }

2
g g kξ

− −
− − −= Σ +Σ ΣΣ − ⇒  

 
1/2 1/ 2~~ ~

1/ 2 1 1
( , ) exp{ }

2
g g I kξ

− −
− −= +ΣΣ Σ − ⇒  

 
1/ 2~ ~

1/ 2 1
( , ) exp{ }

2
g g kξ

−
− = Σ+Σ − ⇒  

 
1/ 2

~ ~

( , ) ekg gξ
−

 
= Σ+ Σ 
 

(Β.8) 

µε k να δίνεται από (Β.6), και 
~

,g gκανονικές κατανοµές (πυρήνες) µε µέσα και 

συµµεταβλητότητα ,µ Σ  και 
~ ~

,µ Σ  αντίστοιχα.  

Χρησιµοποιώντας (Β.1),(Β.7),(Β.8), καταλήγουµε σε 
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1/2~ ~

~
1 1

2 1/ 2 1/2~ ~ ~ ~

1 1 1 1

2 ,

, ln

, ,

N M

ji i j
i j

L N N M M

i ji j i j i j
i j i j

p p

d p p

p p p p

π π ξ

π π ξ π π ξ

−

= =
− −

= = = =

  
  

    = −        +         

∑∑

∑∑ ∑∑
 (Β.9) 

 

όπου 

~ ~~ ~ ~
1 1( , ) exp ( ) ( )g g m mξ µ µ µ µΤ − Τ − 

= Σ + Σ Σ − + Σ − 
 

 

µε 
1~ ~ ~

1 1 1 1Tm µ µ
−

Τ − Τ − − −  
= Σ + Σ Σ +Σ  
  

 

µε 
~

,g gκανονικές κατανοµές µε µέσα και συµµεταβλητότητα ,µ Σ  και 
~ ~

,µ Σ . 
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ΠΑΡΑΡΤΗΜΑ Γ – ΧΡΗΣΙΜΟΠΟΙΟΥΜΕΝΕΣ 

ΒΑΣΕΙΣ ΕΙΚΟΝΩΝ 

Για να κάνουµε πειράµατα αξιολόγησης των µεθόδων που παρουσιάζονται σε αυτή 

την εργασία, χρησιµοποιήσαµε δύο βάσεις εικόνων. Για ευκολία θα αναφερόµαστε σε 

αυτές σαν «βάση Α» και «βάση Β». Όλες οι εικόνες είναι έγχρωµες (24 bits per 

pixel), και αποθηκευµένες σε µορφή jpeg. 

 

α/α Όνοµα Περιγραφή Πλήθος εικόνων 

1 Cherries Κερασιές ~40 

2 Arborgreens Φυτά και βλάστηση γενικά ~40 

3 Cannonbeach Παραθαλάσσιο χωριό, συννεφ. ουρανός ~40 

4 Campus in fall Μια πανεπιστηµιούπολη, φθινοπωρινό τοπίο. ~40 

5 Football Αγώνας ράγκµπυ ~40 

Πίνακας Γ.1 . Περιγραφές εικόνων στην βάση Α. 

α/α Όνοµα Περιγραφή Πλήθος εικόνων 

1 Aeroplanes Αεροπλάνα 59 

2 Benches_chairs Καρέκλες και παγκάκια 69 

3 Bicycles Ποδήλατα 273 

4 Birds Πτηνά 73 

5 Buildings Κτίρια 147 

6 Cars Αυτοκίνητα 496 

7 Chimneys Καµινάδες 266 

8 Clouds Σύννεφα 430 

9 Countryside Εικόνες από εξοχή 185 
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10 Cows Αγελάδες σε λιβάδι 183 

11 Doors ∆ιαφόρων ειδών πόρτες 167 

12 Flowers Λουλούδια 167 

13 Forks Πηρούνια 37 

14 Knives Μαχαίρια 66 

15 Leaves Φύλλα 119 

16 Miscellaneous ∆ιάφορες εικόνες από την καθηµερινότητα 189 

17 Office Γραφεία κάποιας επιχείρισης 69 

18 Sheep Πρόβατα σε λιβάδι 191 

19 Signs Πινακίδες 166 

20 Spoons Κουτάλια 75 

21 Trees ∆έντρα 218 

22 Urban ∆ρόµοι σε κάποια κωµόπολη 37 

23 Windows ∆ιαφόρων ειδών παράθυρα 653 

Πίνακας Γ.2. Περιγραφές εικόνων στην βάση Β. 

Στη βάση Α έχουµε συνολικά 200 εικόνες, χωρισµένες σε 5 κατηγορίες µε 40 περίπου 

εικόνες στην καθεµία. Κάθε εικόνα είναι διαστάσεων 700x500. 

Μπορούµε να δούµε µια περιγραφή της κάθε κατηγορίας εικόνων στην βάση Α, στον 

πίνακα Γ.1. Στον πίνακα Γ.3 βλέπουµε χαρακτηριστικά δείγµατα από κάθε 

κατηγορία. Στη βάση Β έχουµε συνολικά 4.335 εικόνες, χωρισµένες σε 23 

κατηγορίες. Κάθε εικόνα είναι διαστάσεων 192x128 ή 128x192. 

Περιγραφές των εικόνων και κατηγοριών στην βάση B, µαζί µε χαρακτηριστικά 

δείγµατα εικόνων από κάθε κατηγορία µπορούµε να δούµε στους πίνακες Γ.2 και Γ.4 

αντίστοιχα. 

α Όνοµα ∆είγµατα 

1 Cherries 
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2 Arborgreens 

   

3 Cannonbeach 

   

4 Campus in fall 

   

5 Football 

   

Πίνακας Γ.3. ∆είγµατα από την βάση Α. 

 

 

 

 

 

 

 

α Όνοµα ∆είγµατα 

1 Aeroplanes 
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2 Benches_ch

airs 

   

3 Bicycles 

   

4 Birds 

   

5 Buildings 

   

6 Cars 

   

7 Chimneys 

   

8 Clouds 

   

9 Countryside 
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10 Cows 

   

11 Doors 

   

12 Flowers 

   

13 Forks 

   

14 Knives 

   

15 Leaves 

   

16 Miscellaneo

us 

   

17 Office 
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18 Sheep 

   

19 Signs 

   

20 Spoons 

   

21 Trees 

   

22 Urban 

   

23 Windows 

   

Πίνακας Γ.4. ∆είγµατα από την βάση Β. 
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