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Το πρόβληµα της επιλογής χαρακτηριστικών για προβλήµατα ταξινόµησης 

συνίσταται στον εντοπισµό µέσα από ένα σύνολο χαρακτηριστικών, εκείνων που 

είναι πρωτεύουσας σηµασίας για το διαχωρισµό των κατηγοριών. Η χρήση αυτών 

των χαρακτηριστικών (και η απόρριψη των υπολοίπων, περιττών ή άσχετων µε το 

πρόβληµα) κατά τη διαδικασία της ταξινόµησης µπορεί να βοηθήσει να φτιαχτούν πιο 

εύρωστα και πιο εύκολα ερµηνεύσιµα µοντέλα.  

Η εργασία αυτή, αφού συνοψίσει τις προσεγγίσεις που έχουν προταθεί για την 

επίλυση του προβλήµατος, εστιάζει στο δηµοφιλή αλγόριθµο mRMR. Κοινό στοιχείο 

όλων των προσεγγίσεων είναι ότι χρησιµοποιούν µία συνάρτηση αξιολόγησης βάση 

της οποίας αποτιµάται η ποιότητα ενός υποσυνόλου χαρακτηριστικών. Ο αλγόριθµος 

mRMR χρησιµοποιεί µια συνάρτηση αξιολόγησης η οποία επιβραβεύει υποσύνολα 

που περιέχουν χαρακτηριστικά που είναι συσχετισµένα µε την κατηγορία και 

ταυτόχρονα δεν είναι συσχετισµένα µεταξύ τους. Έτσι επιδιώκεται η µείωση της 

περιττής πληροφορίας που περιέχεται στο τελικό επιλεγµένο υποσύνολο. 

Σε αυτή την εργασία µελετούµε εκτενώς διάφορες πτυχές του mRMR. Αρχικά 

εξετάζουµε τον τρόπο µε τον οποίο εκτιµάται η συσχέτιση που υπάρχει µεταξύ των 

χαρακτηριστικών ενός υποσυνόλου. Επίσης µελετούµε την αποτελεσµατικότητα της 

προς τα εµπρός (forward) αναζήτησης που χρησιµοποιεί ο mRMR. Τέλος εξετάζεται 

η συνάρτηση αξιολόγησης και ο τρόπος που αυτή συνδυάζει τους δύο στόχους, της 

αυξηµένης συσχέτισης µεταξύ χαρακτηριστικών-κατηγορίας και της µειωµένης 

περιττής πληροφορίας. Για όλα τα παραπάνω προτείνονται τροποποιήσεις, των 

οποίων η αποτελεσµατικότητα αποτιµάται πειραµατικά σε προβλήµατα υψηλής 

διάστασης κυρίως από το πεδίο της βιοπληροφορικής. 
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Feature selection for classification is the task of  discovering features that provide the 

information needed for the correct classification of  examples into classes. These 

informative features are often called relevant since they are relevant to the target 

concept that the classifier tries to learn. The ultimate goal of feature selection is the 

dimensionality reduction of the problem being studied. Unlike other dimensionality 

reduction techniques such as feature extraction, feature selection does not involve any 

transformation of the original feature space. Instead, a small subset of useful features 

is selected and the rest of them are discarded. Using only a subset of relevant features 

and ignoring the irrelevant and redundant ones during the classification procedure, 

can yield significant benefits such as reduced risk of overfitting,  more interpretable 

classification models, insight for the problem being studied and reduced 

computational cost. 

In this thesis, after introducing some important concepts, we review the basic 

approaches to feature selection found in the literature. Feature selection algorithms 

can be divided into three categories: filters, wrappers and embedded methods.  We 

focus on a filter method called mRMR (maximum relevance – minimum redundancy) 

which has proved to be quite efficient in some difficult high dimensional problems. A 

feature subset should fulfill two conditions in order to be selected by the mRMR 

algorithm: i) it should consist of features that are highly relevant with the class ii) it 

should consist of features that are not highly correlated with each other. The first 

condition aims at selecting highly informative features that can be used to classify 

correctly new examples. The second condition aims at reducing the redundant 
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information contained in the feature subset. This is important since it has been proven 

that little gain stems from using highly relevant features if they are redundant. 

Essentially, the selected feature subset gives a trade-off between high relevance and 

low redundancy. 

The mRMR algorithm is basically a heuristic which lacks strict theoretical 

background. This means that there are some aspects of the algorithm that need to be 

better understood and possibly improvements might occur by introducing appropriate 

modifications. In this thesis we study some of these aspects. First of all, we study the 

approximation used for the estimation of redundant information contained in a feature 

subset. Furthermore, we examine the objective function used by mRMR to evaluate 

feature subsets. More specifically, we investigate if this objective function gives a 

good trade-off between increased relevance and reduced redundancy. For both of the 

above issues we suggest some modifications. Finally, assuming that the original 

objective function is used (mRMR’s objective function with no modifications ), we 

examine if a better solution can be found by using a different search strategy instead 

of the forward selection search used by mRMR. 

The proposed modifications have been compared against the original mRMR 

algorithm. The evaluation criterion used for the comparison is the classification 

accuracy achieved when using the features selected by each method. The methods 

were tested mostly on high dimensional bioinformatics datasets using the state-of-the-

art SVM classifier.   



ΚΕΦΑΛΑΙΟ 1. ΕΙΣΑΓΩΓΗ 

1.1 Περιγραφή του προβλήµατος 

1.2 Αντικείµενο της εργασίας 

1.3 ∆οµή της εργασίας 

1.1. Περιγραφή του προβλήµατος 

Στις µέρες µας η απόκτηση πληροφορίας είναι ευκολότερη από ότι στο παρελθόν. 

Τεχνολογικά προηγµένες µέθοδοι µας δίνουν τη δυνατότητα να καταγράφουµε 

δεδοµένα µε ολοένα αυξανόµενο ρυθµό. Ο τεράστιος όγκος δεδοµένων που 

παράγεται επηρεάζει αρνητικά την ικανότητα µας να τα µελετήσουµε, να εξάγουµε 

συµπεράσµατα και να λύσουµε προβλήµατα. Μεγάλο µέρος των δεδοµένων µπορεί 

να αφορά άχρηστες πληροφορίες, πληροφορίες που δεν παρουσιάζουν ενδιαφέρον σε 

σχέση µε το πρόβληµα που µελετάται.  

Σε ένα υποθετικό παράδειγµα ένας γιατρός θέλει να µελετήσει τις πληροφορίες που 

υπάρχουν σε µια βάση δεδοµένων για έναν ασθενή προκειµένου να αποφανθεί αν 

υπάρχει σηµαντικός κίνδυνος ο ασθενής να εµφανίσει κάποιο είδος καρδιοπάθειας. 

Τον ενδιαφέρει να µελετήσει χαρακτηριστικά του ασθενούς όπως το βάρος, το ύψος, 

η αρτηριακή πίεση, τα επίπεδα χοληστερίνης κ.α. Στη βάση δεδοµένων µπορεί 

υπάρχουν πληροφορίες και για άλλα χαρακτηριστικά του ασθενούς όπως ο τόπος 

καταγωγής ή η οικογενειακή κατάσταση. Προφανώς αυτά τα χαρακτηριστικά είναι 

άχρηστα σε σχέση µε το πρόβληµα που µελετάται. Ο γιατρός τελικά θα τα αγνοήσει 

αφού πρώτα ξοδέψει λίγο παραπάνω χρόνο µέχρι να βρει τα στοιχεία που τον 

ενδιαφέρουν. 

Σε σύγχρονες εφαρµογές, τα δεδοµένα περιγράφονται πολλές φορές από χιλιάδες 

χαρακτηριστικά, πολύ περισσότερα από αυτά που έχει την ικανότητα ένας άνθρωπος 
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να «φιλτράρει». Η επιλογή χαρακτηριστικών, που µελετάται σε αυτή την εργασία, 

είναι µια τεχνική προεπεξεργασίας των δεδοµένων µε σκοπό την ανακάλυψη 

χρήσιµων χαρακτηριστικών και την απόρριψη των υπόλοιπων, πριν τα δεδοµένα 

τροφοδοτηθούν σε κάποιον αλγόριθµο µάθησης. Η αξιολόγηση ενός 

χαρακτηριστικού ως λίγο ή πολύ χρήσιµου δεν είναι εύκολη διαδικασία και είναι το 

κύριο αντικείµενο µελέτης στο πρόβληµα της επιλογής χαρακτηριστικών.  

Η δυσκολία του προβλήµατος της επιλογής ενός υποσυνόλου χαρακτηριστικών 

οφείλεται σε δύο κυρίως λόγους. Πρώτον, το πλήθος υποσυνόλων που θα µπορούσαν 

να επιλεγούν αυξάνεται εκθετικά σε σχέση µε τον αριθµό των χαρακτηριστικών του 

αρχικού συνόλου. Αν υποθέσουµε ότι δίνεται ένα κριτήριο αξιολόγησης υποσυνόλων, 

η εύρεση του καλύτερου υποσυνόλου ως προς αυτό δεν είναι υπολογιστικά εφικτή. 

∆εύτερον, η ποιότητα ενός υποσυνόλου εξαρτάται από πολλούς παράγοντες και έτσι 

δεν µπορεί να οριστεί εύκολα ένα αντικειµενικό κριτήριο αξιολόγησης. Με άλλα 

λόγια δεν υπάρχει τρόπος να αποτιµηθεί µε ακρίβεια η ποιότητα ενός υποσυνόλου, 

αντίθετα στην πράξη µε χρήση ευρετικών τεχνικών επιλέγεται τελικά ένα υποσύνολο 

που αναµένεται ότι θα οδηγήσει σε καλή απόδοση τον αλγόριθµο µάθησης που θα το 

χρησιµοποιήσει. 

Τα οφέλη που µπορούν να προκύψουν από τη µείωση της διάστασης µέσω της 

επιλογής χαρακτηριστικών είναι πολλά. Καταρχήν η απόδοση των αλγορίθµων 

µάθησης επηρεάζεται αρνητικά από τη µεγάλη διάσταση. Για παράδειγµα στο 

πρόβληµα της µάθησης µε επίβλεψη, λόγω της µεγάλης διάστασης είναι αυξηµένος ο 

κίνδυνος να υπάρξει υπερεκπαίδευση (overfitting). Η επιλογή χαρακτηριστικών 

βοηθάει να αµβλυνθεί αυτό το πρόβληµα. Επιπλέον, η επιλογή χαρακτηριστικών 

µπορεί να βοηθήσει στην κατανόηση των αποτελεσµάτων που παράγονται από έναν 

αλγόριθµο. Προφανώς ένας άνθρωπος δεν µπορεί να ερµηνεύσει µια απεικόνιση 

χιλιάδων µεταβλητών που παράχθηκε από έναν αλγόριθµο µάθησης µε επίβλεψη, 

ίσως όµως µπορεί να ερµηνεύσει µία απεικόνιση π.χ. πέντε µεταβλητών. Φυσικά ένα 

επιπλέον κέρδος που έρχεται σε συνδυασµό µε όλα τα παραπάνω είναι το µειωµένο 

υπολογιστικό κόστος. 



 3 

1.2. Αντικείµενο της εργασίας 

Η τεχνική της επιλογής χαρακτηριστικών µπορεί να χρησιµοποιηθεί είτε σε 

προβλήµατα οµαδοποίησης είτε σε προβλήµατα ταξινόµησης. Οι αλγόριθµοι 

επιλογής χαρακτηριστικών για το πρόβληµα της ταξινόµησης µπορούν να χωριστούν 

σε τρεις βασικές κατηγορίες µε βάση τον τρόπο που αξιολογούν τα υποψήφια προς 

επιλογή υποσύνολα χαρακτηριστικών. Οι κατηγορίες αυτές είναι τα φίλτρα, οι 

wrapper και οι embedded µέθοδοι. Από όλες τις κατηγορίες, οι οποίες περιγράφονται 

στο δεύτερο κεφάλαιο, επικεντρωνόµαστε στα φίλτρα. 

Τα φίλτρα βασίζονται στην έννοια της συνάφειας  µεταξύ χαρακτηριστικών και 

κατηγορίας, προκειµένου να ανιχνεύσουν χαρακτηριστικά χρήσιµα για τη διαδικασία 

της µάθησης. Τα φίλτρα στην απλούστερη µορφή τους αξιολογούν κάθε 

χαρακτηριστικό ξεχωριστά µε βάση τη συσχέτιση του µε την κατηγορία και τελικά 

επιλέγουν το υποσύνολο που αποτελείται από τα Ν πιο συσχετισµένα 

χαρακτηριστικά. Αυτή η επιλογή συνήθως δεν οδηγεί σε αρκετά καλά αποτελέσµατα 

γιατί επιλέγονται πολλά περιττά χαρακτηριστικά. Αυτό σηµαίνει ότι τα επιλεγµένα 

χαρακτηριστικά είναι πολύ όµοια µεταξύ τους και έτσι ο συνδυασµός τους δεν 

προσφέρει πολύ περισσότερη πληροφορία για την κατηγορία από αυτή που θα 

προσέφερε κάθε χαρακτηριστικό από µόνο του.  

Για την αντιµετώπιση αυτού το προβλήµατος, διάφοροι αλγόριθµοι όπως οι [4], [10], 

[18] θέτουν δύο στόχους που πρέπει εκπληρώνει ένα καλό υποσύνολο 

χαρακτηριστικών: i) να περιέχει χαρακτηριστικά που έχουν µεγάλη συσχέτιση µε  την 

κατηγορία και ii) τα χαρακτηριστικά να είναι όσο το δυνατόν ανόµοια µεταξύ τους. 

Οι µέθοδοι προσπαθούν να επιλέξουν υποσύνολα που επιτυγχάνουν ισορροπία 

ανάµεσα στους δύο στόχους τους οποίους συνδυάζουν σε µία συνάρτηση 

αξιολόγησης της µορφής: 

( ) ( ) ( )J S relevance S redundancy Sβ= − ⋅  

όπου S είναι το υποσύνολο που αποτιµάται, ενώ η ποσότητα relevance(S) εκφράζει 

την συσχέτιση των χαρακτηριστικών του S µε την κατηγορία. Η ποσότητα 

redundancy(S) προσεγγίζει τη συσχέτιση που έχουν τα χαρακτηριστικά του S µεταξύ 

τους και εκφράζει την περιττή πληροφορία που περιέχει το υποσύνολο. 
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Η εργασία αυτή επικεντρώνεται στο δηµοφιλή αλγόριθµο mRMR [10] και ασχολείται 

καταρχήν µε την προσέγγιση που χρησιµοποιείται για την εκτίµηση της περιττής 

πληροφορίας. ∆ίνεται ένα παράδειγµα όπου η παρούσα προσέγγιση δεν συµφωνεί µε 

τη διαίσθηση που υπάρχει για το πρόβληµα και προτείνεται ένας εναλλακτικός 

τρόπος προσέγγισης. Εξετάζεται επίσης κατά πόσο η προηγούµενη συνάρτηση 

αξιολόγησης καταφέρνει να επιτύχει ισορροπία στη βελτιστοποίηση των δύο στόχων 

και προτείνεται ένας τρόπος να διορθωθεί η ανισορροπία στις περιπτώσεις όπου 

υπάρχει. Τέλος εξετάζεται η ιδέα της βελτιστοποίησης του κριτηρίου J(S) µε χρήση 

άλλων µεθόδων αναζήτησης πέραν της forward αναζήτησης που χρησιµοποιείται από 

τους ήδη γνωστούς αλγορίθµους.  

1.3. ∆οµή της εργασίας 

Αρχικά στο κεφάλαιο 2 της εργασίας γίνεται µια εισαγωγή στο πρόβληµα της 

επιλογής χαρακτηριστικών για το πρόβληµα της ταξινόµησης. Περιγράφονται το 

πρόβληµα της ταξινόµησης και σηµαντικές έννοιες γύρω από το θέµα της επιλογής 

χαρακτηριστικών, ενώ στη συνέχεια παρουσιάζονται τεχνικές που επιστρατεύονται 

για την αναζήτηση καλών υποσυνόλων χαρακτηριστικών. Τέλος περιγράφονται οι 

τρεις βασικές κατηγορίες µεθόδων αξιολόγησης υποσυνόλων χαρακτηριστικών. 

Το κεφάλαιο 3 αφορά αλγόριθµους που επιλέγουν χαρακτηριστικά φροντίζοντας να 

µειώσουν την περιττή πληροφορία που αυτά περιέχουν. Ιδιαίτερη έµφαση δίνεται 

στον αλγόριθµο mRMR. Το κεφάλαιο κλείνει παρουσιάζοντας τους υπόλοιπους 

αλγόριθµους της ίδιας κατηγορίας. 

Στο κεφάλαιο 4 µελετώνται διάφορα προβλήµατα που εµφανίζει ο mRMR και 

προτείνονται παραλλαγές ώστε να αντιµετωπιστούν. Αρχικά προτείνεται µια άλλη 

προσέγγιση σχετικά µε την εκτίµηση της περιττής πληροφορίας, ακολουθεί η 

προσπάθεια βελτιστοποίησης του κριτηρίου αξιολόγησης µε µεθόδους διαφορετικές 

από την forward αναζήτηση και τέλος παρουσιάζεται µια τροποποίηση της 

συνάρτησης αξιολόγησης. 

Το κεφάλαιο 5 αφορά στην πειραµατική αποτίµηση των προτεινόµενων 

τροποποιήσεων. Περιγράφεται αναλυτικά η πειραµατική µεθοδολογία και τα σύνολα 
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δεδοµένων που χρησιµοποιήθηκαν, παρουσιάζονται και αναλύονται τα αποτελέσµατα 

και γίνεται αξιολόγηση των  προτεινόµενων τροποποιηµένων προσεγγίσεων.     
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ΚΕΦΑΛΑΙΟ 2. ΒΑΣΙΚΕΣ ΕΝΝΟΙΕΣ ΚΑΙ 

ΣΧΕΤΙΚΗ ΒΙΒΛΙΟΓΡΑΦΙΑ 

2.1 Το πρόβληµα της ταξινόµησης 

2.2 Επιλογή χαρακτηριστικών για προβλήµατα ταξινόµησης 

2.3 Σηµαντικές έννοιες για το πρόβληµα της επιλογής χαρακτηριστικών 

2.4 Τεχνικές αναζήτησης 

2.5 Επιλογή χαρακτηριστικών µε wrapper 

2.6 Επιλογή χαρακτηριστικών µε φίλτρα 

2.7 Embedded µέθοδοι 

 

Στο κεφάλαιο αυτό αρχικά παρουσιάζονται κάποιες βασικές έννοιες σχετικά µε το 

πρόβληµα της ταξινόµησης και της επιλογής χαρακτηριστικών. Κατόπιν 

περιγράφονται οι µέθοδοι αναζήτησης που χρησιµοποιούνται συνήθως για να 

ερευνηθεί ο χώρος των υποψήφιων υποσυνόλων. Στη συνέχεια, µε βάση τον τρόπο 

που γίνεται η αποτίµηση των υποσυνόλων χαρακτηριστικών, διακρίνονται τρεις 

βασικές κατηγορίες µεθόδων και παρουσιάζονται κάποιες αντιπροσωπευτικές 

µέθοδοι για κάθε κατηγορία. 

2.1. Το πρόβληµα της ταξινόµησης 

Η ταξινόµηση (classification) είναι µια διαδικασία κατάταξης αντικειµένων σε 

κατηγορίες ανάλογα µε τα χαρακτηριστικά τους. Πιο συγκεκριµένα, σκοπός είναι η 

κατάταξη ενός διανύσµατος x∈Χ, που αποτελεί την αναπαράσταση ενός 

αντικειµένου ως προς κάποια χαρακτηριστικά, σε µία κατηγορία y∈Y όπου Υ ένα 

σύνολο διακριτών τιµών. Μας ενδιαφέρει η κατάταξη να γίνει µε βάση µία 

απεικόνιση :f X Y→  και στόχος είναι να εκτιµηθεί η f από ένα σύνολο 
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παραδειγµάτων. Τα παραδείγµατα είναι στην ουσία διανύσµατα x1,…,xn∈X που 

έχουν ήδη καταταχθεί σε κατηγορίες y1,…,yn∈Y. Το σύνολο των παραδειγµάτων 

D={(x 1,y1),…,(xn,yn)} ονοµάζεται σύνολο εκπαίδευσης. 

Χρησιµοποιώντας το σύνολο D πρέπει να κατασκευαστεί µία απεικόνιση 

:g X Y→ που θα είναι καλή προσέγγιση της  f. Η διαδικασία κατασκευής της g 

υλοποιείται από έναν αλγόριθµο επαγωγής (induction algorithm). Η συµπεριφορά της 

g καθορίζεται από ένα σύνολο παραµέτρων, έστω θ, και ο αλγόριθµος επαγωγής 

επιλέγει τις παραµέτρους θ ώστε η g να κατατάσσει κατά το δυνατόν σωστότερα τα 

παραδείγµατα του συνόλου D. Η απεικόνιση g ονοµάζεται συνήθως ταξινοµητής 

(classifier) και η παραπάνω διαδικασία επιλογής των κατάλληλων παραµέτρων είναι 

γνωστή ως εκπαίδευση του ταξινοµητή µιας και ο ταξινοµητής εκπαιδεύεται από τα 

παραδείγµατα του συνόλου εκπαίδευσης. 

Αφού επιλεγούν οι παράµετροι θ, πρέπει να ελεγχθεί αν όντως η απεικόνιση g είναι 

καλή προσέγγιση της f. Αυτό µπορεί να γίνει ελέγχοντας αν η g κατατάσσει σωστά 

κάποια παραδείγµατα των οποίων η κατηγορία είναι γνωστή εκ των προτέρων. Το 

ποσοστό σωστών κατατάξεων ονοµάζεται ακρίβεια κατάταξης (classification 

accuracy) και είναι το µέτρο που χρησιµοποιείται συνήθως για την αξιολόγηση 

ταξινοµητών. Για τη µέτρηση της ακρίβειας κατάταξης δεν πρέπει να 

χρησιµοποιηθούν τα παραδείγµατα του συνόλου εκπαίδευσης D γιατί αυτά 

χρησιµοποιήθηκαν ήδη για τον καθορισµό των παραµέτρων θ και είναι αναµενόµενο 

ότι η g θα τα κατατάσσει σωστά. Για το λόγο αυτό χρησιµοποιείται ένα σύνολο 

παραδειγµάτων που δεν λήφθηκαν υπόψιν κατά τη διαδικασία της εκπαίδευσης το 

οποίο ονοµάζεται σύνολο ελέγχου (test set). 

Συχνά η απεικόνιση g, που παράγεται από τη διαδικασία εκπαίδευσης, ταιριάζει πολύ 

καλά στα δεδοµένα εκπαίδευσης (δηλαδή τα κατατάσσει σωστά) αλλά παρόλα αυτά 

έχει κακή ικανότητα γενίκευσης, δίνει δηλαδή µεγάλο σφάλµα κατάταξης στα 

δεδοµένα του συνόλου ελέγχου. Μάλιστα είναι δυνατόν κάποια άλλη απεικόνιση g’ 

που δεν ταιριάζει τόσο καλά στα δεδοµένα εκπαίδευσης, να έχει καλύτερη ικανότητα 

γενίκευσης. Το φαινόµενο αυτό ονοµάζεται υπερεκπαίδευση (overfitting) και 

εµφανίζεται όταν µια απεικόνιση προσαρµόζεται πολύ καλά στα δεδοµένα 

εκπαίδευσης µε αποτέλεσµα να επηρεάζεται από τον τυχαίο θόρυβο που υπάρχει σε 
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αυτά. Για την αντιµετώπιση της υπερεκπαίδευσης, που είναι ιδιαίτερα έντονη όταν τα 

δεδοµένα εκπαίδευσης είναι λίγα και έχουν µεγάλη διάσταση, µπορεί να 

χρησιµοποιηθεί, ανάµεσα σε άλλες µεθόδους, η µείωση της διάστασης µέσω επιλογής 

χαρακτηριστικών που είναι το αντικείµενο αυτής της εργασίας. 

2.2. Επιλογή χαρακτηριστικών για προβλήµατα ταξινόµησης 

Σε ένα πρόβληµα ταξινόµησης υπάρχουν πολλά χαρακτηριστικά, των οποίων η 

γνώση δεν είναι απαραίτητη για το διαχωρισµό των αντικειµένων σε κατηγορίες. 

Αυτό συµβαίνει είτε γιατί τα χαρακτηριστικά αυτά δίνουν πληροφορία άσχετη µε το 

πρόβληµα είτε γιατί είναι περιττά, περιέχουν δηλαδή πληροφορία που δίνεται και από 

άλλα χαρακτηριστικά. Στην επιλογή χαρακτηριστικών ζητούµενο είναι ο εντοπισµός 

εκείνων των χαρακτηριστικών που είναι απαραίτητα για τη σωστή κατάταξη των 

αντικειµένων σε κατηγορίες. Απώτερος στόχος είναι να χρησιµοποιηθεί µόνο αυτό το 

υποσύνολο χρήσιµων χαρακτηριστικών κατά τη διαδικασία της ταξινόµησης και να 

αγνοηθούν τα υπόλοιπα χαρακτηριστικά, άσχετα ή περιττά. Θεωρητικά, εφόσον 

αγνοηθούν µόνο άσχετα ή περιττά χαρακτηριστικά, η απόδοση του ταξινοµητή που 

θα κατασκευαστεί δεν θα είναι χειρότερη από την απόδοση που θα επιτυγχανόταν αν 

χρησιµοποιούνταν όλα τα χαρακτηριστικά. Πολλές φορές στην πράξη, η απόδοση όχι 

µόνο δεν χειροτερεύει αλλά βελτιώνεται σηµαντικά γιατί χάρη στη µείωση της 

διάστασης αµβλύνεται το φαινόµενο της υπερεκπαίδευσης.  

Η επιλογή χαρακτηριστικών διαφέρει από άλλες µεθόδους µείωσης της διάστασης 

όπως η εξαγωγή χαρακτηριστικών ως προς το ότι δεν µετασχηµατίζει το χώρο των 

δεδοµένων, απλά απορρίπτει τις συνιστώσες που είναι λιγότερο σηµαντικές. Αυτή η 

διαφορά µπορεί να είναι πολύ σηµαντική για κάποιες εφαρµογές. 

Εκτός από τη βελτίωση της απόδοσης, περισσότερα οφέλη µπορεί να προκύψουν 

µέσω της επιλογής χαρακτηριστικών. Ένα από αυτά είναι ότι µία απεικόνιση που 

ορίζεται βάσει λίγων χαρακτηριστικών είναι πιο εύκολα ερµηνεύσιµη από µία 

απεικόνιση που ορίζεται βάσει πολλών χαρακτηριστικών. Επίσης, διακρίνοντας ποια 

χαρακτηριστικά είναι πιο σηµαντικά για το αποτέλεσµα µιας διαδικασίας, µπορεί να 

αποκτηθεί διαίσθηση για το πραγµατικό πρόβληµα, επιτρέποντας στους ειδικούς του 

τοµέα να το αντιµετωπίσουν αποτελεσµατικότερα. Αυτή η πτυχή της επιλογής 
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χαρακτηριστικών είναι ιδιαιτέρως σηµαντική για προβλήµατα βιοπληροφορικής όπου 

για παράδειγµα δίνει τη δυνατότητα να αναγνωριστούν γονίδια που σχετίζονται µε 

διάφορες νόσους. Τέλος υπάρχει κέρδος όσον αφορά στο υπολογιστικό κόστος. 

Χρησιµοποιώντας λιγότερα χαρακτηριστικά, η εκπαίδευση ταξινοµητών είναι 

γρηγορότερη, το ίδιο και η διαδικασία της κατάταξης, ενώ µειώνονται και οι 

απαιτήσεις σε αποθηκευτικό χώρο. 

2.3. Σηµαντικές έννοιες για το πρόβληµα της επιλογής χαρακτηριστικών 

Περιγράφοντας αφηρηµένα την εκπαίδευση ενός ταξινοµητή, θα λέγαµε ότι πρόκειται 

για µία διαδικασία κατά την οποία αναζητούνται στα δεδοµένα εκπαίδευσης 

συσχετίσεις µεταξύ των τιµών των χαρακτηριστικών και της τιµής της κατηγορίας. 

Στη συνέχεια, στη φάση της κατάταξης οι συσχετίσεις αυτές χρησιµοποιούνται για να 

κατατάξουν σε κατηγορίες άγνωστα παραδείγµατα. Για παράδειγµα, µπορεί να 

δίνεται ένα σύνολο εκπαίδευσης στο οποίο παρατηρείται ότι για τα παραδείγµατα που 

το χαρακτηριστικό Χ1 έχει τιµή 0, η κατηγορία έχει τιµή 1, ενώ όταν το Χ1 έχει τιµή 

1, η κατηγορία έχει τιµή 0. Με βάση αυτή τη συσχέτιση µπορούµε να συµπεράνουµε 

ότι η τιµή του χαρακτηριστικού Χ1 επηρεάζει την τιµή της κατηγορίας και έτσι να 

κατατάσσουµε µελλοντικά παραδείγµατα στην κατηγορία 0 ή 1 ανάλογα µε την τιµή 

του Χ1. 

Γενικά σε ένα σύνολο δεδοµένων, παρατηρούνται συσχετίσεις µεταξύ της τιµής 

κάποιων χαρακτηριστικών και της τιµής της κατηγορίας. Με βάση τη συζήτηση της 

ενότητας 2.1 θα λέγαµε ότι η έξοδος της άγνωστης απεικόνισης f φαίνεται να 

επηρεάζεται από αυτά τα χαρακτηριστικά, τα οποία ονοµάζονται συναφή (relevant). 

Προφανώς τα συναφή χαρακτηριστικά είναι χρήσιµα για τη διαδικασία της 

ταξινόµησης γιατί µε βάση αυτά ορίζονται οι αντιστοιχήσεις που χρησιµοποιούνται 

για την κατάταξη των παραδειγµάτων. Τα συναφή χαρακτηριστικά δίνουν 

πληροφορία για την κατηγορία µε την έννοια ότι αν δεν υπήρχαν, η κατάταξη των 

άγνωστων παραδειγµάτων θα γινόταν µε τυχαίο τρόπο. Προφανώς, αν ζητείται η 

επιλογή ενός υποσυνόλου χαρακτηριστικών ώστε να χρησιµοποιηθεί για τη 

διαδικασία της ταξινόµησης, τα συναφή χαρακτηριστικά είναι αυτά που πρέπει να 

επιλεγούν.  
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Στη συνέχεια ορίζεται σε µαθηµατική βάση η έννοια της συνάφειας (relevance) που 

περιγράφηκε έως τώρα αφηρηµένα. Παράλληλα µε τους ορισµούς που δίνονται, 

εξετάζονται κάποιες σηµαντικές έννοιες σηµαντικές για το πρόβληµα της επιλογής 

χαρακτηριστικών. Οι ορισµοί που δίνονται εκφράζονται βάσει πιθανοτήτων. Η τυχαία 

µεταβλητή Υ αντιστοιχεί στην κατηγορία και η τυχαία µεταβλητή Xi αντιστοιχεί στο 

i-οστό χαρακτηριστικό. Σύµφωνα µε τον πρώτο ορισµό, ένα χαρακτηριστικό είναι 

συναφές αν η γνώση του αλλάζει την εκτίµηση για την τιµή της κατηγορίας. 

Ορισµός 1: Ένα χαρακτηριστικό Χi είναι συναφές αν και µόνο αν υπάρχουν τιµές xi και 

y µε P(Xi=xi)>0 τέτοια ώστε P(Y=y|Xi=xi)≠ P(Y=y). 

Ο ορισµός αυτός δεν είναι πλήρης γιατί είναι πιθανό, ένα χαρακτηριστικό που δεν 

δίνει πληροφορία για την κατηγορία από µόνο του, να είναι χρήσιµο σε συνδυασµό 

µε άλλα χαρακτηριστικά. Για την περιγραφή της κατάστασης αυτής, όπου µία οµάδα 

χαρακτηριστικών δρουν συµπληρωµατικά, χρησιµοποιείται συνήθως ο όρος 

αλληλεπίδραση (interaction). Ένα απλό παράδειγµα χαρακτηριστικών που 

αλληλεπιδρούν είναι το πρόβληµα XOR. Έστω ότι o χώρος Χ περιλαµβάνει 2 

δυαδικά χαρακτηριστικά Χ1, Χ2 και έστω µία απεικόνιση f:X →Y, µε f(X1,X2) = 

X1⊕ X2, όπου ⊕  το σύµβολο XOR (exclusive or). Η έξοδος της f έχει τιµή 1 όταν 

µόνο µία από τις µεταβλητές Χ1, Χ2 ισούται µε 1, και τιµή 0 σε κάθε άλλη περίπτωση. 

Έστω ότι δίδονται τα δεδοµένα εκπαίδευσης του πίνακα 2.1. 

Πίνακας 2.1 Το πρόβληµα XOR 

Y X1 X2 

0 0 0 

1 0 1 

1 1 0 

0 1 1 

0 1 1 
Από τα δεδοµένα εκπαίδευσης παρατηρούµε ότι η κατηγορία µπορεί να παίρνει την 

τιµή µηδέν ή ένα µε την ίδια πιθανότητα. Οι πιθανότητες για την τιµή της κατηγορίας 

παραµένουν ίδιες ακόµα και όταν το χαρακτηριστικό Χ1 είναι γνωστό. Συγκεκριµένα 

όταν Χ1=0 τότε P(Y=0|X1=0)=P(Y=1|X1=0)=1/2 και οµοίως όταν Χ1=1 τότε 
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P(Y=0|X1=1)=P(Y=1|X1=1)=1/2. Το ίδιο ισχύει και για το χαρακτηριστικό Χ2. Αν και 

τα δύο χαρακτηριστικά όταν κρίνονται µεµονωµένα φαίνονται να µην είναι χρήσιµα, 

ο συνδυασµός τους καθορίζει µε µοναδικό τρόπο την τιµή της κατηγορίας. 

Ένας δεύτερος ορισµός που λαµβάνει υπόψιν τα παραπάνω προβλέπει ότι ένα 

χαρακτηριστικό Xi είναι συναφές αν η απουσία του οδηγεί στο να µην µπορεί να 

υπάρξει µονοσήµαντη αντιστοίχηση των τιµών των χαρακτηριστικών και της τιµής 

της κατηγορίας. Το Xi είναι δηλαδή συναφές, αν υπάρχουν δύο παραδείγµατα Α και Β 

που ανήκουν σε διαφορετικές κατηγορίες και διαφέρουν µόνο στην τιµή τους για το 

χαρακτηριστικό Xi [6]. Έστω S το σύνολο όλων των χαρακτηριστικών Χ1,...,Χm και 

Si το σύνολο όλων των χαρακτηριστικών εξαιρουµένου του Xi.  

Ορισµός 2: Ένα χαρακτηριστικό Χi είναι συναφές αν και µόνο αν υπάρχουν xi, si και y 

µε P(Si=si, Xi=xi)>0 τέτοια ώστε P(Y=y|Si=si,Xi=xi)≠ P(Y=y|Si=si). 

Ακόµα και αυτός ο ορισµός δεν είναι πλήρως επαρκής αφού, αν υπάρχουν πολλά 

χαρακτηριστικά στο σύνολο δεδοµένων, είναι πολύ πιθανό να µην υπάρχει κανένα 

ζεύγος παραδειγµάτων που να διαφέρει µόνο σε ένα χαρακτηριστικό και έτσι όλα τα 

χαρακτηριστικά µπορούν να θεωρηθούν µη-συναφή. Στην εργασία [21] οι συγγραφείς 

εκφράζουν την άποψη ότι πρέπει να διακριθούν δύο είδη συνάφειας, ισχυρής και 

αδύναµης. Στην πρώτη κατηγορία ανήκουν χαρακτηριστικά για τα οποία ισχύει ο 

ορισµός 2. Αδύναµα-συναφή είναι τα χαρακτηριστικά που γίνονται ισχυρά-συναφή 

αν αφαιρεθεί ένα υποσύνολο χαρακτηριστικών. 

Ορισµός 3: Ένα χαρακτηριστικό Χi είναι αδύναµα-συναφές αν και µόνο αν  δεν είναι 

ισχυρά-συναφές και υπάρχει ένα υποσύνολο Si’  του Si για το οποίο υπάρχουν xi, si’  και y 

µε P(Si’=s i’,Xi=xi)>0, τέτοια ώστε P(Y=y|Si’=s i’,Xi=xi)≠ P(Y=y|Si’=s i’). 

Ένα ισχυρά-συναφές χαρακτηριστικό δεν πρέπει να αγνοηθεί γιατί τότε δεν µπορεί να 

υπάρξει µονοσήµαντη αντιστοιχία µεταξύ της τιµής των χαρακτηριστικών και της 

τιµής της κατηγορίας στα δεδοµένα εκπαίδευσης. Από την άλλη,  ένα αδύναµα 

συναφές χαρακτηριστικό, έστω Χi, περιέχει µεν πληροφορία για την κατηγορία, αλλά 

µπορεί να αγνοηθεί γιατί υπάρχει κάποιο υποσύνολο χαρακτηριστικών που δίνει την 

ίδια πληροφορία. Λέγεται ότι το χαρακτηριστικό Xi καθίσταται περιττό (redundant) 

λόγω της παρουσίας των υπόλοιπων. Το Xi είναι δυνατόν να καταστεί απαραίτητο αν 

αφαιρεθούν κάποια χαρακτηριστικά. Ένα χαρακτηριστικό που δεν είναι ισχυρά ή 
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αδύναµα συναφές, ονοµάζεται µη-συναφές (irrelevant). Ένα τέτοιο χαρακτηριστικό 

δεν προσφέρει σε καµία περίπτωση πληροφορία για την κατηγορία.  

Σύµφωνα µε τα παραπάνω, στόχος στην επιλογή χαρακτηριστικών για το πρόβληµα 

της ταξινόµησης είναι η εύρεση ενός υποσυνόλου συναφών και µη περιττών 

χαρακτηριστικών. Η επιλογή περιττών και µη-συναφών χαρακτηριστικών αυξάνει τη 

διάσταση χωρίς να δίνει επιπλέον πληροφορία και έτσι αυξάνει τον κίνδυνο να 

υπάρξει υπερεκπαίδευση.  

2.4. Τεχνικές αναζήτησης 

Το πρόβληµα της επιλογής χαρακτηριστικών είναι δύσκολο για πολλούς λόγους. 

Ένας από αυτούς είναι ότι το πλήθος των πιθανών λύσεων στο πρόβληµα αυξάνεται 

εκθετικά ως προς το πλήθος των χαρακτηριστικών. Αν υποθέσουµε ότι υπάρχει ένα 

κριτήριο αξιολόγησης J βάσει του οποίου µπορεί να αποτιµηθεί η ποιότητα ενός 

υποσυνόλου χαρακτηριστικών, και ότι το πλήθος των χαρακτηριστικών είναι Ν, τότε 

2Ν διαφορετικά υποσύνολα πρέπει να αποτιµηθούν προκειµένου να βρεθεί το 

καλύτερο. Προφανώς η εξαντλητική εξερεύνηση του χώρου των υποσυνόλων δεν 

είναι εφικτή και έτσι διαφορές τεχνικές αναζήτησης επιστρατεύονται ώστε να 

επιτευχθεί η εύρεση ενός αρκετά καλού υποσυνόλου µέσα σε λογικά χρονικά 

πλαίσια. Το κριτήριο J χρησιµοποιείται όχι µόνο για την επιλογή του καλύτερου 

υποσυνόλου, αλλά και για να καθοδηγήσει την αναζήτηση. Στη συνέχεια 

παρουσιάζονται συνοπτικά µερικές συχνά χρησιµοποιούµενες τεχνικές αναζήτησης 

όπως η προς-τα-εµπρός επιλογή (forward selection) και η προς-τα-πίσω απαλοιφή 

(backward elimination) που είναι δύο διαφορετικές εκδοχές άπληστης αναζήτησης, η 

αναζήτηση πρώτα στο καλύτερο (best first search), οι γενετικοί αλγόριθµοι κ.α. 

 

Forward selection 

Ο αλγόριθµος χτίζει αυξητικά το υποσύνολο των επιλεγµένων χαρακτηριστικών. 

Αρχικά το υποσύνολο επιλεγµένων χαρακτηριστικών είναι κενό. Σε ένα τυπικό βήµα 

του αλγόριθµου, εξετάζονται όλα τα υποσύνολα που προκύπτουν από την προσθήκη 

ενός χαρακτηριστικού στο τρέχον υποσύνολο. Το χαρακτηριστικό που οδηγεί στη 
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µεγαλύτερη αύξηση απόδοσης σύµφωνα µε το κριτήριο αποτίµησης ενσωµατώνεται 

στο τρέχον υποσύνολο. Η επέκταση µε την προσθήκη ενός χαρακτηριστικού κάθε 

φορά συνεχίζεται ωσότου ικανοποιηθεί κάποια συνθήκη τερµατισµού. 

Συνήθως η επέκταση σταµατάει όταν κανέναν από τα υποσύνολα-παιδιά δεν οδηγεί 

σε βελτίωση της απόδοσης. Μια τόσο αυστηρή συνθήκη τερµατισµού µπορεί να 

οδηγήσει τον αλγόριθµο σε πρόωρο σταµάτηµα. Μια πιο χαλαρή συνθήκη 

τερµατισµού προβλέπει τη συνέχιση των επεκτάσεων εφόσον υπάρχει κάποιο 

υποσύνολο-παιδί που οδηγεί σε απόδοση το ίδιο καλή µε την έως τώρα καλύτερη και 

τερµατισµό αν η απόδοση δεν βελτιωθεί µετά από Ν διαδοχικές επεκτάσεις.  

Backward elimination 

Το αρχικό υποσύνολο περιέχει όλα τα χαρακτηριστικά. Ακολουθώντας πορεία 

αντίστροφη σε σχέση µε την προηγούµενη µέθοδο, σε κάθε επανάληψη εξετάζονται 

όλα τα υποσύνολα που προκύπτουν από τη διαγραφή ενός χαρακτηριστικού από το 

τρέχον υποσύνολο. Τελικά διαγράφεται αυτό του οποίου η απουσία οδηγεί στη 

µεγαλύτερη απόδοση ως προς το κριτήριο αξιολόγησης. 

Best first search 

Στις δύο προηγούµενες µεθόδους, υπάρχει µία κατάσταση (ένα υποσύνολο) η οποία 

επεκτείνεται είτε προσθέτοντας είτε διαγράφοντας χαρακτηριστικά. Οι καταστάσεις 

παιδιά που προκύπτουν αξιολογούνται, η καλύτερη ανάµεσα τους επιλέγεται και 

επεκτείνεται ενώ οι υπόλοιπες αγνοούνται. Στην παρούσα µέθοδο δεν αγνοείται 

καµία κατάσταση, αντίθετα όλες οι καταστάσεις-παιδιά αφού αξιολογηθούν 

τοποθετούνται σε µία λίστα. Στη συνέχεια, σε κάθε βήµα εντοπίζεται η καλύτερη 

κατάσταση από τη λίστα και αυτή είναι που επεκτείνεται. Οι καταστάσεις-παιδιά που 

προκύπτουν µε τη σειρά τους αποτιµώνται και τοποθετούνται στη λίστα. Η 

διαδικασία τερµατίζει αν µετά από Ν διαδοχικές επεκτάσεις δεν προκύψει κάποια 

κατάσταση που να βελτιώνει την απόδοση. Η µέθοδος έχει µεγάλη πολυπλοκότητα. 

Plus l – take away r 

Σε αυτή τη µέθοδο l βήµατα forward selection ακολουθούνται από r βήµατα 

backward elimination. Σε µια τυπική επανάληψη του αλγορίθµου, ξεκινώντας από 

ένα υποσύνολο µεγέθους Ν, ακολουθεί η προσθήκη l χαρακτηριστικών. Στη συνέχεια 
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εξετάζονται τα σύνολα που προκύπτουν από τη διαγραφή ενός χαρακτηριστικού µε 

σκοπό να βρεθεί κάποιο υποσύνολο µεγέθους Ν+l -1 µε απόδοση καλύτερη από το 

προηγούµενο ίδιου µεγέθους. Το σκεπτικό είναι ότι ένα χαρακτηριστικό που 

συµπεριλήφθηκε αρχικά στο υποσύνολο γιατί έδωσε µεγάλη απόδοση όταν κρίθηκε 

µεµονωµένα, µπορεί να µην συνδυάζεται τόσο καλά µε χαρακτηριστικά που 

προστέθηκαν στη συνέχεια. Αντίθετα κάποιο χαρακτηριστικό που από µόνο του δεν 

φαίνεται αξιόλογο, µπορεί να δίνει έναν ισχυρό συνδυασµό µε χαρακτηριστικά που 

προστέθηκαν πρόσφατα. Τελικά γίνονται r διαγραφές, πριν η µέθοδος συνεχίσει και 

πάλι µε την προσθήκη l χαρακτηριστικών. 

Floating search 

Η µέθοδος αυτή [27] είναι παρόµοια µε την προηγούµενη µέθοδο. Η διαφορά τους 

έγκειται στο ότι ο αριθµός των backward βηµάτων που ακολουθούν τα forward 

βήµατα δεν είναι προκαθορισµένος. Τα backward βήµατα συνεχίζονται όσο οι 

διαγραφές βελτιώνουν το κριτήριο αξιολόγησης σε σχέση µε την προηγούµενη 

καλύτερη τιµή. 

Γενετικοί αλγόριθµοι 

Ένας γενετικός αλγόριθµος είναι µία στοχαστική µέθοδος βελτιστοποίησης η οποία 

είναι εµπνευσµένη από το τη βιολογική διαδικασία της φυσικής επιλογής. Αρχικά 

δίνεται ένα σύνολο από πιθανές λύσεις του προβλήµατος, που ονοµάζεται 

πληθυσµός. Τα στοιχεία του πληθυσµού αποτιµώνται µε βάση κάποια συνάρτηση 

αξιολόγησης. Κάποια από τα στοιχεία του πληθυσµού επιλέγονται για τη φάση της 

αναπαραγωγής. Τα επιλεγµένα στοιχεία συνδυάζονται µεταξύ τους και παράγουν την 

επόµενη γενιά του πληθυσµού. Η πιθανότητα επιλογής ενός στοιχείου για 

αναπαραγωγή είναι ανάλογη του πόσο καλό είναι σύµφωνα µε τη συνάρτηση 

αποτίµησης. Έτσι υπάρχει η τάση µε την πάροδο των γενεών να «επιβιώσουν» 

στοιχεία του πληθυσµού µε καλά χαρακτηριστικά και από τους συνδυασµούς τους να 

προκύψουν καλές λύσεις. 

Στο πρόβληµα της επιλογής χαρακτηριστικών, τα στοιχεία του πληθυσµού είναι 

υποσύνολα χαρακτηριστικών που αναπαριστώνται από δυαδικά διανύσµατα. Κατά τη 

φάση της αναπαραγωγής, δύο υποσύνολα S1, S2 συνδυάζονται και δίνουν ένα νέο που 

περιέχει ένα µέρος των χαρακτηριστικών του S1 και ένα µέρος των χαρακτηριστικών 
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του S2. Η συνάρτηση που χρησιµοποιείται για την αποτίµηση είναι συνήθως η 

απόδοση του αντίστοιχου ταξινοµητή. 

2.5. Επιλογή χαρακτηριστικών µε wrapper 

Στην κατηγορία των wrapper µεθόδων εντάσσονται όλοι οι αλγόριθµοι επιλογής 

χαρακτηριστικών που χρησιµοποιούν την ακρίβεια ταξινόµησης ως κριτήριο 

αξιολόγησης των υποσυνόλων. Η αξιολόγηση µε βάση την απόδοση του ταξινοµητή 

απαιτεί την κατασκευή του ταξινοµητή για κάθε υποσύνολο χαρακτηριστικών που 

εξετάζεται και έχει ως αρνητικό επακόλουθο το αυξηµένο υπολογιστικό κόστος σε 

σχέση µε τις πιο εξελιγµένες embedded µεθόδους ή τα φίλτρα. Παρόλα αυτά οι 

wrapper έχουν και κάποια πλεονεκτήµατα που κάνουν τη χρήση τους ελκυστική ιδίως 

σε συνδυασµό µε φίλτρα για την ανάπτυξη υβριδικών αλγορίθµων. 

2.5.1. Η διαδικασία αξιολόγησης µε χρήση wrapper 

Η αξιολόγηση ενός υποψήφιου υποσυνόλου, έστω S, γίνεται ως εξής. Τα δεδοµένα 

εκπαίδευσης χωρίζονται σε δύο σύνολα, εκπαίδευσης (training) και επικύρωσης 

(validation). Από τα παραδείγµατα και των δύο συνόλων διαγράφονται τα 

χαρακτηριστικά που δεν ανήκουν στο υποψήφιο υποσύνολο S. Ο ταξινοµητής 

εκπαιδεύεται στο τροποποιηµένο σύνολο εκπαίδευσης που προκύπτει και στη 

συνέχεια κατατάσσει τα παραδείγµατα του τροποποιηµένου συνόλου επικύρωσης. Η 

ακρίβεια ταξινόµησης που επιτυγχάνεται στο σύνολο επικύρωσης είναι το κριτήριο 

αξιολόγησης. 

Όταν τα διαθέσιµα παραδείγµατα είναι λίγα δεν υπάρχει περιθώριο να σχηµατιστεί 

µεγάλο σύνολο επικύρωσης γιατί τότε το σύνολο εκπαίδευσης γίνεται υπερβολικά 

µικρό. Μικρό όµως σύνολο επικύρωσης συνεπάγεται µη αξιόπιστη εκτίµηση της 

ακρίβειας.  Σε αυτή την περίπτωση χρησιµοποιείται συνήθως η τεχνική cross 

validation [5]. Τα παραδείγµατα εκπαίδευσης χωρίζονται σε k ξένα υποσύνολα 

(υποσύνολα παραδειγµάτων). Ο ταξινοµητής εκπαιδεύεται στα παραδείγµατα των k-1 

υποσυνόλων ενώ ένα υποσύνολο παίζει το ρόλο του συνόλου επικύρωσης. Η 

διαδικασία επαναλαµβάνεται k φορές έτσι ώστε κάθε υποσύνολο να παίξει το ρόλο 
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του συνόλου επικύρωσης µία φορά. Ο µέσος όρος της ακρίβειας ταξινόµησης στα 

διαφορετικά σύνολα επικύρωσης είναι το κριτήριο αξιολόγησης.  

Οι wrapper µπορούν να συνδυαστούν µε οποιαδήποτε µέθοδο αναζήτησης όπως για 

παράδειγµα µε τις µεθόδους που παρουσιάστηκαν στην ενότητα 2.4. Πιο 

συνηθισµένες στη βιβλιογραφία είναι οι µέθοδοι forward selection και backward 

elimination. 

2.5.2. Χαρακτηριστικά των wrapper 

Οι wrapper µεθοδολογίες µπορούν να χρησιµοποιηθούν µε οποιονδήποτε ταξινοµητή 

καθώς δεν εξαρτώνται από τον τρόπο λειτουργίας τους, παρά µόνο χρησιµοποιούν 

την απόδοση τους για να αξιολογήσουν υποψήφια υποσύνολα χαρακτηριστικών. Το 

ισχυρότερο επιχείρηµα υπέρ της χρήσης των wrapper είναι ότι λαµβάνουν υπόψη την 

επαγωγική πόλωση (inductive bias) του ταξινοµητή [21],[6]. Κάθε ταξινοµητής έχει 

τα δικά του ιδιαίτερα χαρακτηριστικά και τον δικό του τρόπο που απεικονίζει την 

είσοδο που δέχεται σε έξοδο. Αυτό σηµαίνει ότι το καλύτερο υποσύνολο 

χαρακτηριστικών για έναν ταξινοµητή δεν είναι απαραίτητα το καλύτερο υποσύνολο 

για έναν ταξινοµητή άλλου τύπου. Η ακρίβεια ταξινόµησης είναι το πιο αξιόπιστο 

κριτήριο για να ελεγχθεί αν ένα υποσύνολο χαρακτηριστικών δουλεύει καλά σε 

συνδυασµό µε έναν ταξινοµητή.  

Θεωρητικά η χρήση wrapper δίνει τη δυνατότητα ανακάλυψης αλληλεπιδράσεων 

µεταξύ χαρακτηριστικών κι αυτό γιατί τα χαρακτηριστικά δεν αξιολογούνται 

µεµονωµένα αλλά ως µέρη ενός υποσυνόλου. Φυσικά αν υπάρχουν χαρακτηριστικά 

που αλληλεπιδρούν, η ανακάλυψη τους εξαρτάται από το αν θα τύχει να βρεθούν στο 

ίδιο υποψήφιο υποσύνολο ώστε να αξιολογηθούν ως οµάδα. Τελικά αυτό είναι κάτι 

που εξαρτάται από το µηχανισµό αναζήτησης και κυρίως από το χρόνο που δίνεται 

στον αλγόριθµο για να εκτελεστεί.  

Το βασικό µειονέκτηµα των wrapper είναι το µεγάλο υπολογιστικό κόστος. Η 

αποτίµηση κάθε υποψήφιου υποσυνόλου συνεπάγεται την εκπαίδευση του 

ταξινοµητή και τη µέτρηση της απόδοσης στο σύνολο επικύρωσης που είναι συνήθως 

µια αργή διαδικασία.  
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Τέλος, ένα µεγάλο πρόβληµα των wrapper είναι ότι η επιλογή υποσυνόλου µε βάση 

την ακρίβεια ταξινόµησης µπορεί να αποδειχθεί τελείως αναξιόπιστη ως µέθοδος 

παρά το γεγονός ότι η ακρίβεια αυτή µετράται σε ένα ξεχωριστό σύνολο επικύρωσης 

που δεν χρησιµοποιείται κατά τη φάση της εκπαίδευσης. Επειδή ο αριθµός των 

υποσυνόλων που εξετάζονται από έναν wrapper είναι µεγάλος, είναι πολύ πιθανό να 

βρεθεί τελικά από τύχη ένα υποσύνολο που δίνει πολύ καλή απόδοση στο σύνολο 

επικύρωσης, χωρίς όµως να έχει καλή ικανότητα γενίκευσης [20],[28]. Την ίδια 

στιγµή µπορεί άλλα υποσύνολα µε σηµαντικά µικρότερη ακρίβεια ταξινόµησης στο 

σύνολο επικύρωσης να επιτυγχάνουν καλύτερη ικανότητα γενίκευσης. Το πρόβληµα 

αυτό είναι γενικά γνωστό ως το πρόβληµα πολλαπλών συγκρίσεων και είναι πολύ 

έντονο όταν το σύνολο µε τα διαθέσιµα δεδοµένα εκπαίδευσης είναι πολύ µικρό [29].  

Στη βιβλιογραφία υπάρχουν πολλές εργασίες που έχουν χρησιµοποιήσει wrapper 

µεθοδολογίες παρόλα αυτά δεν θα γίνει κάποια λεπτοµερέστερη ανάλυση καθώς οι 

µέθοδοι ακολουθούν την ίδια φιλοσοφία χωρίς να παρουσιάζουν ιδιαίτερες διαφορές. 

Μια επισκόπηση των wrapper µεθόδων παρουσιάζεται στα [21] και [6].  

2.6. Επιλογή χαρακτηριστικών µε φίλτρα 

Στην κατηγορία των φίλτρων ανήκουν όσοι αλγόριθµοι δεν βασίζονται σε κάποιο 

ταξινοµητή προκειµένου να εκτιµήσουν την ποιότητα ενός υποσυνόλου 

χαρακτηριστικών, αντίθετα χρησιµοποιώντας στατιστικά µέτρα προσπαθούν να 

εντοπίσουν συναφή χαρακτηριστικά. ∆ύο βασικές κατηγορίες φίλτρων µπορούν να 

διακριθούν που παρουσιάζονται στις επόµενες ενότητες. 

2.6.1. Univariate µέθοδοι 

Οι univariate µέθοδοι αξιολογούν κάθε χαρακτηριστικό µε βάση τη συσχέτισή του µε 

τις κατηγορίες. Όσο µεγαλύτερη συσχέτιση υπάρχει, τόσο πιο χρήσιµο θεωρείται το 

χαρακτηριστικό. Κατόπιν επιλέγονται τα Ν πιο συσχετισµένα χαρακτηριστικά όπου Ν 

ένας αριθµός που καθορίζεται εµπειρικά.  

Οι univariate µέθοδοι εµφανίζουν κάποιες αδυναµίες µε κυριότερη ότι δεν 

προλαµβάνουν την επιλογή περιττών χαρακτηριστικών, αφού κάθε χαρακτηριστικό 
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αξιολογείται ξεχωριστά χωρίς να λαµβάνεται υπόψιν ποια άλλα χαρακτηριστικά 

έχουν επιλεγεί. Προφανώς για τον ίδιο λόγο δεν είναι σε θέση να εντοπίσουν 

αλληλεπιδράσεις µεταξύ των χαρακτηριστικών. Παρόλα αυτά οι univariate µέθοδοι 

χρησιµοποιούνται αρκετά συχνά  κυρίως σε προβλήµατα βιοπληροφορικής.  

Στη συνέχεια παρουσιάζονται µερικά από τα κριτήρια που έχουν χρησιµοποιηθεί στη 

βιβλιογραφία για τη µέτρηση της συσχέτισης. Το κριτήριο του Fischer µπορεί να 

χρησιµοποιηθεί σε προβλήµατα δύο κατηγοριών. Σύµφωνα µε αυτό η συσχέτιση του 

i-οστού χαρακτηριστικού υπολογίζεται ως [25]:  

( )
1 2

2

1 2
2 2

i i

i i
iw

µ µ
σ σ

−
=

+
 Εξ. 2.1 

Τα µi1 και µi2 αντιστοιχούν στη µέση τιµή του i-οστού χαρακτηριστικού για τα 

παραδείγµατα της πρώτης και δεύτερης κατηγορίας αντίστοιχα. Οµοίως, σi1 και σi2 

είναι οι τυπικές αποκλίσεις του i-οστου χαρακτηριστικού για τα παραδείγµατα της 

πρώτης και δεύτερης κατηγορίας αντίστοιχα. Μεγάλη τιµή του βάρους wi  σηµαίνει 

ότι τα παραδείγµατα της πρώτης κατηγορίας διαφέρουν σηµαντικά από τα 

παραδείγµατα της δεύτερης ως προς το χαρακτηριστικό i και εποµένως το 

χαρακτηριστικό έχει ισχυρή συσχέτιση.  

Το F-test [10],[12] µπορεί να χρησιµοποιηθεί για προβλήµατα µε Κ κατηγορίες και 

ορίζεται ως εξής: 

2

i
j 2

( )( )
w = 

( )( )

i kj j
k

i ij kj
i k

I y k x x

I y k x x

= −

= −

∑∑
∑∑

 

Εξ. 2.2 

όπου kjx είναι η µέση τιµή του χαρακτηριστικού j για τα παραδείγµατα της 

κατηγορίας ck, ενώ jx  είναι η µέση τιµή του χαρακτηριστικού j υπολογισµένη µε 

βάση όλα τα παραδείγµατα. Η έκφραση I(Α) ισούται µε ένα αν η πρόταση Α είναι 

αληθής, διαφορετικά ισούται µε µηδέν. O αριθµητής αυξάνεται όταν οι µέσες τιµές 

kjx  διαφέρουν µεταξύ τους για διαφορετικά k και άρα διαφέρουν και από το jx . Ο 

παρονοµαστής µειώνεται όταν υπάρχει µικρή διακύµανση µεταξύ παραδειγµάτων της 

ίδιας κατηγορίας ως προς το χαρακτηριστικό j.  
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Ένα άλλο µέτρο της εξάρτησης µεταξύ δύο τυχαίων µεταβλητών είναι η αµοιβαία 

πληροφορία (mutual information). Η αµοιβαία πληροφορία, σε αντίθεση µε τους 

προηγούµενους συντελεστές συσχέτισης, µπορεί να ανιχνεύσει µη γραµµικές 

εξαρτήσεις µεταξύ των µεταβλητών [4],[16]. Αν Χ και Υ δύο διακριτές τυχαίες 

µεταβλητές µε περιθώριες κατανοµές p(x) και p(y) και από κοινού κατανοµή p(x,y), η 

αµοιβαία πληροφορία τους I(X,Y) ισούται µε: 

,

( , )
( , ) ( , ) log

( ) ( )x y

p x y
I X Y p x y

p x p y
=∑

 
Εξ. 2.3 

Η τιµή της αµοιβαίας πληροφορίας είναι µηδέν όταν οι µεταβλητές Χ και Υ είναι 

ανεξάρτητες και µεγαλύτερη του µηδενός σε κάθε άλλη περίπτωση. Η τιµή της 

αυξάνεται όσο µεγαλύτερη είναι η εξάρτηση µεταξύ των δύο µεταβλητών. 

Η αµοιβαία πληροφορία σχετίζεται µε την εντροπία που είναι µέτρο της 

αβεβαιότητας για την τιµή µιας τυχαίας µεταβλητής. Έστω ότι ζητείται η πρόβλεψη 

της κατηγορίας Υ για ένα παράδειγµα για το οποίο δεν είναι γνωστό κανένα 

χαρακτηριστικό. Η πρόβλεψη της κατηγορίας θα πρέπει να γίνει αναγκαστικά στην 

τύχη. Η εντροπία της κατηγορίας Υ εκφράζει την αβεβαιότητα που υπάρχει στην 

πρόβλεψη αυτή. Αν η κατηγορία Υ παίρνει Ν διαφορετικές τιµές y1,…,yn µε 

πιθανότητες p(y1),…,p(yN) αντίστοιχα, η εντροπία της υπολογίζεται ως:  

1

( ) ( ) log( ( ))
N

i i
i

H Y p y p y
=

= −∑  Εξ. 2.4 

Έστω τώρα ότι γνωρίζουµε ότι για το νέο παράδειγµα που πρέπει να ταξινοµηθεί το 

χαρακτηριστικό Χ έχει τιµή x. Έχοντας παρατηρήσει στο σύνολο δεδοµένων ότι 

υπάρχει συσχέτιση µεταξύ της τιµής του X και της τιµής της κατηγορίας, η πρόβλεψη 

µπορεί να γίνει µε µικρότερη αβεβαιότητα που ισούται µε:  

1

( | ) ( | ) log( ( | ))
N

i i
i

H Y X x p y x p y x
=

= = −∑  Εξ. 2.5 

Γενικά η γνώση της τιµής του Χ, βοηθάει στο να υπάρχει µικρότερη η αβεβαιότητα 

στην πρόβλεψη της Υ που κατά µέσο όρο ισούται µε: 
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1

( | ) ( ) ( | )
m

j j
j

H Y X p x H Y X x
=

= − =∑  Εξ. 2.6 

όπου 1,..., mx x  οι τιµές που παίρνει το χαρακτηριστικό Χ. Η µείωση της αβεβαιότητας 

που υπάρχει χάρη στη γνώση του χαρακτηριστικού Χ ισούται µε την αµοιβαία 

πληροφορία του χαρακτηριστικού Χ µε την κατηγορία Υ [9], δηλαδή ισχύει: 

( ; ) ( ) ( | )I X Y H Y H Y X= −  Εξ. 2.7 

Άρα όσο µεγαλύτερη είναι η αµοιβαία πληροφορία ενός χαρακτηριστικού µε την 

κατηγορία τόσο χρησιµότερο είναι το χαρακτηριστικό.  

2.6.2. Multivariate µέθοδοι 

Οι multivariate µέθοδοι αποτιµούν χαρακτηριστικά λαµβάνοντας υπόψιν την 

παρουσία άλλων, προσπαθώντας έτσι να αποφύγουν την επιλογή περιττών 

χαρακτηριστικών. Στο επόµενο κεφάλαιο ασχολούµαστε περισσότερο µε τις 

multivariate µεθόδους, οπότε στην ενότητα αυτή παρουσιάζεται µόνο µία µέθοδος 

αυτής της κατηγορίας. Η µέθοδος προτείνεται στο [23] και βασίζεται στην έννοια του 

markov blanket. Έστω Υ η κατηγορία, F το σύνολο όλων των χαρακτηριστικών, Μi 

ένα υποσύνολο του F και Fi ένα χαρακτηριστικό  που ανήκει στο F αλλά δεν ανήκει 

στο Μi. Έστω επίσης F’=F-Mi-Fi. To Mi είναι markov-blanket για το χαρακτηριστικό 

Fi αν ισχύει 

( , ' ' | , ) ( , ' ' | )i i i i i iP Y y F f M m F f P Y y F f M m= = = = = = = =  Εξ. 2.8 

για οποιαδήποτε ανάθεση τιµών y,f’,mi,fi. Η ισχύς της (2.8) συνεπάγεται ότι:  

( | , ) ( | )i i i i i iP Y y M m F f P Y y M m= = = = = =  Εξ. 2.9 

Η ύπαρξη ενός markov-blanket Mi για ένα χαρακτηριστικό Fi εποµένως σηµαίνει ότι 

το Fi δεν δίνει επιπλέον πληροφορία για την κατηγορία από αυτή που δίνουν τα 

χαρακτηριστικά του Mi και εποµένως µπορεί να αφαιρεθεί. Επιπλέον, αν υποθέσουµε 

ότι χρησιµοποιείται η backward elimination µέθοδος αναζήτησης, η αφαίρεση του Fi 

λόγω ύπαρξης του Mi, εγγυάται ότι κάποιο άλλο χαρακτηριστικό Fj που αφαιρέθηκε 

νωρίτερα, δεν θα καταστεί και πάλι χρήσιµο. Η ισχύς της (2.9) συνεπάγεται ότι 
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,

( , ) ( ( | , ), ( | )) 0
i i

i i i i i i i i i i
m f

P M m F f D P Y M m F f P Y M m= = ⋅ = = = =∑  Εξ. 2.10 

όπου 
( )

( , ) ( ) log
( )x

P x
D P Q P x

Q x
=∑  είναι η KL-απόσταση των κατανοµών P και Q [9]. 

Όσο µικρότερο είναι το άθροισµα της εξίσωσης (2.10) τόσο µικρότερη είναι η 

πληροφορία που συνεισφέρει το Fi για την κατηγορία δοθέντος του Mi. Όταν το 

άθροισµα είναι µηδέν το χαρακτηριστικό Fi θεωρείται περιττό. 

Επειδή η αναζήτηση όλων των συνδυασµών από χαρακτηριστικά που θα µπορούσαν 

να αποτελέσουν markov-blanket για ένα χαρακτηριστικό Fi δεν είναι εφικτή, ως 

προσέγγιση του markov-blanket για το Fi θεωρείται το σύνολο Mi  που αποτελείται 

από τα k πιο όµοια µε το Fi χαρακτηριστικά. Η προσέγγιση αυτή βασίζεται στο 

σκεπτικό ότι τα πιο όµοια χαρακτηριστικά είναι αυτά που έχουν τη µεγαλύτερη 

πιθανότητα να καταστήσουν το Fi περιττό. Η παράµετρος k επιλέγεται εκ των 

προτέρων εµπειρικά.  

Ο αλγόριθµος χρησιµοποιεί µία backward-ellimination τεχνική αναζήτησης 

αφαιρώντας σε κάθε επανάληψη το χαρακτηριστικό που συνεισφέρει τη µικρότερη 

πληροφορία. Η συνεισφορά κάθε χαρακτηριστικού υπολογίζεται µε βάση την 

εξίσωση (2.10). 

2.7. Embedded µέθοδοι 

Στην κατηγορία αυτή συναντούµε µεθόδους που έχουν σχεδιαστεί µε στόχο να 

δουλεύουν σε συνεργασία µε ένα ταξινοµητή συγκεκριµένου τύπου. Σε αντίθεση µε 

τους wrapper που απλώς χρησιµοποιούν την έξοδο ενός ταξινοµητή, οι µέθοδοι αυτές 

επιλέγουν χαρακτηριστικά µε βάση το πως επηρεάζεται κάποια συνάρτηση κόστους 

που εµπλέκεται στη διαδικασία εκπαίδευσης του ταξινοµητή. Από την ενσωµάτωση 

της επιλογής χαρακτηριστικών στη διαδικασία εκπαίδευσης προκύπτουν διάφορα 

πλεονεκτήµατα σε σχέση µε τους wrapper όπως µεγάλο κέρδος σε υπολογιστικό 

κόστος. Επίσης, οι embedded µέθοδοι καταφέρνουν να κάνουν καλύτερη χρήση των 

διαθέσιµων δεδοµένων αφού δεν υπάρχει η ανάγκη αυτά να χωριστούν σε σύνολα 

εκπαίδευσης και επικύρωσης.  Σε σχέση µε τα φίλτρα έχουν το πλεονέκτηµα ότι 
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λαµβάνουν υπόψιν την επαγωγική πόλωση (inductive bias) του ταξινοµητή. Μία 

καλή επισκόπηση των embedded µεθόδων γίνεται στο [16]. 

Ιδιαίτερα σηµαντικός αριθµός embedded µεθόδων έχουν σχεδιαστεί για τον 

ταξινοµητή SVM, εκ των οποίων δύο περιγράφονται ενδεικτικά στη συνέχεια. Ο 

ταξινοµητής SVM (support vector machine) [7],[30] αρχικά σχεδιάστηκε για 

προβλήµατα δύο κατηγοριών. Η κατάταξη ενός άγνωστου διανύσµατος x nR∈  γίνεται 

µε βάση τη συνάρτηση: 

( ) Tf x w x b= +  Εξ. 2.11 

όπου w το διάνυσµα βαρών και b η πόλωση (στην εξίσωση 2.11 υποθέτουµε  ότι 

χρησιµοποιείται γραµµική συνάρτηση πυρήνα (linear kernel)). Η εξίσωση 

0Tw x b+ = ορίζει ένα υπερεπίπεδο διάστασης n-1 που χρησιµοποιείται για να 

διαχωρίσει τα αντικείµενα των δύο κατηγοριών. Ένα διάνυσµα x κατατάσσεται στην 

κατηγορία C1 αν f(x)<0 και στην κατηγορία C2 αν f(x)>0. Η εκπαίδευση του SVM 

γίνεται µέσω της λύσης ενός προβλήµατος βελτιστοποίησης  που οδηγεί στον 

υπολογισµό παράµερων w και b τέτοιων ώστε το αντίστοιχο υπερεπίπεδο να 

διαχωρίζει τα παραδείγµατα των κατηγοριών C1 και C2 αφήνοντας όσο το δυνατόν 

µεγαλύτερο περιθώριο (περιθώριο είναι η απόσταση του υπερεπιπέδου από τα 

κοντινότερα σηµεία των δύο κατηγοριών).  

Ο αλγόριθµος SVM-RFE [17] εκτελεί µια backward elimination διαδικασία, σε κάθε 

βήµα της οποίας διαγράφεται το λιγότερο σηµαντικό χαρακτηριστικό. Λιγότερο 

σηµαντικό θεωρείται το χαρακτηριστικό του οποίου η διαγραφή θα προκαλούσε τη 

µικρότερη µείωση του περιθωρίου. Ο αλγόριθµος ξεκινά εκπαιδεύοντας τον 

ταξινοµητή SVM χρησιµοποιώντας όλα τα χαρακτηριστικά. Από την εκπαίδευση 

υπολογίζονται το διάνυσµα βαρών w και η πόλωση b. Αν υποθέσουµε ότι 

χρησιµοποιείται γραµµικός πυρήνας, το χαρακτηριστικό που αντιστοιχεί στην 

ελάχιστη κατά απόλυτη τιµή συνιστώσα του διανύσµατος w, είναι αυτό του οποίου η 

διαγραφή θα προκαλούσε τη µικρότερη µείωση του περιθωρίου. Το χαρακτηριστικό 

απορρίπτεται και ο ταξινοµητής εκπαιδεύεται λαµβάνοντας υπόψιν τα εναποµείναντα 

χαρακτηριστικά. Με τον ίδιο τρόπο το λιγότερο σηµαντικό χαρακτηριστικό 

διαγράφεται και η διαδικασία συνεχίζει ωσότου αποµείνει ένας προκαθορισµένος 

αριθµός χαρακτηριστικών. 
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Ο αλγόριθµος SVM-RFE απαιτεί µία εκπαίδευση του ταξινοµητή SVM σε κάθε 

backward βήµα προκειµένου να αποφασιστεί ποιο χαρακτηριστικό θα διαγραφεί. 

Χρειάζονται n εκπαιδεύσεις για ολόκληρη τη διαδικασία, όπου n ο αριθµός των 

χαρακτηριστικών που πρέπει να αφαιρεθούν. Μία wrapper µέθοδος που εκτελεί 

backward elimination αναζήτηση, απαιτεί τόσες εκπαιδεύσεις όσες και τα 

εναποµείναντα χαρακτηριστικά πριν αποφασίσει πιο θα αφαιρεθεί. Έτσι η διαγραφή n 

χαρακτηριστικών απαιτεί συνολικά O(n2) εκπαιδεύσεις.  

Σε περίπτωση που δεν χρησιµοποιείται γραµµικός πυρήνας, η εύρεση του 

χαρακτηριστικού του οποίου η αφαίρεση οδηγεί στην µικρότερη µείωση του 

περιθωρίου απαιτεί πιο πολύπλοκους υπολογισµούς αλλά και πάλι χρειάζεται µία 

εκπαίδευση του SVM σε κάθε γύρο. 

Στην εργασία [31] η ελαχιστοποίηση µίας συνάρτησης κόστους που αποτελεί ένα άνω 

φράγµα για την πιθανότητα λανθασµένης πρόβλεψης από το SVM κατά τη 

διαδικασία leave-one-out cross-validation [5],[22] χρησιµοποιείται για την επιλογή 

χαρακτηριστικών. Η ποσότητα που πρέπει να ελαχιστοποιηθεί είναι 
22R w  όπου R 

το µέγεθος της µικρότερης σφαίρας που περικλείει τα δεδοµένα εκπαίδευσης και w το 

διάνυσµα της εξίσωσης (2.11). Τα R και w εκφράζονται συναρτήσει ενός 

διανύσµατος σ∈Rn όπου σi ο συντελεστής κλιµάκωσης του i-οστου χαρακτηριστικού. 

Η εύρεση του καλύτερου υποσυνόλου m χαρακτηριστικών ανάγεται στην εύρεση 

ενός σ* τέτοιου ώστε 2 2* arg min{ ( ) ( )}R W
σ

σ σ σ= , µε τους περιορισµούς ότι 

σ∈{0,1} n  και  i
i

mσ =∑ . 

Για τη λύση αυτού του προβλήµατος βελτιστοποίησης επιτρέπεται στο σ να ανήκει 

στο Rn κάτι που δίνει τη δυνατότητα παραγώγισης του  2 2( ) ( )R Wσ σ  ως προς σ και 

εκτέλεσης αλγορίθµου gradient-descent. Περιορισµοί και όροι ποινής στη συνάρτηση 

κόστους χρησιµοποιούνται ώστε η µέθοδος να συγκλίνει σε µία λύση σsol τέτοια ώστε  

n-m συνιστώσες του σsol να έχουν τιµή κοντά στο µηδέν. Το m είναι µια παράµετρος 

που τίθεται από τον χρήστη και καθορίζει το µέγεθος που πρέπει να έχει το τελικό 

υποσύνολο. Τελικά επιλέγονται τα χαρακτηριστικά που αντιστοιχούν στις m 

µεγαλύτερες συνιστώσες του  σsol . 
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ΚΕΦΑΛΑΙΟ 3. ΕΠΙΛΟΓΗ ΧΑΡΑΚΤΗΡΙΣΤΙΚΩΝ 

ΜΕ ΕΛΑΧΙΣΤΗ ΠΕΡΙΤΤΗ ΠΛΗΡΟΦΟΡΙΑ 

3.1 Το κριτήριο της µέγιστης εξάρτησης 

3.2 Ο αλγόριθµος mRMR 

3.3 Ο αλγόριθµος mRMR για συνεχή χαρακτηριστικά 

3.4 Σχετικοί αλγόριθµοι 

3.1. Το κριτήριο της µέγιστης εξάρτησης 

Χρησιµοποιώντας όρους από τη θεωρία πληροφορίας, το ιδανικό υποσύνολο 

χαρακτηριστικών είναι αυτό που έχει τη µέγιστη αµοιβαία πληροφορία µε την 

κατηγορία, δηλαδή αυτό από το οποίο η κατηγορία έχει τη µεγαλύτερη εξάρτηση. Το 

υποσύνολο  χαρακτηριστικών που θα έπρεπε να επιλεγεί είναι αυτό που µεγιστοποιεί 

την ποσότητα:  

( , )
( ; ) ( , ) log

( ) ( )s S y Y

p S s Y y
I S Y p S s Y y

p S s p Y y∈ ∈

= =
= = =

= =∑∑  Εξ. 3.1 

όπου S={X1,…,XN} ένα υποσύνολο χαρακτηριστικών, Υ η κατηγορία, p(S) η από 

κοινού κατανοµή των Χ1,...,ΧΝ και p(S,Y) η από κοινού κατανοµή των Χ1,...,ΧΝ,Υ.  

∆υστυχώς η αµοιβαία πληροφορία του συνόλου µεταβλητών S µε τη µεταβλητή Υ 

δεν µπορεί να εκτιµηθεί µε αξιόπιστο τρόπο. Αυτό συµβαίνει γιατί ο αριθµός 

παραδειγµάτων που απαιτούνται για την εκτίµηση των από κοινού κατανοµών p(s) 

και p(s,y) αυξάνεται εκθετικά ως προς των αριθµό των χαρακτηριστικών στο σύνολο 

S. Για παράδειγµα ας υποθέσουµε ότι ζητείται η εκτίµηση της κατανοµής p(s) και ότι 

τα X1,…,XN είναι διακριτά χαρακτηριστικά µε δυαδικό πεδίο ορισµού. Υπάρχουν 2Ν 

διαφορετικές τιµές που µπορούν να ανατεθούν στο s, χρειάζεται εποµένως ο 
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υπολογισµός 2Ν 
πιθανοτήτων. Ο αριθµός αυτός θα είναι πολύ µεγαλύτερος από το 

πλήθος των διαθέσιµων παραδειγµάτων εκτός και αν το Ν είναι πολύ µικρό. 

Εφόσον η αµοιβαία πληροφορία I(S;Y) δεν µπορεί να υπολογιστεί, κάποια 

προσέγγιση αυτής πρέπει να χρησιµοποιηθεί ώστε να βρεθεί και να επιλεγεί το 

υποσύνολο από το οποίο η κατηγορία έχει τη µεγαλύτερη εξάρτηση. Η univariate 

προσέγγιση στο πρόβληµα αυτό είναι να υπολογιστεί η εξάρτηση της κατηγορίας από 

κάθε χαρακτηριστικό ξεχωριστά και εν συνεχεία να επιλεγούν τα Κ χαρακτηριστικά 

από τα οποία υπάρχει µεγαλύτερη εξάρτηση. ∆ηλαδή, το πρόβληµα εύρεσης του 

υποσυνόλου S* 
µε µέγεθος Κ για το οποίο ισχύει 

{ }*

,
arg max ( ; )
S F S K

S I S Y
⊂ =

=  Εξ. 3.2 

µετατρέπεται στο ευκολότερο πρόβληµα εύρεσης ενός S* για το οποίο ισχύει 

*

,
arg max ( ; )

i

i
S F S K X S

S I X Y
⊂ = ∈

  
=  

  
∑   Εξ. 3.3 

Το βασικό πρόβληµα της univariate προσέγγισης είναι ότι επιλέγεται µεγάλος 

αριθµός περιττών χαρακτηριστικών. Αν ένα χαρακτηριστικό επιλέγεται γιατί έχει 

υψηλή αµοιβαία πληροφορία µε την κατηγορία, τότε χαρακτηριστικά πολύ όµοια µε 

αυτό θα έχουν επίσης υψηλή αµοιβαία πληροφορία µε την κατηγορία και θα 

επιλεγούν. Όµως µια οµάδα πολύ όµοιων χαρακτηριστικών προσφέρει λίγη 

παραπάνω πληροφορία για την κατηγορία από αυτήν που προσφέρουν µερικά µόνο 

χαρακτηριστικά της οµάδας. Ακραίο παράδειγµα είναι η επιλογή δύο 

χαρακτηριστικών που έχουν ίδιες µεταξύ τους τιµές σε κάθε παράδειγµα του συνόλου 

εκπαίδευσης. Ίσως να είναι χρήσιµη η επιλογή ενός εκ των δύο αλλά η γνώση του 

δεύτερου δεν προσφέρει κανένα κέρδος σε πληροφορία. Ένα καλύτερο υποσύνολο 

χαρακτηριστικών µπορεί να προκύψει αν επιλέγονται χαρακτηριστικά που έχουν µεν 

µεγάλη συνάφεια µε την κατηγορία, αλλά την ίδια στιγµή είναι µεταξύ τους όσο το 

δυνατόν ανόµοια. Σε αυτή την ιδέα βασίζεται η µέθοδος mRMR που παρουσιάζεται 

στην επόµενη ενότητα. 
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3.2. Ο αλγόριθµος mRMR 

Η µέθοδος mRMR [10] θέτει δύο συνθήκες οι οποίες πρέπει να ικανοποιούνται από 

ένα υποσύνολο χαρακτηριστικών: i) τα χαρακτηριστικά του υποσυνόλου πρέπει να 

έχουν όσο το δυνατόν µεγαλύτερη συνάφεια µε την κατηγορία, ii) τα χαρακτηριστικά 

του υποσυνόλου πρέπει να είναι όσο το δυνατόν ανόµοια µεταξύ τους.  

Η συνάφεια ενός υποσυνόλου µε την κατηγορία εκτιµάται µε τον ίδιο τρόπο που 

χρησιµοποιείται από την univariate προσέγγιση. Αν S το υποσύνολο 

χαρακτηριστικών και Y η κατηγορία, τότε η συνάφεια του S µε την Υ ισούται µε: 

1
( ) ( ; )i

Xi S

V S I X Y
S ∈

= ∑  Εξ. 3.4 

Όσον αφορά στη δεύτερη συνθήκη, δεν υπάρχει κάποιος προφανής τρόπος για το πώς 

µπορεί να µετρηθεί ο βαθµός στον οποίο τα χαρακτηριστικά του υποσυνόλου S είναι 

µεταξύ τους όµοια. Ως ευρετικό χρησιµοποιείται η µέση τιµή της οµοιότητας µεταξύ 

όλων των πιθανών ζευγών από χαρακτηριστικά του S. Η ποσότητα αυτή θα 

αναφέρεται στο εξής ως περιττή πληροφορία (redundancy) του S και συµβολίζεται µε 

W(S). Αν για τη µέτρηση της οµοιότητας µεταξύ δύο χαρακτηριστικών X1 και X2 

χρησιµοποιηθεί η αµοιβαία πληροφορία I(X1,X2), τότε: 

1 1,

1 1
( ) ( ; )

1

S S

i j
i j j i

W S I X X
S S = = ≠

=
− ∑ ∑  Εξ. 3.5 

Στόχος είναι η εύρεση ενός υποσυνόλου S* που ελαχιστοποιεί την περιττή 

πληροφορία W(S) και µεγιστοποιεί τη συνάφεια V(S). Κατά κανόνα η αύξηση της 

συνάφειας συνοδεύεται από αύξηση της περιττής πληροφορίας και έτσι δεν υπάρχει 

µοναδικό υποσύνολο που να υπερέχει έναντι των άλλων µε βάση και τα δύο κριτήρια. 

Για να επιλέξει τελικά µία λύση, ο αλγόριθµος mRMR συνδυάζει τους δύο στόχους 

σε µία συνάρτηση αξιολόγησης.  Το πρόβληµα βελτιστοποίησης επαναδιατυπώνεται 

και το σύνολο S* 
που επιλέγεται είναι αυτό για το οποίο ισχύει: 

* arg max{ ( ) ( )}
S

S V S W S= −  Εξ. 3.6 

Αντί της (3.6) θα µπορούσε να χρησιµοποιηθεί οποιαδήποτε συνάρτηση αξιολόγησης 

επιβραβεύει την αύξηση της συνάφειας και παράλληλα τιµωρεί την αύξηση της 
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περιττής πληροφορίας. Οι συγγραφείς προτείνουν µία δεύτερη συνάρτηση 

αξιολόγησης που δίνει µεγαλύτερη έµφαση στη µείωση της περιττής πληροφορίας. 

Σύµφωνα µε αυτήν, το βέλτιστο υποσύνολο S* υπολογίζεται ως:   

* arg max{ / }
S

S Vs Ws=  Εξ. 3.7 

Η εύρεση της βέλτιστης λύσης για τις εξισώσεις (3.6) και (3.7) απαιτεί την αποτίµηση 

Ο(Ν|S|) υποσυνόλων όπου N το πλήθος όλων των χαρακτηριστικών και |S| το µέγεθος 

του επιλεγµένου υποσυνόλου. Προκειµένου η διαδικασία να γίνει υπολογιστικά 

εφικτή, το υποσύνολο σχηµατίζεται χρησιµοποιώντας µία forward µέθοδο άπληστης 

αναζήτησης. Αρχικά επιλέγεται το πιο συναφές χαρακτηριστικό (αυτό µε τη 

µεγαλύτερη αµοιβαία πληροφορία µε την κατηγορία). Στη συνέχεια, σε κάθε 

επανάληψη επιλέγεται ένα χαρακτηριστικό που έχει µεγάλη συνάφεια µε την 

κατηγορία και ταυτόχρονα µικρή οµοιότητα µε τα ήδη επιλεγµένα χαρακτηριστικά. 

Τροποποιώντας κατάλληλα την εξίσωση (3.6) παίρνουµε µία συνάρτηση που αντί να 

αξιολογεί υποσύνολα χαρακτηριστικών, αξιολογεί µεµονωµένα χαρακτηριστικά. Αν 

S είναι το σύνολο των έως τώρα επιλεγµένων χαρακτηριστικών και F το σύνολο όλων 

των χαρακτηριστικών, τότε  επιλέγεται το χαρακτηριστικό Χ*: 

* 1
arg max ( ; ) ( ; )i

X F S Xi S

X I X Y I X X
S∈ − ∈

  
= − 

  
∑  Εξ. 3.8 

Τροποποιώντας αναλόγως την εξίσωση (3.7), το χαρακτηριστικό X* που επιλέγεται 

σε κάθε επανάληψη είναι το: 

* ( ; )
arg max

1
( ; )X F S

i
Xi S

I X Y
X

I X X
S

∈ −

∈

=

∑
 

Εξ. 3.9 

Η διαδικασία επιλογής χαρακτηριστικών συνοψίζεται από τον αλγόριθµο 3.1. 
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 Αλγόριθµος 3.1 Ο Αλγόριθµος mRMR 

Είσοδος: σύνολο χαρακτηριστικών F, διάνυσµα µε τις κατηγορίες των 

παραδειγµάτων εκπαίδευσης Υ, µέγεθος τελικού υποσυνόλου Κ 

Έξοδος: υποσύνολο επιλεγµένων χαρακτηριστικών S 

1)   S = {} 

2)   { }* arg max ( ; )
X F

X I X Y
∈

=  

3)   *S S X= ∪  

4)   Για k=2 έως K 

5)        * 1
arg max ( ; ) ( ; )i

X F S Xi S

X I X Y I X X
S∈ − ∈

  
= − 

  
∑  

6)        *S S X= ∪  

7)   τέλος 

3.3. Ο αλγόριθµος mRMR για συνεχή χαρακτηριστικά 

Η αµοιβαία πληροφορία, που χρησιµοποιείται από τον αλγόριθµο mRMR για την 

εκτίµηση της συνάφειας και της περιττής πληροφορίας που περιέχεται σε ένα 

υποσύνολο, µπορεί εύκολα να υπολογιστεί χρησιµοποιώντας τη σχέση (3.1), όταν οι 

µεταβλητές είναι διακριτές. Όταν δύο µεταβλητές Χ, Υ είναι συνεχείς τότε η 

αµοιβαία πληροφορία δίνεται από τη σχέση:  

( , )
( ; ) ( , ) log

( ) ( )x X y Y

p x y
I X Y p x y dydx

p x p y∈ ∈

= ∫ ∫   Εξ. 3.10 

Ο υπολογισµός της αµοιβαίας πληροφορίας µεταξύ δύο συνεχών µεταβλητών είναι 

δύσκολος γιατί απαιτεί την εκτίµηση πυκνότητας πιθανότητας για τις επί µέρους και 

από κοινού κατανοµές και κατόπιν την ολοκλήρωση σύµφωνα µε τον τύπο (3.10). 

Η παραπάνω διαδικασία µπορεί να αποφευχθεί χρησιµοποιώντας κάποιους από τους 

συντελεστές συσχέτισης που περιγράφηκαν στην ενότητα 2.4.1 οι οποίοι µπορούν να 

χειριστούν συνεχή χαρακτηριστικά. Στην εργασία [10] προτείνεται η χρήση του F-test 

για τη µέτρηση της συσχέτισης µεταξύ χαρακτηριστικών και κατηγορίας. Το F-test 

κρίνεται πιο κατάλληλο σε σχέση µε το κριτήριο του Fisher γιατί µπορεί να 
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χρησιµοποιηθεί για προβλήµατα όπου υπάρχουν πολλές κατηγορίες. Όσον αφορά 

στην οµοιότητα µεταξύ δύο χαρακτηριστικών όµως, κάποιο άλλο κριτήριο πρέπει να 

χρησιµοποιηθεί γιατί το F-test προϋποθέτει ότι µία εκ δύο µεταβλητών είναι διακριτή. 

Στο [10] προτείνεται η χρήση του συντελεστή συσχέτισης του Pearson. Ο 

συντελεστής συσχέτισης του Pearson ορίζεται ως: 

cov( , )
( , )

var( ) var( )

X Y
R X Y

X Y
=  Εξ. 3.11 

όπου var(X) είναι η διακύµανση της µεταβλητής Χ και cov(X,Y) η 

συµµεταβλητότητα (covariance) των µεταβλητών Χ,Υ. Η συµµεταβλητότητα των 

µεταβλητών Χ,Υ από ένα δείγµα πλήθους m υπολογίζεται ως: 

1

cov( , ) ( )( )
m

k k
k

X Y x x y y
=

= − −∑  Εξ. 3.12 

όπου x και y οι µέσες τιµές των Χ,Υ. Η συµµεταβλητότητα είναι θετική αν υπάρχει 

τάση αύξησης της µεταβλητής Υ όταν αυξάνεται η τιµή της Χ, αρνητική όταν 

υπάρχει τάση µείωσης της Υ όταν αυξάνεται η Χ και τείνει στο µηδέν όταν δεν 

υπάρχει συσχέτιση µεταξύ των µεταβλητών. 

Μια άλλη προσέγγιση στο χειρισµό συνεχών χαρακτηριστικών είναι η 

διακριτοποίηση, η µετατροπή δηλαδή των συνεχών τιµών σε διακριτές. Κατά την 

διαδικασία της διακριτοποίησης ενός συνεχούς χαρακτηριστικού πρέπει να 

καθοριστεί ο αριθµός των περιοχών στις οποίες θα χωριστεί το πεδίο ορισµού του, 

καθώς και τα όρια βάσει των οποίων οι συνεχείς τιµές µετατρέπονται σε διακριτές. Ο 

κατάλληλος τρόπος διακριτοποίησης εξαρτάται από το πρόβληµα και η διαδικασία θα 

πρέπει να λαµβάνει υπόψιν οποιαδήποτε γνώση υπάρχει σχετικά µε αυτό ώστε οι 

περιοχές που θα προκύψουν να έχουν φυσική σηµασία. 

Στο [10], η επιλογή χαρακτηριστικών χρησιµοποιείται για προβλήµατα 

βιοπληροφορικής µε σκοπό τον εντοπισµό γονιδίων που σχετίζονται µε την 

εκδήλωση διαφόρων νόσων. Τα παραδείγµατα εκπαίδευσης είναι ιστοί από ασθενείς 

οι οποίοι περιγράφονται από το επίπεδο έκφρασης διαφόρων γονιδίων, συνήθως 

αρκετών χιλιάδων. Στο πρόβληµα αυτό, το επίπεδο έκφρασης κάθε γονιδίου είναι µία 

συνεχής µεταβλητή. Η διακριτοποίηση της γίνεται χωρίζοντας το εύρος τιµών της σε 
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τρεις περιοχές που αντιστοιχούν σε επίπεδο έκφρασης χαµηλό, µεσαίο και υψηλό. Τα 

όρια που χρησιµοποιούνται για τη διακριτοποίηση υπολογίζονται βάσει της µέσης 

τιµής της µεταβλητής, έστω µ, και της τυπικής απόκλισης, έστω σ (τα µ και σ 

υπολογίζονται από τις τιµές της µεταβλητής  στα παραδείγµατα εκπαίδευσης). Η τιµή 

-1 ανατίθεται σε ένα παράδειγµα αν το επίπεδο έκφρασης είναι µικρότερο από 

2
σµ − , η τιµή 1 ανατίθεται αν το επίπεδο έκφρασης είναι µεγαλύτερο από 

2
σµ + , 

διαφορετικά ανατίθεται η τιµή 0. 

Η διακριτοποίηση µε τον παραπάνω τρόπο γενικά ταιριάζει στα προβλήµατα 

βιοπληροφορικής, µάλιστα οι συγγραφείς αναφέρουν βελτίωση της απόδοσης όταν 

στον ταξινοµητή παρέχονται διακριτοποιηµένα δεδοµένα και όχι συνεχή. Σε ένα άλλο 

πρόβληµα  η διακριτοποίηση σε µόνο τρεις περιοχές µπορεί να οδηγήσει στην 

απώλεια πληροφορίας (αν π.χ. τα δεδοµένα δικαιολογούν την ύπαρξη 10 

διαφορετικών διακριτών τιµών). Για αυτό το λόγο µπορούν να χρησιµοποιηθούν 

µέθοδοι διακριτοποίησης που καθορίζουν δυναµικά τον αριθµό των περιοχών. 

Μερικές τέτοιες µέθοδοι παρουσιάζονται συνοπτικά στα [11] και [19]. 

3.4. Σχετικοί αλγόριθµοι 

Στη βιβλιογραφία εκτός από τον αλγόριθµο mRMR έχουν προταθεί µερικοί ακόµα 

αλγόριθµοι που διέπονται από την ίδια φιλοσοφία, επιχειρούν δηλαδή να βρουν ένα 

υποσύνολο συναφών µε την κατηγορία χαρακτηριστικών που παράλληλα δεν έχουν 

µεγάλη συσχέτιση µεταξύ τους. Ο Battiti [4] χρησιµοποιεί επίσης την αµοιβαία 

πληροφορία  για τη µέτρηση των συσχετίσεων σε µία forward selection µέθοδο. Η 

µέθοδος ξεκινά επιλέγοντας το πιο συναφές µε την κατηγορία χαρακτηριστικό και 

στη συνέχεια σε κάθε επανάληψη επιλέγεται το χαρακτηριστικό Χ που µεγιστοποιεί 

την ποσότητα ( ; ) ( ; )i
Xi S

I X Y I X Xβ
∈

− ∑ , όπου S το σύνολο των ήδη επιλεγµένων 

χαρακτηριστικών, Υ η κατηγορία και β µία σταθερά που ρυθµίζει τη σηµασία που 

αποδίδεται στη µείωση της περιττής πληροφορίας. Η µόνη διαφορά σε σχέση µε τον 

αλγόριθµο mRMR είναι ότι στη συνάρτηση αξιολόγησης η σταθερά β τίθεται εκ των 

προτέρων εµπειρικά, ενώ στον mRMR ισούται µε 1/|S|, αλλάζει δηλαδή σε κάθε 

επανάληψη καθώς προστίθενται χαρακτηριστικά στο S. Η χρήση ενός σταθερού β, 
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οδηγεί στην αύξηση του όρου ( ; )i
Xi S

I X Xβ
∈
∑  καθώς το µέγεθος του S αυξάνει. Έτσι 

δίνεται συνεχώς µεγαλύτερη βαρύτητα στην επιλογή χαρακτηριστικών µε µικρή 

περιττή πληροφορία ακόµα και αν αυτά δεν έχουν µεγάλη συσχέτιση µε την 

κατηγορία. 

Μία άλλη µέθοδος που µπορεί να ενταχθεί στην ίδια κατηγορία, περιγράφεται στο 

[18]. Η συνάρτηση αξιολόγησης ενός υποσυνόλου S είναι: 

( )
( 1)

cf

ff

k r
J S

k k k r

⋅
=

+ −
 Εξ. 3.13 

όπου cfr  η µέση τιµή της συσχέτισης χαρακτηριστικών του S και κατηγορίας, ffr  η 

µέση τιµή των συσχετίσεων των χαρακτηριστικών του S ανα δύο, και τέλος k το 

µέγεθος του συνόλου S. Ο αριθµητής εκφράζει τη συνάφεια χαρακτηριστικών-

κατηγορίας ενώ ο παρονοµαστής εκφράζει την περιττή πληροφορία στο σύνολο S. 

Χρησιµοποιείται η best first search τεχνική για τη βελτιστοποίηση του J, και το 

τελικό υποσύνολο δηµιουργείται αυξητικά (forward µέθοδος). 

Η µέθοδος CMIM που προτείνεται στο [13] χρησιµοποιεί επίσης όρους θεωρίας 

πληροφορίας για την επίτευξη των ίδιων στόχων, καταλήγει όµως σε µία ελαφρώς 

διαφορετική συνάρτηση αξιολόγησης. Τα χαρακτηριστικά επιλέγονται µε µία forward 

άπληστη µέθοδο. Έστω ότι k forward βήµατα έχουν ολοκληρωθεί και το σύνολο S 

έχει επιλεγεί ήδη. Σκοπός στο (k+1)-οστό βήµα είναι η επιλογή του χαρακτηριστικού 

Χ που θα ελαχιστοποιήσει την υπό συνθήκη εντροπία Η(Y|S,Χ) που εκφράζει την 

αβεβαιότητα στην πρόβλεψη της κατηγορίας όταν το υποσύνολο χαρακτηριστικών 

{ }S XU  είναι γνωστό. Ο στόχος αυτός µπορεί ισοδύναµα να εκφραστεί ως: 

* arg min ( | , )
X F S

X H Y S X
∈ −

= ⇔  Εξ. 3.14 

{ }* arg max ( | ) ( | , )
X F S

X H Y S H Y S X
∈ −

= − ⇔  Εξ. 3.15 

* arg max ( ; | )
X F S

X I Y X S
∈ −

=  Εξ. 3.16 

Η ποσότητα Ι(Υ;X|S) εκφράζει την πληροφορία που δίνει το Χ για την κατηγορία και 

δεν δίνεται ήδη από το S. Ισχύει ότι: 
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( ; | ) min ( | ; )
i

i
X S

I Y X S I Y X X
∈

≤  Εξ. 3.17 

Επειδή η ποσότητα Ι(Υ;X|S) δεν µπορεί να εκτιµηθεί αξιόπιστα, η ποσότητα 

min ( | ; )
i

i
X S

I Y X X
∈

 χρησιµοποιείται για την αξιολόγηση των υποψήφιων 

χαρακτηριστικών. Αρχικά επιλέγεται το χαρακτηριστικό Χ1 που έχει τη µεγαλύτερη 

αµοιβαία πληροφορία για την κατηγορία, και στη συνέχεια στον (k+1)-οστό γύρο το 

χαρακτηριστικό Χk+1 

{ }1 max min ( ; | )
i

k i
X SX F S

X I Y X X+
∈∈ −

=  Εξ. 3.18 

Η ποσότητα min ( ; | )
i

i
X S

I Y X X
∈

είναι µικρή είτε όταν το Χ δεν περιέχει σηµαντική 

πληροφορία για την Υ, είτε όταν η πληροφορία που περιέχει δίνεται από κάποιο άλλο 

ήδη επιλεγµένο χαρακτηριστικό Xi.  
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ΚΕΦΑΛΑΙΟ 4. ΤΡΟΠΟΠΟΙΗΣΕΙΣ ΤΟΥ MRMR 

4.1 Εκτίµηση της περιττής πληροφορίας 

4.2 Βελτιστοποίηση του κριτηρίου αξιολόγησης 

4.3 Κανονικοποιηµένο mRMR 

 

Στο κεφάλαιο αυτό µελετώνται οι αδυναµίες του αλγορίθµου mRMR και εξετάζονται 

τρόποι µε τους οποίους αυτές µπορούν να διορθωθούν. Η ενότητα 4.1 επικεντρώνεται 

στην προσέγγιση που χρησιµοποιείται για την εκτίµηση της περιττής πληροφορίας 

που περιέχεται στα υποψήφια χαρακτηριστικά και προτείνονται εναλλακτικές 

προσεγγίσεις. Στην ενότητα 4.2 µελετάται κατά πόσο υπάρχει περιθώριο εύρεσης 

ενός καλύτερου υποσυνόλου χαρακτηριστικών σε σχέση µε αυτό που βρίσκει ο 

mRMR, χρησιµοποιώντας άλλες µεθόδους αναζήτησης αντί για την άπληστη forward 

αναζήτηση. Τέλος, στην ενότητα 4.3 εξετάζεται η συνάρτηση αξιολόγησης που 

χρησιµοποιεί ο mRMR και προτείνεται µία τροποποίηση της. 

4.1. Εκτίµηση της περιττής πληροφορίας 

Οι αλγόριθµοι [4],[10] που παρουσιάστηκαν στο προηγούµενο κεφάλαιο, 

ακολουθούν ένα forward σχήµα αναζήτησης όπου ένα χαρακτηριστικό επιλέγεται σε 

κάθε βήµα και προστίθεται στο υποσύνολο των επιλεγµένων. Η χρησιµότητα ενός 

υποψήφιου χαρακτηριστικού αναλύεται βάσει δύο παραγόντων: της συνάφειάς του µε 

την κατηγορία και της περιττής πληροφορίας του σε σχέση µε τα ήδη επιλεγµένα 

χαρακτηριστικά. Για την εκτίµηση της περιττής πληροφορίας που περιέχει ένα 

χαρακτηριστικό Χ όταν έχει επιλεγεί το υποσύνολο S, η αµοιβαία πληροφορία Ι(S;X) 

θα ήταν το ιδανικό µέτρο. Καθώς όµως το Ι(S;X) δεν µπορεί να εκτιµηθεί αξιόπιστα, 

προσεγγίζεται από τον αλγόριθµο mRMR µε τον τύπο 
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1
( ) ( ; )

i

i
X S

redundancy X I X X
S ∈

= ∑  Εξ. 4.1 

µία προσέγγιση στην οποία θα αναφερόµαστε µε το όνοµα mean-redundancy. 

Πρέπει να σηµειωθεί ότι λίγα µόνο χαρακτηριστικά του συνόλου S είναι αρκετά για 

να καταστήσουν  περιττή την πληροφορία που περιέχει το X. Ως ακραίο παράδειγµα 

µπορούµε να θεωρήσουµε την περίπτωση όπου ένα χαρακτηριστικό που ανήκει στο 

S, έχει ίδια τιµή µε το υποψήφιο χαρακτηριστικό Χ για όλα τα παραδείγµατα του 

συνόλου εκπαίδευσης. Το χαρακτηριστικό Χ δεν προσφέρει καµία επιπλέον 

πληροφορία και εποµένως δεν πρέπει να επιλεγεί. Παρόλα αυτά, είναι πιθανό 

σύµφωνα µε την προσέγγιση mean-redundancy να θεωρηθεί ότι το Χ περιέχει µικρή 

περιττή πληροφορία, αρκεί να υπάρχουν χαρακτηριστικά µε τα οποία µοιάζει λίγο 

έτσι ώστε ο µέσος όρος της 4.1 να είναι χαµηλός. Σκοπός σε αυτή την ενότητα είναι η 

µελέτη εναλλακτικών τρόπων εκτίµησης της περιττής πληροφορίας που θα 

µπορούσαν να διορθώσουν το παραπάνω πρόβληµα.  

Η διαίσθηση είναι ότι δεν έχει σηµασία αν το υποψήφιο χαρακτηριστικό Χ µοιάζει 

λίγο ή καθόλου µε κάποια χαρακτηριστικά του S, τη στιγµή που υπάρχει ένα 

χαρακτηριστικό µε το οποίο µοιάζει πολύ. Έτσι, µία εναλλακτική προσέγγιση που 

ονοµάζουµε max-redundancy, είναι η περιττή πληροφορία που περιέχει το X να 

υπολογίζεται µόνο µε βάση το πιο όµοιο χαρακτηριστικό, δηλαδή  

( ) max ( ; )
i

i
X S

redundancy X I X X
∈

=  Εξ. 4.2 

Αν και το προηγούµενο σενάριο όπου δύο χαρακτηριστικά είναι τελείως όµοια,  

βοηθάει να γίνει αντιληπτή µία αδυναµία στη χρήση του µέσου όρου για τον 

υπολογισµό της περιττής πληροφορίας, δεν αναµένεται να συµβαίνει συχνά. Όταν το 

χαρακτηριστικό Χ δεν εξαρτάται απόλυτα από κανένα χαρακτηριστικό, τότε 

περισσότερα χαρακτηριστικά πρέπει να ληφθούν υπόψιν για να εκτιµηθεί η περιττή 

πληροφορία του Χ. Αυτό µπορεί να γίνει καλύτερα κατανοητό αν αναλύσουµε την 

ποσότητα Ι(S;X), που προσπαθούµε να προσεγγίσουµε, σε επιµέρους όρους. Έστω 

ότι Χ1,...,Χn τα χαρακτηριστικά που ανήκουν στο σύνολο S. Ισχύει ότι [9]: 
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1 2 1 1 2 1( ; ) ( ; ) ( ; | ) ... ( ; | , ,..., )n nI S X I X X I X X X I X X X X X−= + + +  Εξ. 4.3 

Έστω Χ1 το πιο όµοιο χαρακτηριστικό µε το Χ. Αν τα Χ1 και Χ ταυτίζονται, τότε 

1( ; ) ( )I X X H X=  οπότε 2 1 1 2 1( ; | ) ... ( ; | , ,..., ) 0n nI X X X I X X X X X −+ + =  γιατί 

( ; ) ( )I S X H X≤ , οπότε πράγµατι τα χαρακτηριστικά Χ2,...,Χn δεν χρειάζεται να 

ληφθούν υπόψιν στον υπολογισµό της περιττής πληροφορίας. Όταν όµως 

1( ; ) ( )I X X H X< , τότε 2 1 1 2 1( ; | ) ... ( ; | , ,..., ) 0n nI X X X I X X X X X −+ + > . Μάλιστα 

όσο µικρότερος είναι ο όρος 1( ; )I X X , τόσο σηµαντικότεροι γίνονται οι υπόλοιποι 

όροι του αθροίσµατος.  

Μια ενδιάµεση προσέγγιση ανάµεσα στις mean-redundancy και max-redundancy 

είναι η περιττή πληροφορία του χαρακτηριστικού Χ να υπολογίζεται ως µέσος όρος 

των Κ πιο όµοιων χαρακτηριστικών, όπου Κ ένας αριθµός προκαθορισµένος 

εµπειρικά. Έστω mean-topK το όνοµα της προσέγγισης αυτής. 
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Σχήµα 4.1 Οµοιότητες των λιγότερο περιττών χαρακτηριστικών ως προς τις 
προσεγγίσεις mean-redundancy και mean-top5 µε τα ήδη επιλεγµένα χαρακτηριστικά. 

Το σχήµα 4.1 δείχνει πως µπορεί να επηρεαστεί η επιλογή χαρακτηριστικών από την 

χρήση της προσέγγισης mean-topK. Έχοντας επιλέξει ήδη δέκα χαρακτηριστικά µε 
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τον αλγόριθµο mRMR στο σύνολο δεδοµένων της λευχαιµίας (παρουσιάζεται στο 

επόµενο κεφάλαιο), αναζητούµε το λιγότερο περιττό ανάµεσα στα εναποµείναντα 

χαρακτηριστικά µε τις δύο διαφορετικές προσεγγίσεις: τις mean-redundancy και 

mean-topK µε Κ=5. Έστω Χ1 και Χ2 τα λιγότερο περιττά χαρακτηριστικά σύµφωνα 

µε την πρώτη και δεύτερη παραλλαγή αντίστοιχα. Στο σχήµα φαίνονται οι οµοιότητες 

των X1, X2 µε τα ήδη επιλεγµένα χαρακτηριστικά. Για το Χ1 υπάρχουν τρία 

χαρακτηριστικά µε τα οποία η οµοιότητα είναι µεγαλύτερη από την οµοιότητα που 

έχει το X2 µε οποιοδήποτε χαρακτηριστικό. Παρόλα αυτά το Χ1 θεωρείται καλύτερο 

από την mean-redundancy προσέγγιση γιατί υπάρχουν κάποια χαρακτηριστικά µε τα 

οποία η οµοιότητα είναι πολύ µικρή. Η παραλλαγή mean-topK αντίθετα θεωρεί 

καλύτερο το χαρακτηριστικό Χ2, όπως ήταν ο αρχικός στόχος.  

Ένα πρόβληµα της παραλλαγής mean-topK είναι ότι η παράµετρος Κ θέτει ένα 

αυθαίρετο όριο που καθορίζει ποια χαρακτηριστικά λαµβάνονται υπόψιν και ποια 

αγνοούνται. Προκειµένου να γίνει λιγότερο απόλυτος ο διαχωρισµός αυτός, 

διατυπώνεται µια τελευταία παραλλαγή για τον υπολογισµό της περιττής 

πληροφορίας. Η ιδέα είναι να υπολογίζεται η περιττή πληροφορία ενός υποψηφίου 

χαρακτηριστικού ως σταθµισµένος µέσος όρος όλων των οµοιοτήτων. Η µικρή 

οµοιότητα που πιθανόν υπάρχει µε κάποια χαρακτηριστικά, δεν θα πρέπει να µπορεί 

να ελαττώσει σηµαντικά τον µέσο όρο. Για αυτό το λόγο τα βάρη πρέπει να έχουν 

µικρές τιµές για χαρακτηριστικά τα οποία µοιάζουν λίγο µε το υποψήφιο. Ένα απλό 

σχήµα καθορισµού των βαρών που ικανοποιεί αυτή την απαίτηση είναι το εξής. Έστω 

ότι Χ το υποψήφιο χαρακτηριστικό και Χ1,...,Χn τα επιλεγµένα χαρακτηριστικά 

ταξινοµηµένα µε βάση την οµοιότητα µε το Χ σε φθίνουσα σειρά (το Χ1 είναι το 

περισσότερο όµοιο µε το Χ και το Χn το λιγότερο όµοιο). Η περιττή πληροφορία του 

Χ υπολογίζεται ως: 

1

( ) ( ; )
n

i i
i

redundancy w I X X
=

Χ =∑ µε 
1

1

1

( 1)

( 1)
i n

j

i
w

j

−

−

=

+
=

+∑
 

Εξ. 4.4 

Ονοµάζουµε την προσέγγιση αυτή weighted-redundancy. Στο κεφάλαιο 5 ελέγχεται 

πειραµατικά η απόδοση του αλγορίθµου mRMR όταν χρησιµοποιεί τις προσεγγίσεις 

max-redundancy και weighted-redundancy για τον υπολογισµό της οµοιότητας. 
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4.2. Βελτιστοποίηση του κριτηρίου αξιολόγησης 

Η µέθοδος mRMR δηµιουργεί αυξητικά το υποσύνολο επιλεγµένων χαρακτηριστικών 

εκτελώντας άπληστη αναζήτηση. Η άπληστη αναζήτηση έχει το πλεονέκτηµα ότι 

είναι γρήγορη, συχνά όµως δεν δίνει ικανοποιητική λύση γιατί παγιδεύεται σε τοπικά 

ελάχιστα της συνάρτησης αξιολόγησης. Στην ενότητα αυτή εξετάζεται κατά πόσον 

είναι εφικτή η εύρεση κάποιου καλύτερου (ως προς τη συνάρτηση αξιολόγησης) 

υποσυνόλου από αυτό που επιλέγεται από τη µέθοδο mRMR, χρησιµοποιώντας άλλες 

µεθόδους αναζήτησης. Στις υποενότητες που ακολουθούν περιγράφεται η συνάρτηση 

αξιολόγησης που βελτιστοποιείται και οι µέθοδοι που χρησιµοποιούνται για τη 

βελτιστοποίηση. Τέλος ελέγχεται πειραµατικά σε τι βαθµό µπορεί να βελτιωθεί η 

λύση που δίνει ο αλγόριθµος mRMR. 

4.2.1. Καθορισµός του κριτηρίου αξιολόγησης 

Για να χρησιµοποιηθεί κάποια από τις τεχνικές αναζήτησης που παρουσιάστηκαν στο 

κεφάλαιο 2, πρέπει καταρχήν να οριστεί µία συνάρτηση για την αξιολόγηση 

υποσυνόλων. Όπως αναφέρθηκε στο κεφάλαιο 3, µια συνάρτηση που µπορεί να 

χρησιµοποιηθεί είναι η εξής: 

( ) ( ) ( )J S V S W S= −  Εξ. 4.5 

όπου S το υποσύνολο επιλεγµένων χαρακτηριστικών, V(S) η µέση τιµή της 

συνάφειας των χαρακτηριστικών του S µε την κατηγορία µε βάση την εξίσωση (3.4), 

και W(S) η µέση τιµής της οµοιότητας των χαρακτηριστικών του S µεταξύ τους όπως 

ορίστηκε στην εξίσωση (3.5). Ισοδύναµη µε τη µεγιστοποίηση του J(S) είναι η 

µεγιστοποίηση του J1(S): 

1
1 1 1,

1
( ) ( ; ) ( ; )

1

S S S

i i j
i i j j i

J S I X Y I X X
S= = = ≠

  
= −  

−   
∑ ∑ ∑  Εξ. 4.6 

Ας υποθέσουµε ότι το κριτήριο J1 χρησιµοποιείται για την επιλογή χαρακτηριστικών 

σε συνδυασµό µε µία µέθοδο που εκτελεί forward άπληστη αναζήτηση και ότι ένα 

χαρακτηριστικό επιλέγεται σε κάθε βήµα. Ας υποθέσουµε επίσης ότι το σύνολο 

S={Χ1,...,ΧΝ} έχει ήδη επιλεγεί και ότι ζητείται η επέκταση του S µε την προσθήκη 
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ενός χαρακτηριστικού που ανήκει στο σύνολο των εναποµεινάντων χαρακτηριστικών 

F-S. Το καλύτερο χαρακτηριστικό σύµφωνα µε το κριτήριο J1 είναι το X*:  

*
1arg max ( )

X F S

X J S X
∈ −

= ∪ ⇔  Εξ. 4.7 

1 1 1, 1

* 1
arg max ( ; ) ( ; ) ( ; ) 2 ( ; )

S S S S

i i j j
X F S i i j j i j

I X Y I X Y I X X I X XX
S∈ − = = = ≠ =

+ − + ⋅
  =   

  
∑ ∑ ∑ ∑  Εξ. 4.8 

Στην εξίσωση 4.8 το άθροισµα των οµοιοτήτων του υποψήφιου χαρακτηριστικού Χ 

µε τα ήδη επιλεγµένα πολλαπλασιάζεται επί δύο γιατί σύµφωνα µε την εξίσωση (4.6) 

η οµοιότητα µεταξύ δύο οποιωνδήποτε χαρακτηριστικών λαµβάνεται υπόψιν δύο 

φορές. Από την εξίσωση (4.8) παίρνουµε ότι: 

| |
*

1

2
arg max ( ; ) ( ; )

S

j
X F S j

X I X Y I X X
S∈ − =

  
= − 

  
∑  Εξ. 4.9 

Από την τελευταία εξίσωση βλέπουµε η µεγιστοποίηση του J1 δεν είναι ισοδύναµη µε 

το κριτήριο που χρησιµοποιεί ο αλγόριθµος mRMR, καθώς η µεγιστοποίηση του J1 

δίνει διπλάσιο βάρος στον δεύτερο όρο που αντιστοιχεί στη µείωση της περιττής 

πληροφορίας. Το κριτήριο J2 του οποίου η µεγιστοποίηση είναι ισοδύναµη µε το 

κριτήριο που χρησιµοποιεί ο mRMR είναι:  

2
1 1 1,

1 1
( ) ( ; ) ( ; )

2 1

S S S

i i j
i i j j i

J S I X Y I X X
S= = = ≠

  
= −  

−  
∑ ∑ ∑  Εξ. 4.10 

Σκοπός σε αυτή την ενότητα είναι να µελετήσουµε πόσο µπορεί να βελτιωθεί η λύση 

που δίνει η forward άπληστη αναζήτηση που χρησιµοποιεί ο mRMR, µε χρήση άλλων 

µεθόδων. Για να είναι αντικειµενική η σύγκριση, πρέπει να χρησιµοποιηθεί για την 

αξιολόγηση των υποσυνόλων το κριτήριο J2 γιατί αυτό είναι που επιχειρεί να 

βελτιστοποιήσει ο mRMR. 
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Σχήµα 4.2 Η µεταβολή του κριτηρίου αξιολόγησης J2 σε σχέση µε τον αριθµό των 
χαρακτηριστικών που υπάρχουν στο υποσύνολο 

Η βελτιστοποίηση του J2 έχει νόηµα υπό την προϋπόθεση ότι το µέγεθος των 

υποψηφίων υποσυνόλων είναι σταθερό. Αυτό το συµπέρασµα βγαίνει εξετάζοντας το 

σχήµα 4.2 όπου φαίνεται η τιµή του J2 για τα εµφωλευµένα υποσύνολα (nested 

subsets) που παράγει ο αλγόριθµος mRMR για τρία διαφορετικά σύνολα δεδοµένων. 

Έστω SMRMR={X 1,…,Xk} το υποσύνολο µεγέθους k που επιλέγεται από τον mRMR 

και Si το εµφωλευµένο υποσύνολο µεγέθους i, δηλαδή Si={X 1,…,Xi}. Παρατηρείται 

ότι J2(Si)>J2(Sj) αν i>j, δηλαδή η τιµή του J2 έχει την τάση να αυξάνεται καθώς 

αυξάνει ο αριθµός των επιλεγµένων χαρακτηριστικών. Εποµένως υποσύνολα 

διαφορετικού µεγέθους δεν είναι συγκρίσιµα. 

4.2.2. Εναλλακτικές τεχνικές αναζήτησης 

Έχοντας καθορίσει το κριτήριο αξιολόγησης που θα χρησιµοποιηθεί, εξετάζουµε για 

ποιο λόγο θα µπορούσε η forward-άπληστη αναζήτηση να µη δίνει καλή λύση. Το 

βασικό πρόβληµα είναι ότι µπορεί ένα χαρακτηριστικό που επιλέχτηκε σε κάποιο 
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πρώιµο στάδιο της αναζήτησης να µην συνδυάζεται τόσο καλά µε χαρακτηριστικά 

που επιλέχτηκαν µετέπειτα. Με βάση το κριτήριο J2, αυτό θα συνέβαινε αν το 

χαρακτηριστικό που επελέγη στο βήµα k, έστω Χ, είχε µεγάλη οµοιότητα µε τα 

χαρακτηριστικά που επιλέχτηκαν στα επόµενα βήµατα, έστω Χk+1,..., Χn. Σε αυτή την 

περίπτωση ένα καλύτερο υποσύνολο θα µπορούσε να προκύψει αντικαθιστώντας το 

Χ µε κάποιο άλλο χαρακτηριστικό X’ που έχει µικρότερη οµοιότητα µε τα Χk+1,..., Χn. 

Η υπόθεση που κάνουµε είναι ότι η αντιµετώπιση του παραπάνω προβλήµατος 

µπορεί να οδηγήσει στην εύρεση καλύτερων υποσυνόλων. Το πρόβληµα µπορεί να 

αντιµετωπιστεί µε την εκ των υστέρων εξέταση κάθε επιλεγµένου χαρακτηριστικού 

και την αντικατάσταση του µε άλλο καλύτερο αν υπάρχει τέτοιο. Αν SMRMR το 

υποσύνολο χαρακτηριστικών που επιλέχτηκε από τον mRMR και F το σύνολο όλων 

των χαρακτηριστικών, τότε κάθε χαρακτηριστικό που ανήκει στο SMRMR  µπορεί να 

διαγραφεί και στη θέση του να τοποθετηθεί ένα χαρακτηριστικό που ανήκει στο F-

SMRMR. Υπάρχουν |SMRMR|x|F-SMRMR| τέτοιες πιθανές αντικαταστάσεις και κάθε µία 

δίνει ένα διαφορετικό υποψήφιο υποσύνολο. Κάθε υποψήφιο υποσύνολο αξιολογείται 

µε βάση το κριτήριο J2. Αν το καλύτερο υποσύνολο που προκύπτει από αυτή τη 

διαδικασία, έστω S’, είναι καλύτερο από το αρχικό, τότε η διαδικασία 

επαναλαµβάνεται δοκιµάζοντας αντικαταστάσεις στο υποσύνολο S’. Αν δεν 

προκύψει κανένα βελτιωµένο υποσύνολο η διαδικασία τερµατίζει. Η διαδικασία 

περιγράφεται από τον ψευδοκώδικα  4.1. 

Η παραπάνω διαδικασία είναι επίσης µία άπληστη αναζήτηση γιατί αφού εξετάσει 

όλες τις πιθανές αντικαταστάσεις επιλέγει αυτήν που έδωσε το καλύτερο αποτέλεσµα. 

Αντί της άπληστης αναζήτησης, θα µπορούσε να χρησιµοποιηθεί η διαδικασία της 

προσοµοιούµενης ανόπτησης (simulated annealing). Η κύρια διαφορά ανάµεσα σε 

προσοµοιούµενη ανόπτηση και άπληστη αναζήτηση, είναι ότι η µετάβαση προς µία 

κατάσταση µπορεί να γίνει ακόµα και αν αυτή είναι χειρότερη ως προς το κριτήριο 

αξιολόγησης µε κάποια πιθανότητα.  Έτσι δίνεται η δυνατότητα στην αναζήτηση να 

ξεφύγει από τοπικά µέγιστα και να βρει µία καλύτερη λύση.  
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 Αλγόριθµος 4.1 Βελτιστοποίηση του κριτηρίου J2 µε άπληστη αναζήτηση 

Είσοδος:  το αρχικό υποσύνολο επιλεγµένων χαρακτηριστικών S, το σύνολο όλων 

των χαρακτηριστικών F. 

Έξοδος: το καλύτερο υποσύνολο που βρέθηκε S_best 

1)   S2 = S 

2)   Επανέλαβε 

3)         Για κάθε X που ανήκει στο S 

4)               Για κάθε X’ που ανήκει στο F-S 

5)                     S’ = S-X+X’ 

6)                     Αν J2(S’)>J2(S2 ) 

7)                           S2 = S’ 

8)         Αν S2≠S 

9)               S=S2 

10)       αλλιώς 

11)             Επίστρεψε το S 

4.2.3. Σύγκριση µε τη λύση του mRMR 

Στην ενότητα αυτή εξετάζεται η βελτίωση που µπορεί να επιφέρει η εφαρµογή του 

αλγορίθµου διαδοχικών αντικαταστάσεων (αλγόριθµος 4.1) στα υποσύνολα που 

επιλέγονται από τον mRMR. Η σύγκριση έγινε στα εξής 4 σύνολα δεδοµένων που 

περιγράφονται αναλυτικότερα στο 4ο κεφάλαιο: Colon-cancer, Lymphoma, Lung-

cancer και Leukemia. Όπως ήδη αναφέρθηκε, υποσύνολα διαφορετικού µεγέθους δεν 

είναι συγκρίσιµα για αυτό επιλέχθηκε να γίνει σύγκριση υποσυνόλων µε 40 

χαρακτηριστικά. 

Για τα σύνολα δεδοµένων colon-cancer και lung-cancer καµία αντικατάσταση δεν 

βρέθηκε που να δίνει καλύτερη απόδοση ως προς το κριτήριο J2. Για τα σύνολα 

δεδοµένων lymphoma και leukemia υπήρξε βελτίωση που επιτεύχθηκε µε τρεις και 

δύο αντικαταστάσεις αντίστοιχα. Στην 2η στήλη του πίνακα 4.1 παρουσιάζεται η 

αξιολόγηση ως προς το J2 του υποσυνόλου που επιλέχθηκε από τον mRMR. Στην 3η 

στήλη παρουσιάζεται η αξιολόγηση του υποσυνόλου που βρέθηκε µετά από 

διαδοχικές αντικαταστάσεις. 
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Πίνακας 4.1 Αξιολόγηση λύσεων ως προς το κριτήριο J2=
1

( ) ( )
2

V S W S−  

 Λύση mRMR Αρχικοποίηση µε 

mRMR + 

διαδοχικές 

αντικαταστάσεις 

10 τυχαίες 

αρχικές θέσεις + 

διαδοχικές 

αντικαταστάσεις 

Αξιολόγηση 

αρχικών 

καταστάσεων ως 

προς J2 (µ.ο.) 

Colon-cancer 7.460618 7.460618 7.460618 1.9665 

Lymphoma 24.638070 24.642288 24.642288 18.5337 

Lung-cancer 22.175331 22.175331 22.175331 15.8781 

Leukemia 11.920799 11.925338 11.925338 4.684811 

Επειδή η µέθοδος αναζήτησης είναι άπληστη, η λύση που θα βρεθεί εξαρτάται από 

την αρχική κατάσταση. Είναι πιθανό να µπορούν να βρεθούν καλύτερες λύσεις αν η 

αναζήτηση ξεκινήσει από την κατάλληλη αρχική κατάσταση. Για να διαπιστωθεί αν 

κάτι τέτοιο όντως ισχύει, η διαδικασία των διαδοχικών αντικαταστάσεων 

επαναλήφθηκε 10 φορές ξεκινώντας όµως από τυχαίες αρχικές θέσεις (τυχαία 

υποσύνολα από 40 χαρακτηριστικά). Και τις 10 φορές, οι διαδοχικές αντικαταστάσεις 

οδήγησαν τελικά στο ίδιο υποσύνολο παρά το γεγονός ότι ξεκινούσαν από 

διαφορετικές αρχικές καταστάσεις. Η αξιολόγηση αυτού του υποσυνόλου ως προς το 

κριτήριο J2 παρουσιάζεται στην 4η στήλη του πίνακα 4.1. Το φαινόµενο 

παρατηρήθηκε και στα 4 σύνολα δεδοµένων. Στην 5η στήλη του 4.1 παρουσιάζεται 

ποια είναι κατά µέσο όρο η αξιολόγηση των 10 τυχαίων αρχικών καταστάσεων µε 

βάση το J2. 

Το γεγονός ότι η άπληστη αναζήτηση καταλήγει πάντοτε στην ίδια λύση φαίνεται 

παράδοξο παρόλα αυτά µπορεί να εξηγηθεί. Η συνάρτηση που µεγιστοποιείται έχει 

τη γενική µορφή: 

( ) ( ) ( )J S V S W Sβ= − ⋅  Εξ. 4.11 

όπου V η συνάφεια και W η περιττή πληροφορία που περιέχεται στο S. Για αρκετά 

µικρό β η επίδραση του όρου W(S) είναι µικρή και υπάρχει η τάση να επιλέγονται τα 

πιο συναφή χαρακτηριστικά. Όταν το β τείνει στο µηδέν, η συνάρτηση έχει ολικό 

µέγιστο που αποτελείται από τα πιο συναφή χαρακτηριστικά. Μάλιστα στη λύση 

αυτή µπορεί να φτάσει η αναζήτηση µέσω διαδοχικών αντικαταστάσεων ξεκινώντας 

από οποιαδήποτε αρχική κατάσταση, αντικαθιστώντας πάντα το λιγότερο συναφές 
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από τα επιλεγµένα χαρακτηριστικά µε το περισσότερο συναφές από τα µη 

επιλεγµένα. Στην περίπτωση του κριτηρίου J2, έχουµε β=1/2 και στην πράξη 

αποδεικνύεται ότι η τιµή αυτή του β είναι αρκετά µικρή ώστε να ισχύει το παραπάνω 

σενάριο. 

Η κατάσταση δεν είναι ίδια όταν χρησιµοποιείται µια συνάρτηση αξιολόγησης που 

δίνει µεγαλύτερο βάρος στην περιττή πληροφορία. Χρησιµοποιώντας ως συνάρτηση 

αξιολόγησης το J1 (εξίσωση (4.6)), που δίνει διπλάσιο βάρος στην περιττή 

πληροφορία σε σχέση µε το J2, παίρνουµε τα αποτελέσµατα του πίνακα 4.2.  

Ξεκινώντας από 20 τυχαίες αρχικές θέσεις και εφαρµόζοντας διαδοχικές 

αντικαταστάσεις, βρέθηκαν αρκετές διαφορετικές λύσεις σε κάθε σύνολο δεδοµένων. 

Η χειρότερη λύση που βρέθηκε παρουσιάζεται στην 4η στήλη του πίνακα 4.2. Στην 5η 

στήλη παρουσιάζεται η καλύτερη λύση που βρέθηκε ενώ στην 6η στήλη φαίνεται ο 

αριθµός των διαφορετικών λύσεων που βρέθηκαν από τις 20 διαφορετικές 

αναζητήσεις. Η αξιολόγηση του υποσυνόλου που επιλέχθηκε µε forward αναζήτηση 

(ξεκινώντας από το πιο συναφές και κατόπιν προσθέτοντας το χαρακτηριστικό που 

µεγιστοποιεί το κριτήριο της εξίσωσης (4.9)) φαίνεται στη 2η στήλη. Εκτελώντας 

διαδοχικές αντικαταστάσεις στο υποσύνολο αυτό, βρέθηκε καλύτερο υποσύνολο σε 3 

από τα 4 σύνολα δεδοµένων (3η στήλη του πίνακα 4.2). 

Χρησιµοποιώντας ως συνάρτηση αξιολόγησης την 4.11 και θέτοντας β=5, το 

φαινόµενο είναι ακόµα πιο έντονο. Οι 20 αναζητήσεις από τυχαίες αρχικές θέσεις 

κατέληξαν σε 20 διαφορετικές λύσεις σε 3 από τα 4 σύνολα δεδοµένων εκτός από το 

σύνολο lung-cancer όπου βρέθηκαν 18 διαφορετικές λύσεις. Τα αποτελέσµατα 

παρουσιάζονται στον πίνακα 4.3.  

Από τα παραπάνω ευρήµατα βγαίνει το συµπέρασµα ότι η χρήση µεθόδων καθολικής 

βελτιστοποίησης για τη βελτιστοποίηση της συνάρτησης αξιολόγησης J2 δεν έχει 

ιδιαίτερο νόηµα, καθώς αυτή δεν έχει πολλά τοπικά µέγιστα και έτσι η forward-

άπληστη αναζήτηση καταφέρνει από µόνη της να βρει αρκετά καλές λύσεις. 

Αντίθετα, για συναρτήσεις αξιολόγησης που δίνουν µεγαλύτερη έµφαση στην 

ελαχιστοποίηση της περιττής πληροφορίας, πράγµατι υπάρχει περιθώριο βελτίωσης 

από τη χρήση µεθόδων καθολικής βελτιστοποίησης. 
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Πίνακας 4.2 Αξιολόγηση λύσεων ως προς το κριτήριο J1=V(S)-W(S) 

 Λύση 

forward 

αναζήτησης 

Αρχικοποίηση 

µε forward +  

διαδοχικές 

αντικατα-

στάσεις 

20 τυχαίες αρχικές 

θέσεις+διαδοχικές 

αντικαταστάσεις 

(χειρότερη λύση) 

20 τυχαίες αρχικές 

θέσεις+διαδοχικές 

αντικαταστάσεις 

(καλύτερη λύση) 

Πλήθος 

διαφορε-

τικών 

λύσεων 

Αξιολόγηση 

αρχικών 

καταστάσεων 

ως προς J1 

(µ.ο.) 

Colon 4.403746 4.403746 4.398164 4.409577 8 0.077696 

Lymphoma 21.362736 21.383785 21.378602 21.389693 8 16.188258 

Lung 19.201697 19.213106 19.213106 19.217707 2 13.650817 

Leukemia 7.419353 7.492386 7.482838 7.501392 16 2.762569 

Πίνακας 4.3 Αξιολόγηση λύσεων ως προς το κριτήριο J3=V(S)-5W(S) 

 Λύση 

forward 

αναζήτησης 

Αρχικοποίηση 

µε forward +  

διαδοχικές 

αντικατα-

στάσεις 

20 τυχαίες 

αρχικές θέσεις+ 

διαδοχικές 

αντικαταστάσεις 

(χειρότερη λύση) 

20 τυχαίες 

αρχικές θέσεις+ 

διαδοχικές 

αντικαταστάσεις 

(καλύτερη λύση) 

Πλήθος 

διαφορε-

τικών 

λύσεων 

Αξιολόγηση 

αρχικών 

καταστάσεων 

ως προς J3 

(µ.ο.) 

Colon -6.618445 -6.315082 -6.557311 -6.248328 20 -14.911825 

Lymphoma 8.290338 8.547330 8.408317 8.712725 20 -4.781448 

Lung 4.296803 5.096365 4.936465 5.126387 18 -6.644378 

Leukemia -4.341086 -3.979523 -4.022178 -3.798025 20 -13.880850 

4.3. Κανονικοποιηµένο mRMR 

Ο αλγόριθµος mRMR έχει ως στόχο τη βελτιστοποίηση δύο συνθηκών. Στο 

πρόβληµα αυτό δεν υπάρχει µοναδική λύση αλλά ένα σύνολο λύσεων. Προκειµένου 

να επιλεγεί τελικά µία από αυτές, ο αλγόριθµος mRMR συνδυάζει τις δύο συνθήκες 

σε µία και τελικός στόχος είναι η µεγιστοποίηση του ( ) ( ) ( )J S V S W S= − , όπου η 

µεταβλητή V προσεγγίζει τη συνάφεια του συνόλου S και η µεταβλητή W την 

περιττή πληροφορία που περιέχεται σε αυτό. Με αυτή την προσέγγιση ανταµείβεται 

το ίδιο µια αύξηση της συνάφειας κατά µία ποσότητα µε µια µείωση της περιττής 

πληροφορίας κατά την ίδια ποσότητα. Το πρόβληµα είναι ότι η µεταβολή κατά αυτήν 

την ποσότητα µπορεί να έχει πολύ µεγάλη σηµασία όταν αφορά στην περιττή 
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πληροφορία και πολύ µικρή σηµασία όταν αφορά στη συνάφεια (ή και το 

αντίστροφο).  

Το πόσο µεγάλη είναι η σηµασία µεταβολής µιας µεταβλητής κατά µία ποσότητα 

µπορεί να εκτιµηθεί αν ληφθεί υπόψιν το εύρος τιµών που παίρνει η µεταβλητή. Για 

παράδειγµα ας υποθέσουµε ότι  Χ1 και Χ2 είναι δύο υποψήφια προς επιλογή 

χαρακτηριστικά µε V(X1)=100 και W(X1)=1, και V(X2)=98 και W(X2)=0.1 . Με 

βάση το κριτήριο αξιολόγησης του αλγορίθµου mRMR έχουµε ότι: 

1 1 1( ) ( ) ( ) 100 1 99J X V X W X= − = − =  και 2 2 2( ) ( ) ( ) 98 0.1 97.9J X V X W X= − = − =  

οπότε το Χ1 θεωρείται καλύτερο. 

Αν εκτός από τα παραπάνω γνωρίζουµε ότι η συνάφεια των υποψηφίων 

χαρακτηριστικών παίρνει τιµές από 0 έως 100, ενώ η περιττή πληροφορία παίρνει 

τιµές από 0 έως 1, τότε η κατάσταση είναι τελείως διαφορετική. Το Χ1 δεν µπορεί να 

θεωρηθεί καλό χαρακτηριστικό γιατί αν και έχει τη µέγιστη δυνατή συνάφεια, έχει 

επίσης τη µέγιστη περιττή πληροφορία. Το χαρακτηριστικό X2 έχει αρκετά µεγάλη 

συνάφεια, ενώ η περιττή πληροφορία που περιέχει είναι κατά 0.9 µικρότερη από την 

περιττή πληροφορία του Χ1, διαφορά που είναι τεράστια λαµβάνοντας υπόψιν τις 

τιµές που παίρνει το συγκεκριµένο µέγεθος. 

Από το παραπάνω παράδειγµα είναι εµφανές ότι το µέγεθος που παρουσιάζει  

µεγαλύτερη διακύµανση, αποκτά µεγαλύτερη σηµασία. Μια ασήµαντη µεταβολή του 

µπορεί να είναι κατά απόλυτη τιµή µεγαλύτερη από µία σηµαντική µεταβολή του 

άλλου µεγέθους. Στο παράδειγµα η ασήµαντη διαφορά της συνάφειας θεωρήθηκε 

σπουδαιότερη από τη διαφορά της περιττής πληροφορίας.  

Από τα παραπάνω γίνεται κατανοητό ότι η απευθείας σύγκριση συνάφειας και 

περιττής πληροφορίας δεν είναι δίκαιη όταν οι τιµές των δύο µεγεθών παρουσιάζουν 

διαφορετική διακύµανση. Είναι πιθανό τα δύο µεγέθη να παίρνουν περίπου τις ίδιες 

τιµές, πολλές φορές όµως αυτό δεν συµβαίνει όπως φαίνεται στο σχήµα 4.3 όπου 

παρουσιάζεται για δύο διαφορετικά σύνολα δεδοµένων η συνάφεια και η περιττή 

πληροφορία των υποψηφίων χαρακτηριστικών στο δέκατο βήµα της προς τα εµπρός 

αναζήτησης.  
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a) Σύνολο δεδοµένων Lymphoma b) Σύνολο δεδοµένων Lung-cancer 

Σχήµα 4.3 Συνάφεια και περιττή πληροφορία υποψήφιων χαρακτηριστικών σε δύο 
διαφορετικά σύνολα δεδοµένων. 

Για την αντιµετώπιση του παραπάνω προβλήµατος προτείνεται η κανονικοποίηση 

των δύο µεγεθών, συνάφειας και περιττής πληροφορίας, έτσι ώστε να έχουν την ίδια 

διακύµανση. Ο αλγόριθµος mRMR τροποποιείται ως εξής: σε κάθε επανάληψη 

υπολογίζεται για κάθε µη επιλεγµένο χαρακτηριστικό, έστω Xi, η συνάφεια του µε 

την κατηγορία, έστω V(Χi), και η περιττή πληροφορία ως προς το σύνολο των ήδη 

επιλεγµένων χαρακτηριστικών, έστω W(Χi). Με βάση τις τιµές αυτές, υπολογίζεται η 

µέση τιµή V και η τυπική απόκλιση Vσ  της συνάφειας: 

1
( )

| |
i

i
X F S

V V X
F S ∈ −

=
− ∑  Εξ. 4.12 

21
( ( ) )

| |
i

V i
X F S

V X V
F S

σ
∈ −

= −
− ∑  Εξ. 4.13 

όπου F το σύνολο όλων των χαρακτηριστικών και S το σύνολο των επιλεγµένων 

χαρακτηριστικών. Με τον ίδιο τρόπο υπολογίζεται η µέση τιµή και η τυπική 

απόκλιση της περιττής πληροφορίας που περιέχεται από τα υποψήφια 

χαρακτηριστικά, έστω W  και Wσ  αντίστοιχα. Στη συνέχεια για κάθε υποψήφιο 

χαρακτηριστικό Χi, υπολογίζεται η κανονικοποιηµένη συνάφεια  V’(Χi) και περιττή 

πληροφορία W’(Χi):  
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' ( )
( ) i

i
V

V X V
V X

σ
−

=  και ' ( )
( ) i

i
W

W X W
W X

σ
−

=  

Με αυτήν την κανονικοποίηση, και τα δύο µεγέθη έχουν µέση τιµή µηδέν και τυπική 

απόκλιση ένα. Τελικά επιλέγεται το χαρακτηριστικό Χ* που µεγιστοποιεί τη διαφορά: 

* ' 'arg max ( ) ( )
i

i i
X F S

X V X W X
∈ −

 = −   Εξ. 4.14 

Στη συνέχεια εξετάζουµε τη διαφορά που προκύπτει στη συµπεριφορά του mRMR 

από αυτή την παραλλαγή. Χρησιµοποιούµε τα αρχικά mrmr_d (mrmr-difference) για 

να αναφερθούµε στη µέθοδο mRMR που µεγιστοποιεί τη διαφορά συνάφειας και 

περιττής πληροφορίας (V(S)-W(S)), τα αρχικά mrmr_q (mrmr-quotient) αντιστοιχούν 

στη µέθοδο βελτιστοποίησης του λόγου των δύο µεγεθών (V(S)/W(S)), ενώ για την 

κανονικοποιηµένη παραλλαγή του αλγορίθµου χρησιµοποιούνται τα αρχικά 

sMRMR_d (scaled-mrmr-difference). Όπως φαίνεται και στο σχήµα 4.3 το µέγεθος 

της συνάφειας έχει µεγαλύτερη διακύµανση οπότε αναµένεται η µέθοδος mrmr_d να 

προτιµά συναφή χαρακτηριστικά ακόµα και αν αυτά περιέχουν σηµαντική περιττή 

πληροφορία. Η mrmr_q καταφέρνει να δώσει περισσότερη έµφαση στη µείωση της  

περιττής πληροφορίας, αν και λόγω της διαίρεσης δεν είναι εύκολα κατανοητό πόσο 

βάρος δίνεται σε κάθε µέγεθος και πώς αυτό το βάρος επηρεάζεται από τις τιµές της 

συνάφειας και της περιττής πληροφορίας. Η κανονικοποίηση των δύο µεγεθών στη 

µέθοδο sMRMR_d αναµένεται να οδηγεί στην επιλογή λιγότερο συναφών αλλά και 

λιγότερο περιττών χαρακτηριστικών.  
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Σχήµα 4.4 Κατάταξη επιλεγµένων χαρακτηριστικών µε βάση τη συνάφεια στο 
σύνολο δεδοµένων Lymphoma 
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Σχήµα 4.5 Κατάταξη επιλεγµένων χαρακτηριστικών µε βάση τη συνάφεια στο 
σύνολο δεδοµένων Multiple features 

Το σχήµα 4.4 επιβεβαιώνει τα παραπάνω. Στο σχήµα αυτό παρουσιάζεται ποια είναι 

κατά µέσο όρο η κατάταξη-ως προς τη συνάφεια µε την κατηγορία-των 50 

χαρακτηριστικών που επιλέχθηκαν από τις τρεις µεθόδους στο σύνολο δεδοµένων 

Lymphoma που περιγράφεται στο 5ο κεφάλαιο. Ο κατακόρυφος άξονας δείχνει την 

κατάταξη του χαρακτηριστικού µε βάση τη συνάφεια µε την κατηγορία και ο 

οριζόντιος δείχνει τον γύρο κατά τον οποίο επιλέχτηκε το χαρακτηριστικό. Για 

παράδειγµα, αν για τη µέθοδο sMRMR_d, η τιµή 20 ως προς τον οριζόντιο άξονα 
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αντιστοιχεί σε τιµή 250 ως προς τον κατακόρυφο άξονα, σηµαίνει ότι το 

χαρακτηριστικό που επιλέγεται στον 20ο γύρο από τη µέθοδο sMRMR_d έχει κατά 

µέσο όρο κατάταξη 250. Βλέπουµε ότι τα χαρακτηριστικά που επιλέγονται από τη 

µέθοδο mrmr_d έχουν κατά µέσο όρο κατάταξη µικρότερη από 100, δηλαδή τα 50 

χαρακτηριστικά που επιλέγει η µέθοδος, προέρχονται συνήθως από το υποσύνολο 

των 100 πιο συναφών χαρακτηριστικών. Από την άλλη, η µέθοδος mrmr_q επιλέγει 

χαρακτηριστικά που η κατάταξη τους είναι κατά µέσο όρο µεγαλύτερη από 450. Αυτό 

ίσως σηµαίνει ότι τα χαρακτηριστικά που επιλέγονται δεν είναι αρκετά συναφή. 

Τέλος η µέθοδος sMRMR_d φαίνεται να δίνει µια ισορροπία ανάµεσα στις δύο 

προηγούµενες παραλλαγές αφού επιλέγει χαρακτηριστικά από ένα µεγάλο εύρος της 

κατάταξης. Παρόµοια συµπεράσµατα βγαίνουν εξετάζοντας τα χαρακτηριστικά που 

επιλέγονται από τις τρεις µεθόδους για το σύνολο δεδοµένων Multiple features 

(επίσης περιγράφεται πιο αναλυτικά στο κεφάλαιο 5) στο σχήµα 4.5. Η 

διαφοροποίηση που προκύπτει στην απόδοση ελέγχεται πειραµατικά στο κεφάλαιο 5. 
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ΚΕΦΑΛΑΙΟ 5. ΠΕΙΡΑΜΑΤΑ 

5.1 Τα σύνολα δεδοµένων 

5.2 Αναλυτική περιγραφή µεθοδολογίας σύγκρισης 

5.3 Σύγκριση mRMR και κανονικοποιηµένου mRMR 

5.4 Σύγκριση προσεγγίσεων για τον υπολογισµό της περιττής πληροφορίας 

 

Στην ενότητα αυτή συγκρίνονται οι τροποποιήσεις που συζητούνται στο κεφάλαιο 4, 

µε τις αυθεντικές εκδοχές του αλγορίθµου mRMR όπως προτείνονται στο [10]. 

Αρχικά, στην ενότητα 5.1 παρουσιάζονται τα σύνολα δεδοµένων που 

χρησιµοποιήθηκαν για τη σύγκριση. Στην ενότητα 5.2 περιγράφονται τα πειράµατα 

και οι παράµετροι που χρησιµοποιήθηκαν. Στην ενότητα 5.3 συγκρίνεται η αυθεντική 

εκδοχή του αλγορίθµου µε την κανονικοποιηµένη παραλλαγή που παρουσιάστηκε 

στην ενότητα 4.3. Τέλος, στην ενότητα 5.4, εξετάζονται οι τροποποιήσεις της 

ενότητας 4.1 που αφορούν στον υπολογισµό της περιττής πληροφορίας. 

5.1. Τα σύνολα δεδοµένων 

Οι παραλλαγές που εξετάστηκαν στο κεφάλαιο 4, συγκρίνονται µε βάση την ακρίβεια 

ταξινόµησης που επιτυγχάνεται όταν χρησιµοποιούνται τα αντίστοιχα επιλεγµένα 

υποσύνολα χαρακτηριστικών. Η σύγκριση γίνεται σε 6 διαφορετικά σύνολα 

δεδοµένων. Από αυτά, 4 προέρχονται από το πεδίο της βιοπληροφορικής και 

χρησιµοποιούνται επίσης στο [10]. Τα παραδείγµατα περιέχουν τους συντελεστές 

έκφρασης γονιδίων (συνήθως αρκετών χιλιάδων) και αντιστοιχούν σε κύτταρα µε 

διαφορετικές ιδιότητες, π.χ. µπορεί να αναπαριστούν υγιή και µη υγιή κύτταρα 

ασθενών ή άλλες φορές να προέρχονται από ιστούς προσβεβληµένους από 

διαφορετικά είδη της ίδιας ασθένειας. Σκοπός είναι, να δηµιουργηθεί ένας αξιόπιστος 

ταξινοµητής που θα κάνει αυτόµατη διάγνωση για νέα δείγµατα µε βάση τους 
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συντελεστές έκφρασης των γονιδίων. Η επιλογή χαρακτηριστικών, εκτός από 

απαραίτητο βήµα επεξεργασίας για την αποφυγή της υπερεκπαίδευσης (αφού η 

διάσταση είναι τεράστια και τα παραδείγµατα πολύ λίγα), δίνει την ευκαιρία να 

ανακαλυφθούν γονίδια που σχετίζονται µε κάθε νόσο.  

Εκτός από τα σύνολα δεδοµένων βιοπληροφορικής, χρησιµοποιήθηκαν ένα σύνολο 

χειρόγραφων χαρακτήρων και ένα σύνολο διαφηµίσεων στο διαδίκτυο. Αναλυτικά τα 

σύνολα δεδοµένων που χρησιµοποιήθηκαν είναι τα εξής: 

Colon-cancer 

Αυτό το σύνολο δεδοµένων παρουσιάζεται στην εργασία [2]. Μετρήθηκε το επίπεδο 

έκφρασης 6500 γονιδίων από 62 δείγµατα, εκ των οποίων τα 22 προέρχονται από 

υγιή κύτταρα ενώ τα υπόλοιπα 40 προέρχονται από καρκινικά κύτταρα. Οι 

συγγραφείς έχουν ήδη κάνει µία προεπεξεργασία και από το αρχικό σύνολο γονιδίων 

έχουν διατηρηθεί µόνο 2000. Το σύνολο δεδοµένων των 2000 γονιδίων είναι 

διαθέσιµο στο διαδίκτυο [8]. 

Lymphoma 

Αυτό το σύνολο δεδοµένων παρουσιάζεται στην εργασία [1] και περιλαµβάνει 96 

δείγµατα που ανήκουν σε 9 κατηγορίες που αντιστοιχούν σε διαφορετικά υποείδη 

λεµφώµατος διάχυτου από µεγάλα Β-κύτταρα (diffuse large B-cell lymphoma). Από 

το αρχικό πλήθος γονιδίων διατηρούνται από τους συγγραφείς 4026. Κάθε γονίδιο 

διακριτοποιείται σε τρεις τιµές µε τον τρόπο που αναφέρθηκε στην ενότητα 3.3. Το 

διακριτοποιηµένο σύνολο δεδοµένων είναι διαθέσιµο στο διαδίκτυο [24]. 

Lung-cancer 

Αυτό το σύνολο δεδοµένων περιγράφεται στο [14] και αποτελείται απο 73 

παραδείγµατα που ανήκουν σε 7 διαφορετικές κατηγορίες που αντιστοιχούν σε 

διαφορετικούς τύπους αδενοκαρκινώµατος του πνεύµονα. Το σύνολο δεδοµένων που 

χρησιµοποιήθηκε αποτελείται από 325 χαρακτηριστικά διακριτοποιηµένα σε τρεις 

καταστάσεις και είναι διαθέσιµο στο διαδίκτυο [24]. 
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Leukemia 

Αυτό το σύνολο δεδοµένων [15] περιέχει δύο κατηγορίες που αντιστοιχούν στους 

τύπους λευχαιµίας ALL (acute lymphoblastic leukemia) και AML (acute myeloid 

leukemia). Υπάρχουν 47 δείγµατα της πρώτης και 25 δείγµατα της δεύτερης 

κατηγορίας που περιγράφονται από 7129 γονίδια. Τα 72 δείγµατα χωρίστηκαν από 

τους συγγραφείς σε δύο υποσύνολα από 38 και 34 δείγµατα που χρησιµοποιήθηκαν 

ως σύνολα εκπαίδευσης και ελέγχου αντίστοιχα. Τα ίδια σύνολα ελέγχου και 

εκπαίδευσης χρησιµοποιούνται και σε αυτή την εργασία και είναι διαθέσιµα στο 

διαδίκτυο [8].  

Multiple-features 

Αυτό είναι ένα σύνολο δεδοµένων χειρόγραφων ψηφίων. Αποτελείται από 2000 

παραδείγµατα που ανήκουν σε 10 διαφορετικές κατηγορίες, 200 σε κάθε µία, που 

αντιστοιχούν στα ψηφία ‘0’ έως ‘9’. Τα ψηφία περιγράφονται από 649 συνεχή 

χαρακτηριστικά τα οποία διακριτοποιήθηκαν σε 3 καταστάσεις µε βάση τη 

διαδικασία που περιγράφηκε στην ενότητα 3.3. Το σύνολο δεδοµένων είναι διαθέσιµο 

στο διαδίκτυο [3]. 

Internet-advertisments 

Το σύνολο αυτό περιέχει την περιγραφή εικόνων από ιστοσελίδες από τις οποίες 

κάποιες αντιστοιχούν σε διαφηµίσεις. Η περιγραφή βασίζεται σε γεωµετρικά 

χαρακτηριστικά της εικόνας όπως  το πλάτος και το ύψος, αλλά και σε δυαδικά 

χαρακτηριστικά των οποίων η τιµή εξαρτάται από το αν συγκεκριµένες λέξεις 

βρίσκονται στο url της εικόνας. Στο σύνολο υπάρχουν 3279 παραδείγµατα εκ των 

οποίων τα 459 αντιστοιχούν σε διαφηµίσεις. Τα χαρακτηριστικά είναι 1559. Τα 

συνεχή χαρακτηριστικά διακριτοποιούνται σε τρεις τιµές µε βάση τη διαδικασία της 

ενότητας 3.3. Το σύνολο δεδοµένων είναι διαθέσιµο στο διαδίκτυο [3]. 
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Πίνακας 5.1 Σύνοψη των συνόλων δεδοµένων 

Σύνολο δεδοµένων Αριθµός 

παραδειγµάτων 

Αριθµός 

χαρακτηριστικών 

Αριθµός 

κατηγοριών 

Colon-cancer 62 2000 2 

Leukemia 72 7129 2 

Lymphoma 96 4026 9 

Lung-cancer 73 325 7 

Multiple features 2000 649 10 

Internet Advertisments 3279 1559 2 

5.2. Αναλυτική περιγραφή µεθοδολογίας σύγκρισης 

5.2.1. Αποτίµηση ακρίβειας ταξινόµησης 

Για την αποτίµηση µίας µεθόδου, το σύνολο δεδοµένων διασπάται σε δύο υποσύνολα 

παραδειγµάτων, µε το πρώτο να χρησιµοποιείται ως σύνολο εκπαίδευσης και το άλλο 

ως σύνολο ελέγχου. Η διαδικασία επαναλαµβάνεται k φορές, δηµιουργούνται δηλαδή 

k ζεύγη συνόλων εκπαίδευσης και ελέγχου. Οι διασπάσεις γίνονται µε βάση τη 

διαδικασία cross validation [22], δηλαδή µε τρόπο τέτοιο ώστε κάθε παράδειγµα του 

αρχικού συνόλου δεδοµένων να τοποθετηθεί στο σύνολο ελέγχου ακριβώς µία φορά. 

Στα προβλήµατα βιοπληροφορικής δηµιουργούνται διασπάσεις σύµφωνα µε τη 

διαδικασία “leave-one-out cross-validation” (LOOCV) [22], δηλαδή το σύνολο 

ελέγχου αποτελείται κάθε φορά από ένα παράδειγµα. Ο λόγος για αυτήν την επιλογή 

είναι ότι στα προβλήµατα βιοπληροφορικής ο αριθµός των παραδειγµάτων είναι 

µικρός και δεν αφήνει περιθώριο για το σχηµατισµό ενός µεγάλου συνόλου ελέγχου 

καθώς τότε προκύπτει υπερβολικά µικρό σύνολο εκπαίδευσης. Τα σύνολα δεδοµένων 

Multiple Features και Internet Ads, για τα οποία πολλά παραδείγµατα είναι 

διαθέσιµα, διασπώνται σε 3 ζεύγη συνόλων εκπαίδευσης και ελέγχου (3-fold cross-

validation). Η τελική εκτίµηση για την ακρίβεια ταξινόµησης υπολογίζεται ως η µέση 

τιµή της ακρίβειας που επιτεύχθηκε στα διαφορετικά σύνολα ελέγχου. 
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Η επιλογή χαρακτηριστικών γίνεται λαµβάνοντας υπόψιν µόνο το σύνολο 

εκπαίδευσης. Αυτό σηµαίνει ότι για κάθε σύνολο εκπαίδευσης που προήλθε από τις 

προηγούµενες διασπάσεις, ένα ξεχωριστό υποσύνολο χαρακτηριστικών επιλέγεται. Η 

διαδικασία αυτή διαφέρει από τη διαδικασία που ακολουθείται στο [10], όπου 

επιλέγεται ένα σύνολο χαρακτηριστικών µε βάση όλα τα παραδείγµατα και στη 

συνέχεια αποτιµάται µε χρήση leave-one-out cross-validation. Θεωρούµε ότι η 

αποτίµηση µιας µεθόδου µε αυτόν τον τρόπο δεν είναι ακριβής γιατί σε κάθε 

περίπτωση η διαδικασία της επιλογής χαρακτηριστικών λαµβάνει υπόψιν τα 

παραδείγµατα ελέγχου. 

5.2.2. Ο ταξινοµητής και η επιλογή παραµέτρων 

Για την ταξινόµηση χρησιµοποιείται ο ταξινοµητής SVM (support vector machine) 

[7],[30]. Χρησιµοποιείται η δηµοφιλής υλοποίηση LIBSVM που είναι διαθέσιµη στο 

διαδίκτυο [8]. Ένα χαρακτηριστικό του ταξινοµητή SVM είναι ότι µπορεί να 

υλοποιηθεί µε πολλές διαφορετικές συναρτήσεις πυρήνα (kernel functions). Στα 

πειράµατα χρησιµοποιήθηκε γραµµικός πυρήνας (linear kernel) καθώς και ο πυρήνας 

RBF. Ο ταξινοµητής SVM απαιτεί τον καθορισµό µίας παραµέτρου C που είναι ένας 

όρος ποινής που εκφράζει την ανεκτικότητα σε εσφαλµένες κατατάξεις. Αν επιπλέον 

χρησιµοποιείται ο πυρήνας RBF, απαιτείται και ο καθορισµός µιας παραµέτρου g που 

αντιστοιχεί στο εύρος του πυρήνα. 

Για την επιλογή των παραµέτρων C και g ένα σύνολο διαφορετικών συνδυασµών 

δοκιµάζεται και αποτιµάται µε χρήση k-fold cross validation. Αυτή η διαδικασία δεν 

έχει σχέση µε τον εξωτερικό βρόχο cross validation που περιγράφηκε στην ενότητα 

5.2.1 και δηµιουργεί διασπάσεις των διαθέσιµων δεδοµένων σε σύνολα εκπαίδευσης 

και ελέγχου. Η διαδικασία που περιγράφεται εδώ, καλείται εσωτερικά για κάθε 

σύνολο εκπαίδευσης που προέκυψε από τις διασπάσεις, και συγκρίνει διαφορετικές 

παραµέτρους C, g µέσω cross validation. Για καλύτερη κατανόηση, η διαδικασία που 

χρησιµοποιείται για την αποτίµηση ενός υποσυνόλου χαρακτηριστικών περιγράφεται 

από τον ψευδοκώδικα 5.1.  
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 Αλγόριθµος 5.1 ∆ιαδικασία αποτίµησης υποσυνόλου χαρακτηριστικών 

Είσοδος: σύνολο δεδοµένων D, υποσύνολο χαρακτηριστικών S 

Έξοδος: ακρίβεια πρόβλεψης subset_accuracy 

1)   Έστω DS η προβολή του D στο υποσύνολο χαρακτηριστικών S. 

2)   ∆ιάσπασε το DS σε k ζεύγη συνόλων εκπαίδευσης και ελέγχου, έστω  

      Dtrai(1),…,Dtrai(k) και Dtest(1),…,Dtest(k) αντίστοιχα 

3)   Για i από 1 έως k, 

4)         Αξιολόγησε κάθε διαφορετικό συνδυασµό παραµέτρων C,g µε χρήση 

            cross-validation στο Dtrai(i) και επέλεξε τον καλύτερο, έστω C’,g’ 

5)         Εκπαίδευσε το SVM µε είσοδο το Dtrai(i) και παραµέτρους C’,g’ 

6)         Mέτρησε την ακρίβεια πρόβλεψης στο Dtest(i), έστω αcc 

7)         overall_acc = overall_acc + acc 

8)   Τέλος 

9)   subset_accuracy = overall_acc/k 

Στην 4η γραµµή του αλγορίθµου εκτελείται ο εσωτερικός βρόχος cross-validation για 

κάθε υποψήφιο συνδυασµό παραµέτρων C και g. Υπονοείται ότι έχουν καθοριστεί οι 

πιθανοί συνδυασµοί που θα εξεταστούν, καθώς και ο αριθµός των folds που θα 

χρησιµοποιηθούν για την cross validation διαδικασία. Στον πίνακα 5.2 συνοψίζονται 

οι παράµετροι αυτοί όπως χρησιµοποιήθηκαν για τα διάφορα σύνολα δεδοµένων. 
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Πίνακας 5.2 Παράµετροι που χρησιµοποιήθηκαν κατά την αποτίµηση υποσυνόλων 
και την εκπαίδευση του SVM 

Σύνολο 

δεδοµένων 

Αριθµός 

διασπάσεων 

Συνάρτηση 

Πυρήνα 

Τιµές 

παραµέτρου C 

Τιµές 

παραµέτρου g 

Αριθµός 

διασπάσεων για 

εσωτερικό 

βρόχο CV 

Colon-cancer 62(LOOCV) Γραµµική 2-5,2-4,...,29,210 - 5 

Leukemia 1 Γραµµική 2-5,2-4,...,29,210 - 5 

Lymphoma 96(LOOCV) Γραµµική 2-5,2-4,...,29,210 - 5 

Lung-cancer 73(LOOCV) Γραµµική 2-5,2-4,...,29,210 - 5 

Multiple features 3 RBF 2-3,2-1,...,27,29 2-3,2-5,2-7,2-9,2-11 3 

Internet 

Advertisments 
3 Γραµµική 2-5,2-4,...,29,210 - 3 

5.2.3. Σύγκριση αποτελεσµάτων 

Σε αντίθεση µε άλλους αλγορίθµους, ο mRMR απαιτεί τον καθορισµό του µεγέθους 

του υποσυνόλου που θα επιλεγεί. Η σύγκριση δύο παραλλαγών του mRMR 

χρησιµοποιώντας υποσύνολα συγκεκριµένου µεγέθους, επιλεγµένου µε αυθαίρετο 

τρόπο, δεν µπορεί να είναι αντικειµενική. Είναι πολύ πιθανό µία µέθοδος που 

φαίνεται να είναι καλύτερη όταν χρησιµοποιούνται 50 χαρακτηριστικά, να είναι πολύ 

χειρότερη αν χρησιµοποιούνται 20 χαρακτηριστικά. Για το λόγο αυτό οι µέθοδοι 

συγκρίνονται µε βάση υποσύνολα πολλών διαφορετικών µεγεθών. Αν για παράδειγµα 

µία µέθοδος επιλέγει το υποσύνολο Sk={Χ1,Χ2,...,Χk}, αποτιµώνται όλα τα 

εµφωλευµένα υποσύνολα του Sk µεγέθους 1 έως k. Tο εµφωλευµένο υποσύνολο 

µεγέθους i είναι αυτό που αποτελείται από τα χαρακτηριστικά Χ1,Χ2,...,Χi. Στην 

προηγούµενη πρόταση υποθέτουµε ότι τα χαρακτηριστικά έχουν επιλεγεί µε τη σειρά 

που εµφανίζονται µέσα στο Sk. 

Από τη σύγκριση µε βάση τα εµφωλευµένα υποσύνολα, συχνά δεν προκύπτει σαφής 

υπεροχή υπέρ µίας µεθόδου. Αυτό συµβαίνει για παράδειγµα αν µία µέθοδος 

επιτυγχάνει αρκετά καλή ακρίβεια ταξινόµησης µε 20 χαρακτηριστικά, και µία 

δεύτερη µέθοδος επιτυγχάνει ελάχιστα καλύτερη ακρίβεια ταξινόµησης αλλά 

χρησιµοποιώντας 30 χαρακτηριστικά. Εφόσον ζητείται η ελαχιστοποίηση του 
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αριθµού των χαρακτηριστικών και ταυτόχρονα η µεγιστοποίηση της ακρίβειας 

ταξινόµησης, δεν υπάρχει ξεκάθαρος νικητής ανάµεσα στις µεθόδους. 

5.3. Σύγκριση mRMR και κανονικοποιηµένου mRMR 

Στην ενότητα αυτή συγκρίνονται οι δύο εκδοχές του mRMR (όπως παρουσιάστηκαν 

στην ενότητα 3.2) µε την παραλλαγή της ενότητας 4.3 που κανονικοποιεί τα µεγέθη 

της συνάφειας και της περιττής πληροφορίας. Όπως και στην ενότητα 4.3 

χρησιµοποιούµε τα αρχικά mrmr_d και mrmr_q για να αναφερθούµε στη µέθοδο 

mRMR που µεγιστοποιεί τη διαφορά και το λόγο αντίστοιχα µεταξύ συνάφειας και 

περιττής πληροφορίας. Για την κανονικοποιηµένη παραλλαγή του αλγορίθµου 

χρησιµοποιούνται τα αρχικά sMRMR_d (scaled-mrmr-difference). 

Τα επιλεγµένα υποσύνολα από κάθε µέθοδο αποτιµώνται µε τη διαδικασία cross-

validation. Στα σύνολα δεδοµένων βιοπληροφορικής αποτιµήθηκαν όλα τα 

εµφωλευµένα υποσύνολα που περιέχουν από 1 έως 50 χαρακτηριστικά. Στα σύνολα 

δεδοµένων Multiple features και Ιnternet-Ads, που είναι πολύ µεγαλύτερα σε 

µέγεθος, αποτιµήθηκαν τα εµφωλευµένα υποσύνολα µε άρτιο αριθµό 

χαρακτηριστικών και µέγιστο µέγεθος 60. Τα υποσύνολα περιττού µεγέθους δεν 

αποτιµήθηκαν προκειµένου να συντοµευτεί η διαδικασία, που είναι χρονοβόρα παρά 

το γεγονός ότι χρησιµοποιείται 3-fold cross validation. 

Οι πίνακες 5.4 έως 5.7 παρουσιάζουν µια σύνοψη του αριθµού των λανθασµένων 

προβλέψεων που έγιναν κατά τη διαδικασία leave-one-out cross validation 

χρησιµοποιώντας τα υποσύνολα κάθε µεθόδου. Η δεύτερη στήλη παρουσιάζει τον 

ελάχιστο αριθµό λαθών που έγινε χρησιµοποιώντας εµφωλευµένα υποσύνολα µε 1 

έως 5 χαρακτηριστικά. Στην τρίτη στήλη εµφανίζεται ο ελάχιστος αριθµός λαθών που 

έγινε χρησιµοποιώντας εµφωλευµένα υποσύνολα µεγέθους 6 έως 10 κ.ο.κ. Στον 

πίνακα 5.3 δίνεται η ακρίβεια ταξινόµησης που επιτυγχάνεται χρησιµοποιώντας όλα 

τα χαρακτηριστικά στα διάφορα σύνολα δεδοµένων ώστε να είναι αντιληπτό αν και 

κατά πόσο η επιλογή χαρακτηριστικών βελτιώνει την απόδοση. 
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Πίνακας 5.3 Ακρίβεια ταξινόµησης που επιτυγχάνεται χρησιµοποιώντας όλα τα 
χαρακτηριστικά 

Σύνολο δεδοµένων Ακρίβεια ταξινόµησης/Λάθη 

Colon-cancer 83.87 %(10 λάθη) 

Leukemia 82.35% (6 λάθη) 

Lymphoma 95.83% (4 λάθη) 

Lung-cancer 87.67% (9 λάθη) 

Multiple features 98.6% 

Internet Advertisments 97.46% 

Ξεκινώντας από το σύνολο δεδοµένων colon-cancer (πίνακας 5.4), θα λέγαµε ότι δεν 

υπάρχει εµφανής διαφορά στην απόδοση των τριών µεθόδων στο σύνολο αυτό. Και οι 

τρεις µέθοδοι οδηγούν σε βελτίωση της απόδοσης σε σχέση µε την περίπτωση που 

χρησιµοποιούνται όλα τα χαρακτηριστικά. Συγκεκριµένα καταφέρνουν στην 

καλύτερη περίπτωση να κάνουν 7 λάθη αντί για 10 στις συνολικά 62 προβλέψεις. Η 

µέθοδος sMRMR_d πετυχαίνει πρώτη φορά αυτή την απόδοση χρησιµοποιώντας 10 

χαρακτηριστικά, ενώ 12 χρειάζεται η µέθοδος mrmr_d και 19 η µέθοδος mrmr_q. Στο 

σύνολο δεδοµένων Lymphoma (πίνακας 5.5) η µέθοδος mrmr_q φαίνεται να είναι η 

χειρότερη καθώς κάνει κατά κανόνα περισσότερα λάθη για υποσύνολα ίδιου 

µεγέθους και καταφέρνει στην καλύτερη περίπτωση να κάνει 7 λάθη τη στιγµή που οι 

µέθοδοι mrmr_d και sMRMR_d κάνουν 5 και 4 λάθη αντίστοιχα. Η µέθοδος mrmr_d 

κάνει 5 λάθη χρησιµοποιώντας 26 χαρακτηριστικά, σε σχέση µε την sMRMR_d που 

κάνει 4 λάθη µε 28 χαρακτηριστικά. Αν και η mrmr_d δεν κάνει σε καµία περίπτωση 

λιγότερα από 5 λάθη, καταφέρνει µε µόλις 12 χαρακτηριστικά να κάνει σχετικά λίγα 

λάθη, δηλαδή 7. Σε αυτή την περίπτωση δεν µπορεί να θεωρηθεί ότι µία µέθοδος 

παράγει καλύτερα αποτελέσµατα από την άλλη. Στο σύνολο δεδοµένων lung-cancer 

(πίνακας 5.6), οι µέθοδοι sMRMR_d και mrmr_q υπερέχουν καθαρά έναντι της 

mrmr_d που καταφέρνει στην καλύτερη περίπτωση να κάνει 11 λάθη ενώ οι δύο 

πρώτες καταφέρνουν να κάνουν µόνο 6 λάθη.  Τα υποσύνολα της µεθόδου 

sMRMR_d οδηγούν κατά κανόνα σε λιγότερα λάθη από τα υποσύνολα της µεθόδου 

mrmr_q. Στο σύνολο δεδοµένων Leukemia (πίνακας 5.7) η µέθοδος mrmr_d 

υπερέχει, κάνοντας µόνο µία λάθος πρόβλεψη στο σύνολο ελέγχου το οποίο περιέχει 

34 παραδείγµατα. Η µέθοδος sMRMR_d δεν κάνει σε καµία περίπτωση λιγότερα από 

3 λάθη, αλλά υπερέχει της µεθόδου mrmr_q για υποσύνολα µε µέγεθος 1 έως 30. 
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Εκτός των παραπάνω παρατηρούµε ότι σε όλα τα σύνολα δεδοµένων 

βιοπληροφορικής εκτός από το Lymphoma η επιλογή χαρακτηριστικών βελτιώνει την 

απόδοση. 

Πίνακας 5.4 Αριθµός λαθών στο σύνολο δεδοµένων Colon-cancer 

 1-5 6-10 11-15 16-20 21-25 26-30 31-35 36-40 41-45 46-50 

mrmr_d 10 9 7 7 7 7 7 7 7 7 

mrmr_q 17 10 8 7 7 7 7 7 7 7 

sMRMR_d 10 7 7 7 7 7 8 7 7 7 

Πίνακας 5.5 Αριθµός λαθών στο σύνολο δεδοµένων Lymphoma 

 1-5 6-10 11-15 16-20 21-25 26-30 31-35 36-40 41-45 46-50 

mrmr_d 26 12 7 11 6 5 5 5 5 5 

mrmr_q 37 30 14 14 15 12 11 12 8 7 

sMRMR_d 30 15 14 9 6 4 6 6 4 4 

Πίνακας 5.6 Αριθµός λαθών στο σύνολο δεδοµένων Lung-cancer 

 1-5 6-10 11-15 16-20 21-25 26-30 31-35 36-40 41-45 46-50 

mrmr_d 27 13 15 14 12 16 14 11 12 12 

mrmr_q 36 29 19 14 13 12 10 8 7 6 

sMRMR_d 30 20 17 14 12 12 8 7 6 6 

Πίνακας 5.7 Αριθµός λαθών στο σύνολο δεδοµένων Leukemia 

 1-5 6-10 11-15 16-20 21-25 26-30 31-35 36-40 41-45 46-50 

mrmr_d 4 5 4 4 3 3 2 2 1 1 

mrmr_q 8 8 5 6 6 5 4 3 3 4 

sMRMR_d 4 3 4 4 3 4 4 4 4 3 

 

Στον πίνακα 5.8 συνοψίζονται τα αποτελέσµατα για το σύνολο δεδοµένων Multiple 

features. Η ακρίβεια ταξινόµησης που επιτυγχάνει η παραλλαγή sMRMR_d είναι 
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κατά κανόνα καλύτερη από την ακρίβεια που πετυχαίνουν οι µέθοδοι mrmr_d και 

mrmr_q µε υποσύνολα αντίστοιχου µεγέθους. Η µόνη περίπτωση που δεν ισχύει αυτό 

είναι για υποσύνολα µεγέθους 11 έως 20 χαρακτηριστικών όπου η µέθοδος mrmr_d 

δίνει καλύτερη ακρίβεια. Η µέθοδος mrmr_q δίνει χειρότερα αποτελέσµατα από την 

mrmr_d για µικρό αριθµό χαρακτηριστικών, αλλά η απόδοση της είναι καλύτερη 

όταν ο αριθµός των χαρακτηριστικών αυξάνεται. Στο σύνολο δεδοµένων Internet-ads 

(πίνακας 5.9) οι τρεις µέθοδοι έχουν παρόµοια απόδοση µε την mrmr_q να 

εµφανίζεται ελαφρώς καλύτερη και την sMRMR_d να ακολουθεί. Η ακρίβεια 

ταξινόµησης 96.16% που επιτυγχάνεται µε µόλις 28 χαρακτηριστικά από τη µέθοδο 

sMRMR_d δεν επιτυγχάνεται από κανένα υποσύνολο από αυτά που δίνει η mrmr_d. 

Πίνακας 5.8 Ακρίβεια ταξινόµησης στο σύνολο δεδοµένων Multiple Features 

 1-10 11-20 21-30 31-40 41-50 51-60 

mrmr_d 91.55 97.25 97.85 98.2 98.2 98.4 

mrmr_q 85.5 94.65 97 98.25 98.6 98.55 

sMRMR_d 93.15 96.9 98 98.6 98.7 98.75 

Πίνακας 5.9 Ακρίβεια ταξινόµησης στο σύνολο δεδοµένων Internet-Ads 

 1-10 11-20 21-30 31-40 41-50 51-60 

mrmr_d 95.12 95.76 95.85 95.97 96.04 96.07 

mrmr_q 95.15 96.25 96.4 96.37 96.61 96.65 

sMRMR_d 95.67 95.73 96.16 96.28 96.49 96.65 

 

Από την παραπάνω σύγκριση φαίνεται ότι υπάρχουν σύνολα δεδοµένων στα οποία 

αποδίδει καλύτερα η µέθοδος mrmr_d και άλλα στα οποία αποδίδει καλύτερα η 

µέθοδος mrmr_q. Η µέθοδος sMRMR_d φαίνεται σε κάθε σύνολο δεδοµένων να 

είναι εξ ίσου καλή ή και να υπερέχει της καλύτερης από τις άλλες δύο. Ένα στοιχείο 

που προκύπτει είναι ότι η µέθοδος mrmr_q υστερεί έναντι των άλλων δύο για 

υποσύνολα µικρού µεγέθους γεγονός που ίσως οφείλεται στο ότι τα χαρακτηριστικά 

που επιλέγει, ειδικά κατά τους πρώτους γύρους, δεν είναι αρκετά συναφή. Επίσης 

παρατηρείται ότι η καλύτερη απόδοση για τη µέθοδο mrmr_d είναι χειρότερη από την 
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καλύτερη απόδοση της µεθόδου sMRMR_d, σε κάθε σύνολο δεδοµένων εκτός από 

αυτό της λευχαιµίας. Το γεγονός ότι η mrmr_d δίνει έµφαση στην επιλογή πιο 

συναφών χαρακτηριστικών,  παρόλο που αυτά κατά κανόνα περιέχουν περισσότερη 

περιττή πληροφορία [10], µάλλον ευθύνεται για το ότι η προσθήκη επιπλέον 

χαρακτηριστικών δεν συνοδεύεται από αρκετά µεγάλη αύξηση της απόδοσης. 

5.4. Σύγκριση προσεγγίσεων για τον υπολογισµό της περιττής πληροφορίας 

Στην ενότητα αυτή συγκρίνονται πειραµατικά οι παραλλαγές που διατυπώθηκαν στην 

ενότητα 4.1 και αφορούν στον υπολογισµό της περιττής πληροφορίας που περιέχει 

ένα χαρακτηριστικό. Αναφερόµαστε στην παραλλαγή του mRMR που χρησιµοποιεί 

την max-redundancy προσέγγιση (Εξ. 4.2) ως mrmr_max και στην παραλλαγή που 

χρησιµοποιεί την weighted-redundancy προσέγγιση (Εξ. 4.4) ως mrmr_w.  

Η σύγκριση έγινε µε τον τρόπο που παρουσιάστηκε στην ενότητα 5.3. Στο σύνολο 

δεδοµένων colon-cancer (πίνακας 5.10) η παραλλαγή mrmr_max επιτυγχάνει τον 

ελάχιστο αριθµό λαθών, δηλαδή 6 χρησιµοποιώντας 14 χαρακτηριστικά. Για 

υποσύνολα άλλου µεγέθους όµως δεν καταφέρνει σε καµία περίπτωση να κάνει 

λιγότερα από 8 λάθη και η απόδοση της επιδεινώνεται όσο προστίθενται περισσότερα 

χαρακτηριστικά. Οι mrmr_d και mrmr_w κάνουν 7 λάθη στην καλύτερη περίπτωση, 

µε την πρώτη να χρειάζεται λιγότερα χαρακτηριστικά για να πετύχει αυτήν την 

απόδοση. Στο σύνολο δεδοµένων Lymphoma (πίνακας 5.11) η παραλλαγή mrmr_max 

είναι χειρότερη από τις άλλες δύο. Όλες οι µέθοδοι οδηγούν στην καλύτερη 

περίπτωση σε 5 λάθη, µε τη µέθοδο mrmr_w να είναι αυτή που το καταφέρνει πιο 

νωρίς. Στο σύνολο δεδοµένων lung-cancer (πίνακας 5.12) η µέθοδος mrmr_d 

φαίνεται να υπερέχει ελαφρώς για µικρού µεγέθους υποσύνολα αλλά οι άλλες δύο 

µέθοδοι οδηγούν σε µικρότερο αριθµό λαθών όταν πλέον χρησιµοποιούνται πολλά 

χαρακτηριστικά (26 έως 50). Στο σύνολο δεδοµένων Leukemia (πίνακας 5.13) η 

µέθοδος mrmr_d δίνει το υποσύνολο που οδηγεί στην καλύτερη επίδοση µε µόλις 1 

λάθος. Όµως η παραλλαγή mrmr_max καταφέρνει µε 7 χαρακτηριστικά να κάνει 2 

λάθη ενώ η mrmr_w µε µόλις 3 χαρακτηριστικά πετυχαίνει 3 λάθη. Στο σύνολο 

δεδοµένων Multiple Features (πίνακας 5.14) η µέθοδος mrmr_max δίνει την 

καλύτερη ακρίβεια, δηλαδή 98.5%, χρησιµοποιώντας 50 χαρακτηριστικά ενώ η 
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mrmr_w πετυχαίνει ακρίβεια 98.4%, επίσης µε 50 χαρακτηριστικά. Για µικρότερο 

µέγεθος υποσυνόλων δεν ξεχωρίζει καµία από τις τρεις µεθόδους. Στο σύνολο 

Internet Ads (πίνακας 5.15), η µέθοδος mrmr_w επιτυγχάνει την καλύτερη απόδοση 

96.52% και ακολουθεί η mrmr_max µε 96.46% ενώ η mrmr_d σε καµία περίπτωση 

δεν ξεπερνά το 96.07%. 

Πίνακας 5.10 Αριθµός λαθών στο σύνολο δεδοµένων Colon-cancer 

 1-5 6-10 11-15 16-20 21-25 26-30 31-35 36-40 41-45 46-50 

mrmr_d 10 9 7 7 7 7 7 7 7 7 

mrmr_max 13 8 6 8 9 10 11 11 13 12 

mrmr_w 10 8 8 7 7 8 8 7 7 8 

Πίνακας 5.11 Αριθµός λαθών στο σύνολο δεδοµένων Lymphoma 

 1-5 6-10 11-15 16-20 21-25 26-30 31-35 36-40 41-45 46-50 

mrmr_d 26 12 7 11 6 5 5 5 5 5 

mrmr_max 29 16 13 13 9 7 6 6 5 5 

mrmr_w 29 15 7 7 5 5 6 6 7 7 

Πίνακας 5.12 Αριθµός λαθών στο σύνολο δεδοµένων Lung-cancer 

 1-5 6-10 11-15 16-20 21-25 26-30 31-35 36-40 41-45 46-50 

mrmr_d 27 13 15 14 12 16 14 11 12 12 

mrmr_max 28 20 17 17 14 14 13 12 10 11 

mrmr_w 26 17 16 16 15 13 13 11 11 10 

 

Πίνακας 5.13 Αριθµός λαθών στο σύνολο δεδοµένων Leukemia 

 1-5 6-10 11-15 16-20 21-25 26-30 31-35 36-40 41-45 46-50 

mrmr_d 4 5 4 4 3 3 2 2 1 1 

mrmr_max 6 2 4 3 3 3 3 3 3 2 

mrmr_w 3 4 4 3 3 3 2 2 2 2 
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Πίνακας 5.14 Ακρίβεια ταξινόµησης στο σύνολο δεδοµένων Multiple Features 

 1-10 11-20 21-30 31-40 41-50 51-60 

mrmr_d 91.55 97.25 97.85 98.2 98.2 98.4 

mrmr_max 91.8 96.85 98.15 98.05 98.5 98.5 

mrmr_w 93.95 97 97.85 98.1 98.4 98.3 

Πίνακας 5.15 Ακρίβεια ταξινόµησης στο σύνολο δεδοµένων Internet-Ads 

 1-10 11-20 21-30 31-40 41-50 51-60 

mrmr_d 95.12 95.76 95.85 95.97 96.04 96.07 

mrmr_max 95.52 96 96.34 96.31 96.46 96.46 

mrmr_w 95.49 95.88 96.07 96.43 96.52 96.37 

 

Τα παραπάνω αποτελέσµατα δεν επιτρέπουν την εξαγωγή ασφαλών συµπερασµάτων 

αφού οι διαφορές είναι µικρές και δεν υπάρχει κάποια µέθοδος που σταθερά να 

ξεπερνά τις άλλες. Μία εκ των υστέρων διαπίστωση είναι ότι η περιττή πληροφορία 

υπολογισµένη µε τις προσεγγίσεις weighted-redundancy και max-redundancy µπορεί 

να έχει µεγαλύτερη διακύµανση από αυτή που έχει όταν υπολογίζεται µε την 

προσέγγιση mean-redundancy. Αυτό φαίνεται για παράδειγµα στο σχήµα 5.1. Στη 

σύγκριση των προσεγγίσεων εµπλέκεται το πρόβληµα της άνισης διακύµανσης που 

αναλύθηκε στην ενότητα 4.3 και 5.3. Η mean-redundancy προσέγγιση θα µπορούσε 

να είναι η καλύτερη για την εκτίµηση της περιττής πληροφορίας, παρόλα αυτά οι 

παραλλαγές mrmr_max και mrmr_w υπερέχουν έναντι της mrmr_d, γιατί 

αντιµετωπίζουν λιγότερο έντονα το πρόβληµα της άνισης διακύµανσης. Για να 

ελεγχθεί η παραπάνω υπόθεση, οι τρεις διαφορετικές προσεγγίσεις χρησιµοποιούνται 

σε συνδυασµό µε την κανονικοποιηµένη εκδοχή του mRMR. Αναφερόµαστε στο 

συνδυασµό του κανονικοποιηµένου mRMR µε τις προσεγγίσεις max-redundancy και 

weighted-redundancy ως sMRMR_max και sMRMR_w.  
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a) Mean-redundancy προσέγγιση b) weighted-redundancy προσέγγιση 

 

c) max-redundancy προσέγγιση 

Σχήµα 5.1 Συνάφεια και περιττή πληροφορία υποψηφίων χαρακτηριστικών κατά τη 
δέκατη επανάληψη του mRMR µε βάση τις τρεις διαφορετικές προσεγγίσεις (σύνολο 

δεδοµένων Lymphoma). 

Τα αποτελέσµατα της σύγκρισης παρουσιάζονται στους πίνακες 5.16 έως 5.21. Στο 

σύνολο δεδοµένων colon-cancer δεν υπάρχει σηµαντική διαφορά µεταξύ των 

µεθόδων. Στο σύνολο δεδοµένων Lymphoma ωστόσο, η µέθοδος sMRMR_d 

πετυχαίνει χρησιµοποιώντας λιγότερα χαρακτηριστικά καλύτερη απόδοση. Η 

διαφορά είναι ακόµα µεγαλύτερη υπέρ της sMRMR_d στο σύνολο δεδοµένων lung-

cancer. Η µέθοδος sMRMR_d υπερέχει επίσης στο σύνολο δεδοµένων Multiple-

features ενώ δεν υπάρχει σηµαντική διαφορά στο σύνολο Internet-Ads. Οι δύο 

παραλλαγές sMRMR_w και sMRMR_max δίνουν καλύτερα αποτελέσµατα µόνο στο 

σύνολο δεδοµένων Leukemia. Tα αποτελέσµατα δείχνουν ότι έχοντας διορθώσει το 

πρόβληµα της άνισης διακύµανσης συνάφειας και περιττής πληροφορίας, η 
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προσέγγιση mean-redundancy είναι πιο συνεπής στο να παράγει καλά υποσύνολα 

χαρακτηριστικών.  

Χωρίς ο λόγος να είναι εύκολα αντιληπτός, φαίνεται πως η mean-redundancy 

προσέγγιση είναι καταλληλότερη για την εκτίµηση της οµοιότητας ενός 

χαρακτηριστικού µε τα ήδη επιλεγµένα. Ένας λόγος για τον οποίο µπορεί να 

συµβαίνει αυτό είναι ο εξής. Έστω ότι W(X) είναι η πραγµατική περιττή πληροφορία 

που περιέχει το χαρακτηριστικό Χ και W’(X) η περιττή πληροφορία όπως 

υπολογίζεται µε βάση κάποια προσέγγιση. ∆εν είναι ιδιαίτερα σηµαντικό το W’(X) 

να προσεγγίζει ικανοποιητικά το W(X), είναι όµως σηµαντικό για δύο 

χαρακτηριστικά Χ1 και Χ2 για τα οποία ισχύει ότι W(X1)<W(X2), να ισχύει επίσης ότι 

W’(X 1)<W’(X 2). Με άλλα λόγια έχει σηµασία η κατάταξη των χαρακτηριστικών ως 

προς την προσέγγιση να είναι όσο το δυνατόν πιο κοντά στην κατάταξη ως προς την 

πραγµατική περιττή πληροφορία ακόµα και αν τα µεγέθη µεταβάλλονται. Ίσως 

λοιπόν η mean-redundancy προσέγγιση διατηρεί καλύτερα την κατάταξη των 

χαρακτηριστικών σε σχέση µε τις άλλες δύο προσεγγίσεις. Η επαλήθευση της 

υπόθεσης αυτής χρήζει περισσότερης µελέτης. 

Πίνακας 5.16 Αριθµός λαθών στο σύνολο δεδοµένων Colon-cancer 

 1-5 6-10 11-15 16-20 21-25 26-30 31-35 36-40 41-45 46-50 

sMRMR_d 10 7 7 7 7 7 8 7 7 7 

sMRMR_max 9 9 8 7 7 8 8 7 7 8 

sMRMR_w 10 8 7 7 7 7 7 8 7 9 

Πίνακας 5.17 Αριθµός λαθών στο σύνολο δεδοµένων Lymphoma  

 1-5 6-10 11-15 16-20 21-25 26-30 31-35 36-40 41-45 46-50 

sMRMR_d 30 15 14 9 6 4 6 6 4 4 

sMRMR_max 27 22 18 11 9 7 6 7 8 8 

sMRMR_w 28 18 14 10 8 6 6 7 8 5 
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Πίνακας 5.18 Αριθµός λαθών στο σύνολο δεδοµένων Lung cancer 

 1-5 6-10 11-15 16-20 21-25 26-30 31-35 36-40 41-45 46-50 

sMRMR_d 30 20 17 14 12 12 8 7 6 6 

sMRMR_max 32 20 16 15 13 13 14 10 11 10 

sMRMR_w 30 16 17 14 13 13 11 11 8 9 

Πίνακας 5.19 Αριθµός λαθών στο σύνολο δεδοµένων Leukemia 

 1-5 6-10 11-15 16-20 21-25 26-30 31-35 36-40 41-45 46-50 

sMRMR_d 4 3 4 4 3 4 4 4 4 3 

sMRMR_max 3 3 3 4 3 3 3 2 1 1 

sMRMR_w 4 4 3 2 2 3 2 2 2 3 

Πίνακας 5.20 Ακρίβεια ταξινόµησης στο σύνολο δεδοµένων Multiple Features 

 1-10 11-20 21-30 31-40 41-50 51-60 

sMRMR_d 93.15 96.9 98 98.6 98.7 98.75 

sMRMR_max 91.15 96.7 97.8 98.25 98.3 98.4 

sMRMR_w 92.5 97.45 98.05 97.95 98.3 98.4 

 
Πίνακας 5.21 Ακρίβεια ταξινόµησης στο σύνολο δεδοµένων Internet-Ads 

 1-10 11-20 21-30 31-40 41-50 51-60 

sMRMR_d 95.67 95.73 96.16 96.28 96.49 96.65 

sMRMR_max 95.49 95.7 96.07 96.25 96.52 96.28 

sMRMR_w 95.61 95.82 96.07 96.22 96.55 96.46 
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ΚΕΦΑΛΑΙΟ 6. ΣΥΜΠΕΡΑΣΜΑΤΑ ΚΑΙ 

ΜΕΛΛΟΝΤΙΚΗ ΕΡΓΑΣΙΑ 

Στην εργασία αυτή µελετήθηκε το πρόβληµα της επιλογής χαρακτηριστικών για 

προβλήµατα ταξινόµησης. Αφού παρουσιάστηκαν οι βασικές κατηγορίες µεθόδων, 

δόθηκε ιδιαίτερη έµφαση στις µεθόδους που στοχεύουν στη µείωση της περιττής 

πληροφορίας. Αναλυτικότερα εξετάστηκε ο αλγόριθµος mRMR για τον οποίο 

προτάθηκαν τροποποιήσεις που αφορούν την προσέγγιση της περιττής πληροφορίας, 

τη συνάρτηση αξιολόγησης που χρησιµοποιείται καθώς και τη µέθοδο 

βελτιστοποίησης της συνάρτησης αυτής. Όσον αφορά στην προσέγγιση της περιττής 

πληροφορίας, είδαµε ότι όταν το πρόβληµα της άνισης διακύµανσης συνάφειας και 

περιττής πληροφορίας διορθώνεται µε χρήση κανονικοποίησης (ενότητα 4.3), η 

προσέγγιση mean-redundancy υπερτερεί έναντι των προσεγγίσεων max-redundancy 

και weighted-redundancy. Ο λόγος για τον οποίο συµβαίνει αυτό είναι ένα θέµα που 

απαιτεί περαιτέρω µελέτη. 

Η κανονικοποιηµένη εκδοχή του αλγορίθµου (ενότητα 4.3) αντιµετωπίζει ως εξ ίσου 

σηµαντικούς τους στόχου αύξησης της συνάφειας και µείωσης της περιττής 

πληροφορίας. Η προσέγγιση mrmr_d τείνει να επιλέγει τα πιο συναφή 

χαρακτηριστικά. Η προσέγγιση mrmr_q τείνει να επιλέγει λιγότερο συναφή αλλά και 

λιγότερο περιττά χαρακτηριστικά. Η χρήση της κανονικοποιηµένης εκδοχής 

sMRMR_d δίνει µια ισορροπία ανάµεσα στις δύο άλλες εκδοχές και τα πειράµατα 

δείχνουν ότι η επίτευξη αυτής της ισορροπίας αποφέρει καλύτερα αποτελέσµατα.  

Η χρήση µεθόδων καθολικής βελτιστοποίησης δεν προσφέρει σηµαντική βελτίωση 

της λύσης που βρίσκεται από τον mRMR µε forward άπληστη αναζήτηση. 

Συναρτήσεις αξιολόγησης που δίνουν µεγαλύτερη έµφαση στη µείωση της περιττής 

πληροφορίας µπορούν να ωφεληθούν περισσότερο από χρήση τέτοιων µεθόδων. 
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Ένα σηµαντικό ερώτηµα που αφορά στη µελλοντική εργασία, είναι πόση έµφαση 

πρέπει να δίνεται στη βελτιστοποίηση των δύο στόχων, αύξησης της συνάφειας και 

µείωσης της περιττής πληροφορίας. Τα πειράµατα δείχνουν ότι άλλοτε η µέθοδος 

mrmr_d και άλλοτε η µέθοδος mrmr_q δίνουν καλύτερα αποτελέσµατα. Η 

sMRMR_d επιτυγχάνει µια ισορροπία ανάµεσα στους δύο στόχους και έτσι βελτιώνει 

τα αποτελέσµατα. Ίσως όµως ακόµα καλύτερα αποτελέσµατα µπορούν να 

επιτευχθούν αν βρεθεί κάποιος τρόπος να καθορίζεται για το εκάστοτε σύνολο 

δεδοµένων πόσο βάρος πρέπει να δίνεται στη βελτιστοποίηση κάθε στόχου. Αυτό θα 

µπορούσε να γίνει είτε µε χρήση wrapper µεθοδολογίας είτε, δυσκολότερα ίσως, µε 

χρήση στατιστικής.   

Ένα άλλο σηµαντικό ερώτηµα είναι αν υπάρχει κάποιος τρόπος να καθορίζεται ο 

αριθµός χαρακτηριστικών που χρειάζεται να επιλεγούν. Η χρήση ενός συνόλου 

επικύρωσης για την αποτίµηση των εµφωλευµένων υποσυνόλων είναι ένας τρόπος. 

Είναι όµως σηµαντικό να µελετηθεί πότε τα αποτελέσµατα που παρατηρούνται 

µπορούν να θεωρούνται αξιόπιστα π.χ. ίσως ένα εµφωλευµένο υποσύνολο µε πολύ 

καλή απόδοση δεν πρέπει θεωρείται αρκετά καλό αν το αµέσως µικρότερο και το 

αµέσως µεγαλύτερο εµφωλευµένο υποσύνολο έχουν κακή ή µέτρια απόδοση.  

Ένα ερώτηµα που παρουσιάζει ενδιαφέρον είναι αν από το συνδυασµό διαφορετικών 

συναρτήσεων αξιολόγησης, ανάλογων µε αυτή που χρησιµοποιεί ο mRMR και το 

κριτήριο CMIM [13], µπορεί να προκύψει µία πιο αξιόπιστη συνάρτηση 

αξιολόγησης. Η ιδέα είναι ότι µία οµάδα συναρτήσεων αξιολόγησης µπορεί να 

δουλεύει καλά σε περιπτώσεις όπου κάποια από τις συναρτήσεις που συνιστούν το 

συνδυασµό αποτυγχάνει. 

Τέλος, το ερώτηµα για το αν µπορεί να υπάρξει καλύτερη εκτίµηση της περιττής 

πληροφορίας από αυτή που δίνει η προσέγγιση mean-redundancy παραµένει. Νέες 

παραλλαγές µπορούν να δοκιµαστούν ενώ µε πειραµατικό τρόπο θα µπορούσε να 

ελεγχθεί η ισχύς της υπόθεσης της ενότητα 5.4, ότι δηλαδή η κατάταξη των 

χαρακτηριστικών µε βάση την προσέγγιση mean-redundancy είναι αρκετά κοντά 

στην κατάταξη µε βάση την πραγµατική περιττή πληροφορία. 
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